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Resumen

En este trabajo se utilizan los expectiles como medida de riesgo. Se pretende
desarrollar un expectil cambiante en el tiempo que mida el riesgo inherente
de un activo a lo largo del periodo de gestión. Antes de analizar el Expec-
til de manera paramétrica, se explican las medidas de riesgo Value at Risk
(VaR) y Expected Shortfall (ES). También se analizan los modelos semipa-
ramétricos, CAViaR (Conditional Autoregressive Value at Risk) para el VaR,
CARE (Conditional Autoregressive Expectiles) para el Expectil y CARES
(Conditional Autoregressive Expected Shortfall based on Expectiles) para
el Expected Shortfall. Por último se lleva a cabo un análisis emṕırico para
diferentes activos y se presentan las conclusiones con posibles continuaciones
de este trabajo.
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1 INTRODUCCIÓN

1. Introducción

El cambio en las condiciones de mercado debido a la crisis financiera de 2007
sometieron al sector bancario a graves presiones, necesitando la participación de
bancos centrales e incluso alguna institución financiera para respaldar el funciona-
miento de los mercados monetarios. Por este motivo, cada vez hay más preocupa-
ción por captar y medir lo mejor posible el riesgo en la cola de la distribución de
pérdidas y ganancias de los activos y carteras. El Comité de Supervisión Bancaria
de Basilea ha aumentado el control del sistema bancario y ha llevado a cabo re-
formas para mejorar la capacidad de absorción de perturbaciones procedentes de
tensiones financieras o económicas de cualquier tipo, reduciendo con ello, el riesgo
de contagio del sector financiero a la economı́a real.

La métrica más empleada en la medición del riesgo de la cola de la distribución
de pérdidas y ganancias de los activos y carteras ha sido el Value at Risk (VaR).
Esto se debe principalmente a dos motivos: i) proporciona una medida resumida
del riesgo de mercado y ii) se puede realizar un backtesting de manera simple pa-
ra saber si está midiendo el riesgo de forma adecuada. No obstante, presenta un
gran inconveniente y es que no es una medida coherente [ver Artzner et. al, 1999,
Coherent measures of risk ] al no cumplir la propiedad de subaditividad. Es decir,
fusionar dos carteras puede aumentar el riesgo conjunto en el caso del VaR, no
facilitando la diversificación y dando pie a comportamientos oportunistas.

Para solventar el inconveniente del VaR surge una nueva medida de riesgo deno-
minada Expected Shortfall (ES), [ver Acerbi & Tasche, 2002, On the Coherence of
Expected Shortfall ]. A diferencia del VaR que no tiene en cuenta el comportamiento
de la cola más allá del propio cuantil, el ES śı que lo tiene. El ES al 97.5% es la
medida que ha impuesto el Comité de Basilea en la revisión de las normas para los
requerimientos de capital de las entidades bancarias de enero de 2016. Si bien es
cierto que se trata de una medida coherente tiene el inconveniente de no cumplir la
propiedad de elicitabilidad. Esto ha estado restringiendo el desarrollo de pruebas
y procedimientos de backtesting para el Expected Shortfall.

Recientemente, se ha tomado en consideración una medida de riesgo coherente
basada en la familia de los expectiles. Éstos fueron introducidos por Newey & Po-
well (1987) como la solución a la minimización de una función cuadrática asimétrica
para las pérdidas. El Expectil⌧ es la medida de riesgo financiero asociada a los ex-
pectiles, de la misma forma que el V aR↵ es la medida de riesgo asociada a los
cuantiles. Desde el punto de vista financiero, se interpreta como la cantidad de
capital que se debeŕıa añadir a una posición o cartera para disponer de un ratio
de ganancias y pérdidas predeterminado lo suficientemente alto [ver Bellini y Di
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2 LITERATURA

Bernardino, 2015, Risk Management with Expectiles ].

Las preguntas a las que se trata de dar respuesta con la realización de este
trabajo son: ¿Es el Expectil una buena medida de riesgo?, ¿Qué modelos y/o dis-
tribuciones son más adecuados para su predicción? y ¿Cuál es la aportación del Ex-
pectil a las medidas benchmark, VaR y ES? Se determinará que el Expectil es una
medida de riesgo con capacidad de absorción de las potenciales pérdidas de capital
en la cola izquierda de la distribución de rendimientos, además de permitir ajustar
lo mejor posible el riesgo real al considerar toda la distribución. Tanto el Expectil,
como las demás medidas de riesgo, sugieren que la selección de la distribución de
probabilidad es más importante que la del modelo de volatilidad. Aśı, distribucio-
nes asimétricas y volatilidades con apalancamiento tienden a ser preferidas en el
backtesting. Y, por último, se espera que el Expectil capture mejor el riesgo que el
VaR y ES por incluir más información, presentar la ventaja de sencillez de cálculo y
eficiencia computacional e incorporar las propiedades que el VaR y ES no cumplen.

En la sección 2 se realiza un breve recorrido por la literatura relacionada con la
definición y estimación de los expectiles, aśı como, de los modelos CAViaR (Con-
ditional Autoregressive Value at Risk) y CARE (Conditional Autoregressive Ex-
pectiles). En la sección 3 se presentan de manera general las medidas de riesgo
VaR, ES y Expectil. En la sección 4 se proponen los modelos paramétricos de las
medidas de riesgo con las que se lleva a cabo la predicción. En la sección 5 se estu-
dian los modelos CARE para los expectiles y CARES (Conditional Autoregressive
Expected Shortafall based on Expectiles) para el ES y se comparan con el modelo
CAViaR existente para la estimación del VaR. En la sección 6 se explican los di-
ferentes contrastes y funciones de pérdida que se van a emplear para la validación
de las medidas de riesgo propuestas. En la sección 7 se indica la naturaleza de los
datos y se presentan los resultados del análisis emṕırico con tablas y gráficos para
diferentes activos, además de los resultados del backtesting que permiten comparar
la precisión de estas medidas de riesgo para los diferentes activos. Por último, en
la sección 8 se muestra un breve resumen de este trabajo y las conclusiones que se
han extráıdo del mismo.

2. Literatura

En la literatura se han estudiado exhaustivamente las medidas tradicionales
de riesgo, VaR y ES. La mayoŕıa de los métodos existentes estiman la distribu-
ción de los rendimientos y luego recuperan su cuantil de manera indirecta. Por el
contrario, Engle & Manganelli (2004) introdujeron, como método semiparamétri-
co para la estimación del VaR ,los modelos CAViaR que modelan directamente

2
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el cuantil y cuya estructura es similar a los modelos GARCH. La estimación de
los parámetros del modelo se obtiene a través de la minimización de la regresión
cuant́ılica. Utilizando el criterio de que en cada peŕıodo la probabilidad de superar
el VaR debe ser independiente de toda la información pasada, introducen un nue-
vo test para verificar la adecuación del modelo, el test DQ (Dynamic Quantile test).

Liao & Smith (2014) introducen una nueva clase de modelos, los modelos CA-
RES1 (Conditional Autoregressive Expected Shortfall) que utilizan los modelos
CAViaR para la estimación del cuantil y después modelizan directamente la evolu-
ción del número de pérdidas esperadas que exceden el cuantil a través del tiempo
utilizando un proceso autorregresivo espećıfico (ES). La estimación de los paráme-
tros se hace en dos etapas o bien una estimación conjunta dentro del marco del
método generalizado de momentos (GMM). Los modelos CARES de Liao & Smith
difieren de los modelos CARES empleados en este trabajo puesto que no tienen
niguna relación con los expectiles mientras que los modelos CARES que se van a
considerar modelizan el Expected Shortfall basado en expectiles.

Aunque el punto de mira en los expectiles como medida de riesgo es algo re-
ciente y no tan conocida como las otras medidas mencionadas, lo cierto es que
Newey & Powell (1987) ya utilizaron este término para la solución a un problema
de regresión de mı́nimos cuadrados asimétricos (ALS2). Ante la existencia de un
mapeo uno-a-uno entre expectiles y cuantiles, Efron (1991) propuso obtener la es-
timación de los ↵-cuantiles a través de los expectiles de manera que el número de
observaciones que caen por debajo del ⌧ -expectil de interés sea ↵. Esto proporciona
una justificación del empleo de la regresión ALS para la obtención de cuantiles.

Taylor (2008) introdujo un nuevo enfoque para la estimación del VaR y del ES
condicional que es compatible con las prácticas actuales de gestión de riesgos. La
dinámica del VaR y del ES se modeliza a través de la dinámica de los expectiles
que se obtienen utilizando la regresión ALS. Normalmente el nivel de confianza ↵
está predeterminado (1%, 5% ) y, por ello, Taylor determina numéricamente el
nivel de confianza ⌧ espećıfico para cada activo. Una vez hecho ésto, mostró que el

1Los modelos CARES de Liao & Smith son diferentes a los modelos CARES que se van a
presentar en este trabajo. Liao & Smith, en una primera etapa, estiman los parámetros (�̂) del

modelo CAViaR y el [
V aR↵ solucionando min{�} 1/T

PT
t=1(↵ � I{rt<V aRt(↵)}(rt � V aRt(↵))

y, en una segunda y última etapa, el VaR estimado se usa como una observación en el
problema a minimizar para estimar los parámetros (�) de su modelo CARES para el ES,

min{�} 1/T
PT

t=1 I{rt<[V aRt(↵)}
(rt � ESt(↵))

2; alternativamente, presentan la estimación con-

junta de los parámetros � y � solucionando los problemas anteriores conjuntamente dentro del
marco GMM.

2ALS es el acrónimo en inglés de asymmetric least squares. En algunos papers se utiliza el
acrónimo LAWS (least asymmetrically weighted least squares) para diferenciarlo de ALS (alterning
least squares).

3



2 LITERATURA

estimador del expectil condicional se puede utilizar como un estimador del cuantil
condicional y, tras una simple transformación, como el estimador condicional ES.
De esta manera, lo que él denomina EV aR no es más que el VaR estimado a partir
de expectiles, para un nivel ⌧ predeterminado que se corresponde con un nivel ↵.
Además, introdujo los modelos CARE3 (Conditional Autoregressive Expectiles),
similares a los modelos CAViaR, para la estimación del ES a través de la estima-
ción de un modelo previo de expectiles.

Kuan et al. (2009) proponen como medida el Expectil⌧ y lo interpretan como
un VaR flexible basado en cuantiles (QVaR) para la distribución de los rendimien-
tos subyacente. Un determinado ⌧ -expectil está asociado a diferentes ↵-cuantiles
dependiendo de la distribución considerada. Aśı, en lugar de encontrar el QVaR
para un ↵ predeterminado, ellos proponen identificar el Expectil para un ⌧ dado
y permitir que los datos revelen su propio riesgo en términos de la probabilidad
en la cola (↵). Esta es la gran diferencia entre Taylor y Kuan et al.: i) Taylor
calcula la misma medida de riesgo, un VaR, haciéndolo a través de los expectiles
por eficiencia coputacional, por ejemplo, si quiere obtener un VaR a un nivel de
confinaza ↵ = 5% simplemente calcula el expectil para un ⌧(↵) =0.0126 corres-
pondiente a su muestra FTSE, y ese e⌧(↵)=0,0126 es igual que el q↵=0,05. ii) Kuan et
al. calcula el Expectil para un nivel de confianza ⌧ , con una interpretación distinta
al V aR↵. No obstante, gracias al mapeo uno-a-uno entre expectiles y cuantiles, es
posible averigar el V aR↵ correspondiente a un Expectil⌧ . Por ejemplo, si calcula
un Expectil⌧=0,01 se sabe que el Value at Risk asociado a esa medida de riesgo es el
V aR↵=0,043 en el caso de una Normal(0,1), por tanto, śı es posible obtener un VaR
asociado al Expectil, pero no es éste el objetivo de Kuan et al, ya que además de
interpretar ⌧ como un ı́ndice de prudencia, discuten las propiedades de los expec-
tiles y del estimador ALS, introducen una serie de modelos CARE y llevan a cabo
un análisis emṕırico utilizando ı́ndices de mercado.

Bellini & Di Bernardino (2015) realizan una comparativa entre el VaR y EVaR
para diferentes funciones de distribución. Asimismo, estudian las propiedades de
los expectiles, el comportamiento asintótico de los mismos en la cola derecha aśı
como, su interpretación financiera.

Emmer et al. (2015) realizan un amplio estudio acerca de las propiedades es-
tad́ısticas y matemáticas que cumplen las diferentes medidas de riesgo, esto es,
VaR, ES y expectiles. Además, llevan a cabo un análisis emṕırico en el que me-
diante backtesting concluyen que el ES es una medida de riesgo más apropiada
según la muestra y periodo muestral utilizado.

3Los modelos CARE de Taylor modelizan el expectil para aquel ⌧ correspondiente a un nivel
↵ tal que e⌧(↵) = q↵. En este trabajo los modelos CARE van a servir para modelizar la dinámica
del Expectil⌧ .
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3 MEDIDAS DE RIESGO

Hamidi et al. (2015) introducen una nueva clase de modelos para el VaR y el
ES, los modelos DARE (Dynamic AutoRegressive Expectiles). Un modelo DARE
para un cuantil condicional qt(↵) se define como un promedio ponderado de K
modelos CARE4 . El prefijo “dinámico” hace referencia al uso de ponderaciones
cambiantes en el tiempo que pueden depender de la información pasada. El uso
de expectiles evita tener que hacer supuestos sobre la distribución y el enfoque de
modelos ponderados permite diversificar el riesgo asociado a cada uno de los mis-
mos. En definitiva, es otra forma de mostrar el uso de expectiles para la estimación
de cuantiles como medidas de riesgo. Por último, llevan a cabo un amplio número
de contrastes de backtesting para comparar el enfoque DARE con otros métodos
tradicionales de cálculo de predicciones del Value at Risk.

3. Medidas de Riesgo

La Gestión de Riesgos es una competencia básica de instituciones financieras
como bancos, compañ́ıas de seguros y fondos de inversión, entre otros. Las técnicas
para la medición del riesgo son claramente centrales para el proceso de gestión del
riesgo. El riesgo se puede medir en términos de distribuciones de probabilidad. Sin
embargo, a veces es útil expresar el riesgo con un número que puede ser interpre-
tado como una cantidad de capital. Las herramientas que asignan distribuciones
de pérdidas o variables aleatorias a las cantidades de capital se llaman medidas
de riesgo. A continuación, se definen y explican de manera general las medidas de
riesgo que se van a tomar en consideración.

3.1. Value at Risk (VaR)

El Value at Risk es la medida más utilizada para evaluar y gestionar el riesgo
de una determinada posición o cartera de activos financieros. Se interpreta como
el cuantil de la distribución de rendimientos de los activos o cartera. El VaR a un
determinado nivel de significación, ↵, y un horizonte de gestión predeterminado,
h, mide la mı́nima pérdida potencial de la posición o cartera de activos financieros
en euros si cae en el ↵% de los posibles peores casos. Por tanto,

V aR↵ ⌘ q↵ = F�1(↵) t.q. P
⇥
rt  q↵

⇤
= ↵ (1)

4Utilizan los modelos CARE de Taylor (2008), los que modelizan el expectil para un nivel de
confianza ⌧(↵) que hace que e⌧(↵) = q↵.
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3 MEDIDAS DE RIESGO 3.2 Expected Shortfall (ES)

donde, q↵ refleja el cuantil de la distribución para un nivel de confianza ↵, rt refleja
la serie de rendimientos de los activos y F�1 la función cuantil o, lo que es lo mismo,
la inversa de la función de distribución de los rendimientos.

Un inconveniente de tener como medida de riesgo un solo cuantil de la distribución
de rendimientos de los activos es que depende sólo de la probabilidad de más
realizaciones extremas pero no de sus valores. Es decir, dos activos cuya forma de
la cola de la distribución sea diferente puede tener el mismo VaR.

Figura 1: Fuente: Elaboración propia. Funciones de densidad de dos activos con colas muy dife-
rentes. Se pretende mostrar la debilidad del VaR como medida de riesgo, ya que es incapaz de
capturar la severidad de las potenciales pérdidas. Claramente el activo de la derecha presenta
mayores pérdidas potenciales y sin embargo el VaR es el mismo en ambos casos.

Por último, el VaR no siempre satisface la propiedad de subaditividad5 y, por tanto,
no se considera una medida de riesgo coherente. Esta propiedad sólo se mantiene
bajo rendimientos i.i.d., bajo distribuciones eĺıpticas y bajo un tipo de dependencia
recogida por una cópula arquimediana. Sin embargo, carece de fundamento bajo
distribuciones de los rendimientos con colas pesadas, las más comunes en finanzas.

3.2. Expected Shortfall (ES)

El Expected Shortfall (ES) es la métrica que el Comité de Supervisión de Ba-
silea III ha decidido implantar como medida de riesgo para los requerimientos de
capital de las entidades bancarias en enero de 20166. Se define como el promedio
de las pérdidas que exceden el VaR para un nivel de probabilidad prefijado, ↵%,
proporcionando aśı información sobre la magnitud de las potenciales pérdidas en
la cola izquierda. Formalmente,

ES↵ = E
⇥
rt | rt  q↵

⇤
=

1

↵

Z ↵

0

qu du (2)

5Las propiedades de las medidas de riesgo están explicadas en detalle en el anexo.
6Basilea III, enero 2016: Normas (standards). Requerimientos mı́nimos de capital por riesgo

de mercado. Banco de Pagos Internacionales 2016. ISBN 978-92-9197-455-9 (versión en ĺınea)
o www.bis.org.
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3 MEDIDAS DE RIESGO 3.3 Expectil

Esta medida satisface todas las propiedades que deben cumplirse para considerar a
una medida coherente. No obstante, no cumple con la propiedad de elicitabilidad,7

lo que puede llevar a predicciones no consistentes y a dificultar el backtesting. A
pesar de sus ventajas, solo se basa en la cuant́ıa de las pérdidas de la cola izquierda
sin tener en cuenta las posibles ganancias de la cola derecha que puedan disminuir
riesgo. Por otra parte, es mucho más conservadora ya que además de depender de
la probabilidad de la cola, también depende de los valores de la cola, a diferencia
del VaR que sólo depende de ↵. Esto puede llevar, en ocasiones, a la acumulación
de demasiada tesoreŕıa por parte de los bancos e instituciones financieras en lugar
de sacarle provecho por otras v́ıas.

3.3. Expectil

Los expectiles8 son medidas de riesgo coherentes correspondientes a una familia
de un sólo parámetro que surgen como una alternativa a los cuantiles. A diferencia
de las anteriores medidas de riesgo, los expectiles se basan en una información
más completa ya que dependen de las dos colas de la distribución de pérdidas y
ganancias de los rendimientos de los activos. Antes de examinar formalmente los
expectiles, conviene recordar que el ↵-cuantil de una variable aleatoria R es el
parámetro q↵, solución al siguiente problema de minimización,

min
q↵

E
⇥ �

↵� I{R<q↵}
��
R� q↵

� ⇤
(3)

El cuantil q↵ correspondiente a la serie de rendimientos rt, t = 1, 2, ...T es la
solución al problema de minimización9 de la regresión cuant́ılica introducida por
Koenker & Basset (1978),

min
q↵

TX

t=1

�
↵� I{rt<q↵}

��
rt � q↵

�
(4)

La condición de primer orden de la minimización de la regresión cuant́ılica es,

↵

Z 1

q↵

dFR(r) + (↵� 1)

Z q↵

�1
dFR(r) = 0 (5)

7Recuerde que todas las propiedades de las medidas de riesgo se encuentran en el anexo
explicadas detalladamente.

8Aclarar al lector que se utilizará “expectil” en minúscula para referirse a la medida de posición
no central, de la misma forma que se hace referencia a los cuantiles; y se empleará “Expectil” en
mayúscula para referirse a la medida financiera, de la misma forma que se hace con el Value at
Risk.

9Es conveniente aclarar que a la hora de minimizar no afecta el multiplicar por T�1.
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3 MEDIDAS DE RIESGO 3.3 Expectil

donde FR hace referencia a la función de distribución acumulada asociada a la
variable que representa los rendimientos R, lo que implica,

R q↵
�1 dFR(r)R q↵

�1 dFR(r) +
R1
q↵

dFR(r)
=

Z q↵

�1
dFR(r) = ↵ (6)

De manera análoga, el expectil e⌧ para un determinado nivel de confianza ⌧ 2 [0, 1]
es la solución al siguiente problema de minimización,

min
e⌧

E
⇥

| ⌧ � I{R<e⌧} |
�
R� e⌧

�2 ⇤
(7)

Para obtener el expectil e⌧ se utiliza la regresión por mı́nimos cuadrados asimétricos
(ALS),

min
e⌧

TX

t=1

| ⌧ � I{rt<e⌧} |
�
rt � e⌧

�2
(8)

La condición de primer orden de la minimización ALS es,

⌧

Z 1

e⌧

�
r � e⌧

�
dFR(r) + | ⌧ � 1 |

Z e⌧

�1

�
r � e⌧

�
dFR(r) = 0 (9)

donde FR hace referencia a la función de distribucíın acumulada asociada a la
variable que representa los rendimientosR, lo que implica que el expectil e⌧ satisface
[ver Kuan et al., 2009],

R e⌧
�1 | r � e⌧ | dF (r)

R e⌧
�1 | r � e⌧ | dF (r) +

R1
e⌧

| r � e⌧ | dF (r)
=

R e⌧
�1 | r � e⌧ | dFR(r)R1
�1 | r � e⌧ | dFR(r)

= ⌧ (10)

Para las funciones de distribución más comunes, los expectiles están más cerca del
centro de la distribución que los correspondientes cuantiles. Normalmente, la cur-
va de cuantiles y de expectiles cortan en un único punto, que corresponde con el
centro simétrico en el caso de funciones de distribución simétricas [ver Bellini &
Di Bernardino, 2015]. A continuación se muestra una comparativa entre cuantiles
y expectiles para las distribuciones que se van a utilizar en este trabajo.
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3 MEDIDAS DE RIESGO 3.3 Expectil

Figura 2: Fuente: Elaboración propia. Comparación entre expectiles (ĺınea continua de color vio-
leta) y cuantiles (ĺınea discontinua de color verde) para las funciones de distribución Normal
estándar y t-Student con 5 grados de libertad, respectivamente.

Figura 3: Fuente: elaboración propia. Comparación entre expectiles (ĺınea continua de color viole-
ta) y cuantiles (ĺınea discontinua de color verde) para las funciones de distribución Skew-tStudent
de Hansen con 5 grados de libertad, asimétrica hacia la izquierda y hacia la derecha, respectiva-
mente.
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3 MEDIDAS DE RIESGO 3.3 Expectil

En la Tabla 4, para un nivel de confianza ↵ = ⌧ = 1% y para diferentes distribu-
ciones, se observa con mayor claridad que el expectil es menor que el cuantil en
todos los casos estudiados.

Tabla 4: Comparación entre expectiles y cuantiles incondicionales para un mismo ⌧ = ↵ = 1%
para diferentes funciones de distribución.

Pero cuidado, no dejarse confundir por los valores numéricos y pensar erróneamente
que el expectil recoge menos riesgo. No se puede atribuir la misma interpretación a
ambas medidas de riesgo ya que el cuantil depende únicamente de la probabilidad
de la cola ↵, mientras que el expectil depende de la forma de toda la distribución
de rendimientos y de su probabilidad en cada cola, ⌧ y (1� ⌧), respectivamente.

Una desventaja atribuida a los expectiles es la dif́ıcil interpretación para su uso co-
mo medida de riesgo. No obstante, Kuan et al. (2009) han propuesto una definición
más intuituiva para los expectiles en términos de riesgo financiero, presentando el
parámetro de asimetŕıa ⌧ como un ı́ndice de prudencia. El nivel de prudencia se
basa en el uso de medidas de riesgo como requerimientos de capital ya que se puede
entender como el coste relativo de la pérdida marginal esperada. Tomando e⌧ como
un márgen para los requerimientos de capital, la integral

R e⌧
�1 | y � e⌧ | dF (r) es

la pérdida marginal esperada y un coste potencial para pérdidas más extremas,
mientras que la integral

R1
e⌧

| y � e⌧ | dF (r) es el coste de oportunidad debido al

sobrecargado margen esperado. Aśı, la suma de ambos costes,
R1
�1 | y� e⌧ | dF (r),

es el coste total esperado por disponer del capital requerido e⌧ . Por tanto, ⌧ , que es
el ratio entre la pérdida marginal esperada y el coste total de los requerimientos de
capital, se puede entender como el coste relativo de la pérdida marginal esperada.
Un mayor | e⌧ |, es decir, un mayor margen de prudencia requerido, se traduce
en una menor pérdida marginal esperada y, por consiguiente, menor ⌧ . Menores
valores de ⌧ indican mayor aversión al riesgo.

El expectil satisface todos los axiomas para ser una medida coherente y elicitable.
Además, una de las principales razones por las que los investigadores empezaron a
reconocer las ventajas del uso de expectiles es la mayor eficiencia computacional de
la regresión ALS frente la regresión cuant́ılica. El cálculo del expectil es más simple
que el del cuantil debido a que la función de pérdidas y ganancias es continuamente
diferenciable.
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3 MEDIDAS DE RIESGO 3.3 Expectil

El Expectil⌧ es la medida de riesgo financiero asociada a los expectiles (e⌧ ) de la
misma forma que el V aR↵ es la medida de riesgo financiero asociada a los cuantiles
(q↵). Por tanto, el Expectil a un determinado nivel de confianza ⌧ 2 [0, 1] se define
como,

Expectil⌧ ⌘ e⌧ (11)

Bellini et al. (2015) definen el Expectil⌧ como el capital que se debe añadir a
una posición para disponer de un predeterminado ratio de ganancias y pérdidas lo
suficientemente alto. En el caso del V aR↵, una posición se considera aceptable (A)
para un nivel de significación ↵ si el ratio de la probabilidad de una ganancia con
respecto a la probabilidad de una pérdida es lo suficientemente alto,

AV aR↵ =

⇢
R

����
P (R > 0)

P (R 6 0)
> 1� ↵

↵

�
(12)

mientras que en el caso del Expectil⌧ una posición se considera aceptable si el
ratio entre el valor esperado de la ganancia y el valor esperado de la pérdida es lo
suficientemente alto,

AExpectil⌧ =

⇢
R

����
E [R+]

E [R�]
> 1� ⌧

⌧

�
(13)

Kuan et al. (2009) sugieren que el Expectil se puede interpretar como un VaR fle-
xible para la distribución de rentabilidad subyacente. T́ıpicamente se suele escoger
un valor pequeño (grande) de ↵ para el VAR↵ si la cola izquierda es más pesada
(menos pesada). Aún aśı, la forma de la distribución de los rendimientos rara vez
es conocida en la práctica y el valor de ↵ es establecido por organismos reguladores
o gerentes de riesgos pudiendo no ser capaz de revelar el riesgo potencial cuando la
distribución de rentabilidades cambia su forma con el tiempo. Por ello, los autores
proponen identificar directamente el Expectil para un ⌧ dado y permitir que los
datos muestren el riesgo en términos de la probabilidad de la cola, ↵. De hecho,
para cualquier ↵ 2 (0, 1), sea ⌧(↵) tal que e⌧(↵) = q↵, se puede obtener una relación
entre ⌧(↵) y q↵, aśı,

⌧(↵) =
↵ · q↵ �

R q↵
�1 r dF (r)

E
⇥
R
⇤
� 2

R q↵
�1 r dF (r)� (1� 2↵)q↵

(14)

En la Tabla 5 de Kuan et al. (2008) se muestran los valores de los ↵ impĺıcitos bajo
diferentes distribuciones.
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3 MEDIDAS DE RIESGO 3.3 Expectil

Tabla 5: Fuente: Kuan et al. (2009). Valores impĺıcitos de ↵ bajo diferentes distribuciones.

Por último, se presenta una tabla resumen con las propiedades de las medidas de
riesgo que se encuentran explicadas en más detalle en el Anexo.

Tabla 6: Fuente: Comentarista Lidia Sanch́ıs Marco (2017). Resumen de las propiedades de las
medidas de riesgo.
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4 PREDICCIÓN CON MODELOS PARAMÉTRICOS

4. Predicción con modelos paramétricos

La sección 3 se centraba en la comprensión de las medidas de riesgo más uti-
lizadas y de los expectiles. En esta sección se pretende explorar el potencial de
las medidas de riesgo permitiendo que sean variables en el tiempo. Para ello, es
necesario el uso de algún modelo para la estimación de las volatilidades y medias
condicionales de cada serie. En la predicción de las medidas de riesgo según el en-
foque paramétrico se va a considerar que las rentabilidades presentan dependencia
temporal y viene recogida por un proceso autorregresivo de orden uno,

rt = ⇢0 + ⇢1rt�1 + "t (15)

"t = zt�t zt
i.i.d.s F (0, 1)

donde ⇢i, i=0,1 son parámetros del modelo AR(1), "t es la innovación, zt es un
ruido blanco distribuido como una F , que será una función de distribución espećıfi-
ca para cada caso y que se explicarán de forma detallada en el apartado C del
anexo, y � es la volatilidad condicional modelizada según distintos modelos. Cabe
resaltar que, en este caso, al haber persistencia en rentabilidad, lo que se modeliza
es la volatilidad de la innovación, es decir, del componente de rentabilidad que no
está explicado por el modelo de evolución temporal establecido y no de la serie de
rentabilidades como en el caso de no haber estructura de dependencia temporal.
En este trabajo, la estimación se realiza en dos etapas:

i) Se estiman los parámetros del modelo AR(1) y con ellos se genera la serie de
innovaciones.

ii) Se estiman los parámetros del modelo de volatilidades cambiantes en el tiem-
po.

Para modelizar una volatilidad cambiante en el tiempo que después se empleará
para el cálculo de las tres medidas de riesgo tomadas en consideración, VaR, ES
y Expectil, se utilizan los modelos GARCH(1,1), GJR-GARCH (1,1) y APARCH
(1,1). Además se emplean las distribuciones Normal, t-Student y Skew-tStudent
(Hansen, 1994) para la estimación de los parámetros de los modelos de volatili-
dad cambiantes en el tiempo mencionados anteriormente. Ver apartados B y C del
anexo para más detalle de los modelos de volatilidad condicionales y de las distri-
buciones de probabilidad empleadas, respectivamente.

Supongamos que el modelo de rentabilidades sigue un proceso AR(1) y que el
modelo que permite la estimación de volatilidades cambiantes en el tiempo es un

13



4 PREDICCIÓN CON MODELOS PARAMÉTRICOS 4.1 VaR

GARCH(1,1)10 ,

�2
t = ! + �1�

2
t�1 + �2"

2
t�1 (16)

Una vez estimada la serie de volatilidades hay que predecir entre hoy (T ) y el ho-
rizonte de gestión (T + h) las volatilidades previstas para el cálculo de la medida
de riesgo tomada en consideración. El modelo de predicción es el siguiente,

Cond. iniciales

8
<

:

�2
f,T+1 = ! + �1�

2
T + �2"

2
T

"f,T+1 = �f,T+1 zT+1

rf,T+1 = ⇢0 + ⇢1rT + "f,T+1

(17)

8
<

:

�2
f,T+h = ! + �1�

2
f,T+h�1 + �2"

2
f,T+h�1

"f,T+h = �f,T+h zT+h

rf,T+h = ⇢0 + ⇢1rf,T+h�1 + "f,T+h

(18)

donde �2
T hace referencia a la última varianza estimada GARCH, �2

f,T+h hace re-
ferencia a la varianza ”forecast” para el periodo T+h, rT a la última rentabilidad
observada, rf,T+h a la rentabilidad predicha para el periodo T+h, "T a la última
innovación estimada del modelo GARCH(1,1), "f,T+h a la innovación predicha para
el periodo T+h y zt es un ruido blanco.

4.1. VaR

La predicción del VaR paramétrico para un nivel de confianza ↵ a un periodo
T+h se define como,

{T}
V aR↵
{T+h}

= �f,T+hF
�1(↵) + µf,T+h, h = 1, 2, ..., H (19)

donde,

F�1(↵) ⌘ C(x) = {q↵ : G(x) = 0}, G(x) =

Z q↵

�1
xf(x)dx

10El procedimiento es el mismo para los modelos GJR-GARCH(1,1) y APARCH(1,1).
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4 PREDICCIÓN CON MODELOS PARAMÉTRICOS 4.2 ES

En definitiva, F�1(↵) hace referencia a la función cuantil de una distribución es-
tandarizada (con media 0 y varianza 1) que puede ser Normal, t-Student o Skew-
tStudent, f(x) es la función de densidad, �f,T+h hace referencia a la volatilidad ”fo-
recast” para el horizonte de gestión desde T a T+h y µf,T+h a la media condicional
de las rentabilidades durante el periodo de predicción

�
µf,T+h = ⇢0 � ⇢1rf,T+h�1

�
.

4.2. ES

Para obtener un Expected Shortfall cambiante en el tiempo se necesita un
modelo que permita que la volatilidad también sea cambiante en el tiempo. Una
vez obtenida ésta, el Expected Shortfall a un nivel de confianza ↵ para un horizonte
de gestión T + h se define como,

{T}
ES↵
{T+h}

= �f,T+hET+h


"T+h | "T+h < F�1(↵)

�
+ µf,T+h (20)

donde �f,T+h hace referencia a la volatilidad ”forecast” para el horizonte de gestión
desde T a T+h, µf,T+h a la media condicional de las rentabilidades durante el pe-
riodo de predicción, "f,T+h a la innovación predicha para el periodo T+h y F�1(↵)
a la distribución acumulada para una probabilidad ↵.

Según Nadarajah & Kotz (2008), los momentos de una distribución truncada con
limite superior B se pueden obtener a través de la integral,

E
⇥
Xn

⇤
=

1

F (B)

Z B

�1
xnf(x)dx (21)

donde F es la función de distribución acumulada (CDF), f la función de densidad
de X, y B seŕıa, según la notación utilizada en este trabajo, F�1(↵). En este tra-
bajo X son las zt, es decir la serie de ruidos blancos.

Esta propiedad permite la siguiente definición del Expected Shortfall que facilita
su cálculo de manera paramétrica,

{T}
ES↵
{T+h}

= �f,T+h
1

↵

Z F�1(↵)

�1
rf(r)dr + µf,T+h (22)

donde f(r) es la función de densidad de una F(0,1) de la variable aleatoria que
representa los rendimientos de los activos, R.
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5 MODELOS SEMIPARAMÉTRICOS 4.3 Expectil

4.3. Expectil

En este trabajo se va estimar el Expectil de manera paramétrica, es decir, per-
mitiendo que los expectiles sean cambiantes en el tiempo. Al igual que en el caso
de las anteriores medidas de riesgo, se necesita un modelo para la estimación de
volatilidades cambiantes en el tiempo. Una vez obtenidas, se realiza una predicción
de dichas volatilidades entre hoy (T ) y el horizonte de predicción (T + h) que se
emplean en el cálculo del Expectil.

Aśı pues, la predicción del Expectil paramétrico para un nivel de confianza ⌧ a un
periodo T+h se define como,

{T}
Expectil⌧

{T+h}
= �f,T+hC(x) + µf,T+h, h = 1, 2, ..., H (23)

donde,

C(x) = {e⌧ : G(x) = 0}, G(x) =

Z e⌧

�1
| x� e⌧ | f(x)dx� ⌧

f(x) hace referencia a la función de densidad para las respectivas F consideradas, a
saber, Normal, t-Student y Skew-tStudent, �f,T+h es la volatilidad ”forecast” para
el horizonte de gestión desde T a T+h y µf,T+h es la media condicional de las
rentabilidades durante el periodo de predicción.

5. Modelos semiparamétricos

En este apartado se utiliza un enfoque semiparamétrico para la estimación de
las medidas de riesgo. Una diferencia con el enfoque paramétrico es que los mode-
los aqúı propuestos evitan tener que hacer cualquier supuesto sobre el modelo de
volatilidad condicional y sobre la distribución que pueda seguir la serie de rendi-
mientos. Por otra parte, mientras que en el método paramétrico se supone que el
modelo de rentabiliadades sigue un proceso AR(1), en el método semiparamétrico
se supone que rt = "t.
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5 MODELOS SEMIPARAMÉTRICOS 5.1 CAViaR

5.1. CAViaR

En este subapartado se explica uno de los métodos de estimación del VaR pro-
puesto por Engle y Manganelli (2004). Dicha estimación del VaR está basada en un
método semiparamétrico que consiste en resolver un problema de minimización de
la regresión cuant́ılica. Los autores propusieron los modelos CAViaR que permiten
modelizar directamente la evolución del cuantil en el tiempo sin tener que hacer
ningún supuesto sobre la volatilidad. Siguiendo la propuesta de los autores, en este
trabajo se presentan tres modelos CAViaR.

El primero es el modelo Symmetric Absolute Value CAViaR que posee una
estructura similar a la de un modelo GARCH.

qt(↵) = �0 + �1qt�1(↵) + �2 | rt�1 | (24)

donde qt(↵) es el cuantil condicional asociado a un nivel de confianza ↵, �i, i =
0, 1, 2 son parámetros a estimar del modelo, y rt hace referencia a las observaciones
de las serie de rentabilidades de los activos.

En segundo lugar, se presenta el modelo Asymmetric Slope CAViaR diseñado
espećıficamente para recoger el efecto apalancamiento en volatilidad, es decir, el
efecto en el que sorpresas negativas generan un mayor impacto en volatilidad que
sorpresas positivas del mismo tamaño.

qt(↵) = �0 + �1qt�1(↵) + �2(rt�1)
+ + �3(rt�1)

� (25)

Por último, se tiene el modelo Indirect GARCH CAViaR,

qt(↵) =
�
1� 2I{↵<0,5}

�✓
�0 + �1q

2
t�1(↵) + �2r

2
t�1

◆ 1
2

, �i > 0 (26)

Los parámetros de los modelos CAViaR se estiman utilizando la minimización de la
regresión cuant́ılica, expresión que fue introducida por Koenker & Bassett (1978),

min
�

TX

t=1

�
↵� I{rt<qt(↵)}

��
rt � qt(↵)

�
(27)
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5 MODELOS SEMIPARAMÉTRICOS 5.2 CARE

donde I es una función indicatriz que toma el valor 1 si se cumple la condición
entre llaves y 0 en caso contrario.

5.2. CARE

En esta sección se presentan tres modelos CARE (Conditional Autoregressive
Expectile) introducidos por Taylor (2008) que siguen la misma estructura que los
modelos CAViaR explicados en la sección anterior. No obstante, los modelos CARE
de este trabajo difieren de los modelos CARE de Taylor. Éstos últimos modelizan la
evolución del VaR y del ES a través de los expectiles, buscando aquel ⌧(↵) que hace
que e⌧(↵) = q↵. Por tanto, aunque le llame modelo CARE, no deja de modelizar un
VaR o un ES por cuestiones de eficiencia computacional de la regresión ALS frente
a la regresión cuant́ılica, además de la mayor facilidad en el cálculo de expectiles
gracias a que la función de pérdidas y ganancias es continuamente diferenciable.
Por contra, los modelos CARE considerados en este trabajo modelizan la evolución
del expectil como una tercera medida de riesgo, aparte del VaR y del ES, para un ⌧
predeterminado. Si bien es cierto que gracias al mapeo uno-a-uno entre expectiles
y cuantiles, para la medida de riesgo financiero e⌧ , que se obtiene con los modelos
CARE aqúı considerados para un ⌧ dado, se puede calcular su V aR↵, aunque éste
no es el interés. Nótese que el ↵ de ese V aR↵ será muy superior al ⌧ tomado en
consideración, con lo cual carece de interés establecer ese śımil. Aśı los modelos
CARE considerados en este trabajo presentan una estructura similar a los modelos
CAViaR del apartado anterior.

• Symmetric Absolute CARE.

et(⌧) = �0 + �1et�1(⌧) + �2 | rt�1 | (28)

• Asymmetric Slope CARE.

et(⌧) = �0 + �1et�1(⌧) + �2(rt�1)
+ + �3(rt�1)

� (29)

• Indirect GARCH CARE.

et(⌧) =
�
1� 2I{⌧<0,5}

�✓
�0 + �1e

2
t�1(⌧) + �2r

2
t�1

◆ 1
2

, �i > 0 (30)
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5 MODELOS SEMIPARAMÉTRICOS 5.3 CARES

donde e⌧ es el expectil ⌧ -ésimo, con ⌧ 2 [0,1], I es una función indicatriz que toma
el valor 1 si se cumple la condición entre llaves y 0 en caso contrario y �i, i = 1, 2, 3
son parámetros del modelo que han de estimarse utilizando la regresión ALS,

min
�

TX

t=1

| ⌧ � I{rt<et(⌧)} |
�
rt � et(⌧)

�2
(31)

5.3. CARES

Los modelos CARES (Conditional Autoregressive Expected Shortfall) que se se
van a proponer en este trabajo modelizan la evolución del ES a través del tiempo.
No obstante, para poder modelizar éste es necesario pasar primero por los expecti-
les. Taylor (2008) mostró una relación existente entre los expectiles y el Expected
Shortfall. La condición de primer orden de la minimización ALS se puede reescribir
como,

E
⇥
R | R < e⌧

⇤
=

✓
1 +

⌧

(1� 2⌧) F (e⌧ )

◆
e⌧ �

✓
⌧

(1� 2⌧) F (e⌧ )

◆
E [R] (32)

Esta expresión sugiere una relación entre expectiles y Expected Shortfall propor-
cionando una fórmula para el ES del cuantil ↵ que coincide con el expectil ⌧(↵).
En este caso, F (e⌧(↵)) = ↵ lo que permite reescribir la expresión como,

ESt(↵) =

 
1 +

⌧(↵)�
1� 2⌧(↵)

�
↵

!
e⌧(↵) �

 
⌧(↵)�

1� 2⌧(↵)
�
↵

!
E [rt] (33)

esta expresión se atribuye al ES basado en expectiles para un nivel ↵ impĺıcito al
nivel ⌧ .11 Por ejemplo, supongamos que para un ↵ = 0.05, el nivel ⌧(↵)= 0.00126
de una muestra hipotética es aquel que iguala el expectil y el cuantil de la muestra,
e⌧(↵) = q↵.

Por tanto, para obtener los modelos CARES para el ES es necesario estimar primero
los modelos de expectiles para aquel ⌧(↵) que hace que e⌧(↵) = q↵.

11Para el ES↵ de la cola derecha de la distribución se debe reemplazar ⌧ y ↵ por (1 � ⌧) y
(1� ↵), respectivamente.
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5 MODELOS SEMIPARAMÉTRICOS 5.3 CARES

• Symmetric Absolute Value CARES.

En primer lugar se estiman los parámetros del modelo de expectiles simétrico,

et(⌧(↵)) = �0 + �1et�1(⌧(↵)) + �2 | rt�1 | (34)

Utilizando la relación entre expectiles y ES propuesta por Taylor, y asumiendo que
la media de la serie de rendimientos es cero,

et(⌧(↵)) =
ESt(↵)✓

1 + ⌧(↵)�
1�2⌧(↵)

�
↵

◆ (35)

y sustituyendo esta expresión en la del modelo de expectiles para e⌧(↵) obtenemos
el modelo CARES Simétrico para el ES,

ESt(↵) = &0 + &1ESt�1(↵) + &2 | rt�1 | (36)

donde &i =
⇣
1 + ⌧(↵)

(1�2⌧(↵))↵

⌘
�i para i=0,1,2. Las �i son las correspondientes al mo-

delo de expectiles simétrico.

El mismo procedimiento se emplea para obtener los modelos Asymmetric Slope
CARES e Indirect GARCH CARES.

• Asymmetric Slope CARES.

ESt(↵) = &0 + &1ESt�1(↵) + &2(rt�1)
+ + &3(rt�1)

� (37)

donde &i =
⇣
1 + ⌧(↵)

(1�2⌧(↵))↵

⌘
�i para i=0,1,2,3. Las �i son las correspondientes al

modelo de expectiles asimétrico.

• Indirect GARCH CARES.

ESt(↵) =
�
1� 2I{⌧<0,5}

�✓
&0 + &1ES2

t�1(↵) + &2r
2
t�1

◆ 1
2

, &i > 0 (38)
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donde &i =
⇣
1 + ⌧(↵)

(1�2⌧(↵))↵

⌘2

�i para i=0,1,2. Las �i son las correspondientes al

modelo de expectiles Indirect GARCH.

6. Backtesting

Según Jorion (2007), backtesting es un conjunto de procedimientos estad́ısticos
diseñados para verificar si las verdaderas pérdidas, observadas ex post, están en
ĺınea con las predicciones del VaR. Por supuesto, esta definición se puede extender
a cualquier medida de riesgo.

6.1. VaR

En esta sección se van a realizar cuatro métodos cuantitativos para determinar
si las predicciones del VaR en cada modelo son consistentes con los supuestos en
los que se basa el modelo correspondiente. Posteriormente, se pretende establecer
un ranking para los modelos que mejor captan el riesgo.

6.1.1. Ratio de violaciones

El ratio de violaciones (⇡̂) consiste en calcular el número de veces que los ren-
dimientos out-of-sample exceden la predicción del VaR a un periodo condicionado
a la información del periodo anterior para un horizonte de gestión de riesgo y un
nivel de confianza predeterminados. La tasa de fallos observada se calcula como,

⇡̂ =
T1

T

donde T1 hace referencia al número de veces que la rentabilidad ha excedido la
predicción del VaR y T al total de la muestra out-of-sample. Se espera que este
ratio de violaciones sea similar al 1% o, lo que es lo mismo, que el número de excesos
(T1) sea similar a ↵T = 1%·1000 = 10. Siguiendo el procedimiento propuesto por el
Comité de Basilea en su Acuerdo de Capital de 1996, se pueden establecer tres zonas
ligadas a la cantidad de excepciones registradas en el periodo de evaluación. Un
valor del VaR pertenece a la Zona Verde y, por lo tanto, es aprobado si el número
de violaciones del V aR1% no excede el cuantil Bernoulli 95% (con p = 0.01);
corresponde a la Zona Amarilla y es sujeto a un estrecho control con un número
de violaciones hasta el cuantil 99.99% de dicha distribución; y se caracteriza como
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6 BACKTESTING 6.1 VaR

poco fiable y sujeto a una nueva estimación cuando ocurren más violaciones (Zona
Roja)12 .

6.1.2. Test de cobertura incondicional (Kupiec)

El test de cobertura incondicional es un test de frecuencia introducido por Ku-
piec (1995) y se basa en el ratio de violaciones. Se trata de un contraste a dos colas,
donde la hipótesis nula viene especificada como,

⇢
H0 : ⇡̂ = ↵
H1 : ⇡̂ 6= ↵

donde ⇡̂ es la tasa de fallos observada. Bajo la hipótesis nula, la función indicatriz,

It =

⇢
1 si rt < V aRt(↵)
0 si rt � V aRt(↵)

se dice que sigue un proceso i.i.d. de Bernouilli(↵) , con ↵ número de éxitos.

El rechazo o no de la hipótesis nula se verifica a través del ratio de máxima vero-
similitud,

LRuc = �2 ln

 
L(⇧̂↵)

L(⇧̂)

!
= �2 ln

✓
(1� ↵)T0 ↵T1

(1� ⇡̂)T0 ⇡̂T1

◆
T!1�! �2

1

donde T0 es el número de veces que los rendimientos no han excedido la predicción
del VaR, es decir, T0 = T �T1. El p-valor asociado a este test estad́ıstico se calcula
de la siguiente manera,

p� value = 1� F�2
1
(LRuc)

donde F�2
1
(.) es la función de distribución acumulada de una �2 con un grado de

libertad. La hipótesis nula se rechaza si LRuc es mayor que el valor cŕıtico en tablas
de la �2

1, o bien, si el p-valor es menor que el nivel de significación ↵.

La justificación del uso de este test es la fácil aplicación, la simple intuición que
aporta y el no requerir de demasiada información. No obstante, presenta una serie

12La zona verde o de seguridad abarca todos los resultados del backtesting entre 0 y 4 ex-
cepciones para una muestra de 250 observaciones que, desde el punto de vista probabiĺıstico, no
arrojan ninguna duda sobre la validez predictiva del modelo y, por tanto, cuya lectura no produce
respuesta supervisora en el sentido de una elevación del nivel de capitalización. Dentro de la zona
amarilla caen los resultados que producen dudas no concluyentes sobre la efectividad del modelo
(entre 5 y 9 excepciones) y cuya lectura podŕıa ir acompañada de elevaciones entre 0.40 y 0.85
puntos en el factor multiplicador de la base de capital. Finalmente en la zona roja entran todos
los resultados iguales o superiores a 10 excepciones, cuya medida correspondiente es la elevación
en un punto del factor multiplicador.
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6 BACKTESTING 6.1 VaR

de inconvenientes importantes,

i) Falta de potencia que puede llevar a cometer un Error de Tipo II, es decir, no
rechazar la hipótesis nula siendo esta falsa. Por tanto, se puede pasar por bueno
un modelo no adecuado.

ii) Se necesita de un amplio conjunto de datos en la muestra para que el test sea
capaz de identificar los modelos inapropiados.

iii) Este test no recoge información acerca del patrón temporal del número de exce-
sos. Esto es importante porque muchos modelos de riesgo predicen que el número
de excesos debeŕıan ser i.i.d, lo que viene a decir que la probabilidad en la cola iz-
quierda es constante e independiente de si ha ocurrido o no un exceso en el periodo
anterior.

iv) Los tests de frecuencia no tienen en cuenta información útil como puede ser
el tamaño de las pérdidas en la cola previstas por la predicción de los modelos de
riesgo. La principal implicación derivada de esta situación es pasar un modelo como
adecuado si genera una frecuencia aceptable de excesos aunque las magnitudes de
dichos excesos sean grandes.

6.1.3. Test de cobertura condicional (Christo↵ersen)

Christo↵ersen (1998) supone bajo la hipótesis alternativa de la ineficiencia del
VaR que el proceso de violaciones It(↵) se puede modelizar como una cadena de
Markov13 cuya matriz de probabilidades de transición se define como,

⇧1 =

✓
⇡00 ⇡01

⇡10 ⇡11

◆
=

✓
1� ⇡01 ⇡01

1� ⇡11 ⇡11

◆

donde ⇡ij = P
⇥
It(↵) = j | It�1(↵) = i

⇤
. Esta cadena de Markov postula la existen-

cia de memoria de orden uno en el proceso It(↵), es decir, la probabilidad de tener
o no una violación en el periodo presente depende de si ha habido una violación o
no en el periodo anterior.

La prueba de Christo↵ersen se divide en realidad en dos tests estad́ısticos, el de
independencia y el de cobertura condicional.

13Recordemos que en un proceso de Markov los valores futuros no dependen del pasado si se
conoce el presente. Es decir, la propiedad de Markov significa que el proceso no tiene memoria.
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6 BACKTESTING 6.1 VaR

• Test de independencia. La hipótesis nula de este test contrasta la probabili-
dad de que una violación en el presente no dependa de una violación en el periodo
anterior, es decir, que sean independientes.

⇢
H0 : ⇡01 = ⇡11 = ⇡
H1 : ⇡01 6= ⇡11

Por tanto, bajo independencia la matriz de probabilidades de transición se define
como,

⇧̂ =

✓
1� ⇡̂ ⇡̂
1� ⇡̂ ⇡̂

◆

Bajo la hipótesis alternativa, la matriz de probabilidades de transición se define
como,

⇧̂1 =

✓
1� ⇡̂01 ⇡̂01

1� ⇡̂11 ⇡̂11

◆
=

✓ T00
T00+T01

T01
T00+T01

T10
T10+T11

T11
T10+T11

◆

donde Tij =

⇢
It(↵) = j
It�1(↵) = i

con It(↵) =

⇢
1 Rt < V aRt

0 Rt � V aRt
y

⇢
T0 = T00 + T10

T1 = T11 + T01

El estad́ıstico que verifica el rechazo o no de la hipótesis nula es,

LRind = �2 ln

 
L(⇧̂)

L(⇧̂1)

!
= �2 ln

✓
(1� ⇡̂)T0 ⇡̂T1

(1� ⇡̂01)T00 ⇡̂T01
01 (1� ⇡̂11)T10 ⇡̂T11

11

◆
T!1�! �2

1

p� value = 1� F�2
1
(LRind)

• Test de cobertura condicional. La hipótesis nula de este test contrasta la
probabilidad de que una violación en el presente no dependa de una violación en
el periodo anterior, es decir, que sean independientes y además que se cumpla con
probabilidad ↵.

⇢
H0 : ⇡01 = ⇡11 = ↵
H1 : ⇡01 = ⇡11 6= ↵
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6 BACKTESTING 6.1 VaR

El estad́ıstico del test de cobertura condicional es simplemente la unión del test de
Kupiec y del test de independencia,

LRcc = �2 ln

 
L(⇧↵)

L(⇧̂1)

!
= �2 ln

" 
L(⇧↵)

L(⇧̂)

! 
L(⇧̂)

L(⇧̂1)

!#
=

= �2 ln

 
L(⇧↵)

L(⇧̂)

!
� 2 ln

 
L(⇧̂)

L(⇧̂1)

!
= LRuc + LRind

T!1�! �2
2

p� value = 1� F�2
2
(LRcc)

La sencillez de este test no lo libra de dos grandes inconvenientes,

i) La forma de verificar la independencia no tienen en consideración otras alterna-
tivas que recojan la independecia de órdenes superiores a uno.

ii) El uso de la cadena de Markov solo permite medir la influencia de las violaciones
pasadas It�1(↵) y no permite la influencia de otras variables exógenas.

6.1.4. Test Dynamic Quantile (Engle & Manganelli)

El test DQ (Dynamic Quantile) fue propuesto por Engle & Manganelli (2004)
y supera los dos inconvenientes del test de cobertura condicional de Christo↵ersen.
Los autores propusieron utilizar una regresión lineal que vincula las violaciones
actuales con las anteriores. Se define el Hitt(↵) como,

Hitt(↵) =

⇢
1� ↵ si rt < V aRt|t�1(↵)
�↵ si rt � V aRt|t�1(↵)

Se considera el siguiente modelo de regresión lineal,

Hitt(↵) = �0 +
pX

i=1

�iHitt�1(↵) +
qX

j=p+1

�jMj + ✏t

donde, a diferencia del test de cobertura condicional de Christo↵ersen, se permite
la inclusión de variables explicativas exógenas, Mj. Engle & Manganelli sugieren
utilizar como variable exógena Mj = V aR(↵). Con ello se verifica si la probabilidad
de una excepción depende del nivel del VaR. Siguiendo la mecánica de los autores,
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6 BACKTESTING 6.1 VaR

se han utilizado 4 retardos de Hitt�i.

Se contrasta bajo la hipótesis nula que la esperanza condicional de Hitt(↵) dada
cualquier información conocida en t � 1 debe ser cero. En concreto, la secuencia
de Hitt(↵) debe estar incorrelacionada con cualquier variable que pertenezca al
conjunto de información =t�1, esto es, incorrelacionada con sus propios retardos y
con el VaR, aśı, su hipótesis nula es E [Hitt(↵)] = E [✏t] = 0. El contraste se define
como un contraste de significación conjunta de Wald,

⇢
H0 : �0 = �i = �j = 0 i = 1, ..., p, j = p+ 1, ..., q
H1 : algún � 6= 0

Utilizando el Teorema Central del Ĺımite se puede obtener el estad́ıstico de Wald
y la distribución asintótica del estimador OLS bajo la hipótesis nula,

�̂OLS = (X 0X)�1X 0Hitt
as N

�
0, ↵(1� ↵)(X 0X)�1

�

donde X es el vector que contiene las variables explicativas de la regresión OLS.

Una vez hecho esto, el estad́ıstico del test DQ y su p-valor se derivan de forma
inmediata,

DQT =
�̂
0
OLSX

0X �̂OLS

↵(1� ↵)
s �2

p+q+1

p� value = 1� F�2
p+q+1

(DQT)

6.1.5. Función de pérdida de López

Hay casos en los que no solo se está interesado en cómo funcionan los modelos
individuales sino en la comparación entre distintos modelos. Esto se puede hacer
utilizando métodos de evaluación de predicciones que asignan a cada modelo una
puntuación en función de alguna función de pérdida. Aśı se puede establecer un
ranking de modelos siendo el mejor modelo aquel que reciba una menor puntuación
en la función de pérdida. Este enfoque no se basa en tests estad́ısticos para ver si los
modelos son adecuados o no sino en establecer un ranking de los modelos. Gracias
a que no se basan en tests estad́ısticos, la evaluación de las predicciones no se ven
afectadas por la baja potencia de los contrastes estándar como, por ejemplo, los de
frecuencias. Esto hace atractivas a las funciones de pérdida para el backtesting con
un conjunto muestral reducido t́ıpicamente disponible en las aplicaciones de la vida
real. Además, es posible adaptar las funciones de pérdida según las preocupaciones
particulares que se tengan, por ejemplo, se puede mostrar una mayor preocupación
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6 BACKTESTING 6.1 VaR

por las altas pérdidas que por las bajas y, por tanto, querer otorgar un peso mayor
a las pérdidas más elevadas en la función de pérdida.

En este subapartado se toma en consideración la evaluación del VaR a través de
una de las funciones de pérdida introducidas por López (1998,1999). La magnitud
de la función de pérdida asigna un score numérico cuando el VaR predicho excede
a la rentabilidad observada y cero en caso contrario. Es decir, presta atención a las
pérdidas no cubiertas solo cuando ocurren. Lo bueno de esta función de pérdida
es que no solo se incorpora la excepción del VaR sino también la magnitud de
las pérdidas. La magnitud de la función de pérdida de López presenta la siguiente
especificación cuadrática,

Ct =

⇢
1 + (rt � V aRt(↵))

2 si rt < V aRt(↵)
0 si rt � V aRt(↵)

En esta función de pérdida, el término cuadrático asegura que los mayores excesos
se penalizan más que los excesos menores. Esta función se contruyó para fines re-
gulatorios en la evaluación de los modelos internos de los bancos.

Un modelo VaR se preferirá a otro si presenta el menor promedio de la función de

pérdida, 1
T

TP
t=1

Ct.

6.1.6. Función de pérdida de Sarma et al.

Basándose en el trabajo de López (1998,1999), Sarma et al. (2003) introducen
dos funciones de pérdida, la función de pérdida regulatoria (RLF) y la función de
pérdida de la firma (FLF). Mientras que la primera está creada para reflejar la
función de utilidad de los reguladores, la segunda está diseña para reflejar la fun-
ción de utilidad de la compañ́ıa. Ambas emplean la distancia cuadrática entre los
rendimientos observados y el VaR(↵) predicho cuando ocurre una violación para
asegurar la penalización en los mayores excesos.

La función RLF (regulatory loss function) presenta un aspecto similar a la de
López vista anteriormente. Penaliza de diferente manera los excesos de una función
de pérdida binomial y presta atención a la magnitud de las pérdidas,

lt =

⇢
(rt � V aRt(↵))

2 si rt < V aRt(↵)
0 si rt � V aRt(↵)
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La función FLF (firm loss function) captura la idea de que la compañ́ıa utiliza el
VaR en la gestión de riesgos interna. Aqúı se produce un conflicto entre el objetivo
de seguridad y el objetivo de maximización del beneficio. Una predicción del VaR
que arroje valores del mismo “demasiado elevados” forzaŕıa a la compañ́ıa a retener
“demasiado” capital lo que elevaŕıa el coste de oportunidad de sacarle provecho por
otras v́ıas. Sarma et al. proponen modelizar la función de pérdida de la compañ́ıa
penalizando los excesos pero también imponiendo una penalización que refleje el
coste del capital sufrido en d́ıas anteriores,

lt =

⇢
(rt � V aRt(↵))

2 si rt < V aRt(↵)
�↵V aRt(↵) si rt � V aRt(↵)

Aqúı ↵ mide el coste de oportunidad de tener el capital retenido. El modelo VaR
preferible será aquel que presente un menor promedio de la función de pérdida,

1
T

TP
t=1

lt.

6.2. ES

En esta sección se va a explicar un test para determinar si las predicciones del
Expected Shortfall en cada modelo son consistentes con los supuestos en los que se
basa el modelo correspondiente. Además se presenta una función de pérdida que
permite establecer un ranking entre modelos.

6.2.1. Test Righi & Ceretta

Para evaluar la estimación condicional del ES se sigue el enfoque de Righi &
Ceretta (2015) que proponen un nuevo test basado en la dispersión truncada por el
VaR. Se ha optado por este contraste ya que es una mejora de las ineficiencias del
contraste propuesto por McNeil & Frey (2000). El enfoque de Righi & Ceretta se
basa en la serie BTt que representa las violaciones del VaR estandarizadas respecto
al ES y la desviación estándar truncada por el VaR (SDt). Dado un nivel de
significación ↵, se puede representar formalmente la serie BTt como,

BTt =

⇢
(SDt)�1(rt � ESt) si rt < V aRt(↵)
0 si rt � V aRt(↵)
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La diferencia entre este test y el de McNeil & Frey (2000) es que en este caso se
considera la dipersión solo para las violaciones y no para toda la muestra. Esta dis-
persión es la desviación estándar truncada por el VaR, SDt (Shortfall Deviation).
La SDt es una estimación mejor que la desviación estándar de toda la muestra
porque cuando ocurren rendimientos negativos extremos es el riesgo de la cola iz-
quierda el que preocupa a los gestores de riesgo e instituciones financieras. Además,
para precisar cuán lejos se encontraba una pérdida de su valor esperado se necesita
usar una medida de riesgo intŕınseca a esta esperanza en lugar de una vinculada a
toda la esperanza de la distribución. El cálculo de la SDt difiere dependiendo del
empleo de un enfoque paramétrico o del de un enfoque semiparamétrico,

SDt(↵) =

s

�2
t

1

↵

Z ↵

0

✓
F�1(s)�

✓
1

↵

Z ↵

0

F�1(s)ds

◆◆2

ds

SDt(↵) =

s
1
↵T

TP
i=1

✓
riI{ri<V aRt(↵)} � ESt(↵)

◆2

La primera fórmula de SDt(↵) es la que se aplica para el backtesting de los mo-
delos paramétricos, donde �2

t es la varianza condicional cambiante en el tiempo y
F�1(s) es el cuantil de las rentabilidades estandarizadas. La segunda fórmula es la
que se aplica en el backtesting de los modelos semiparamétricos ya que no hay un
supuesto sobre una varianza cambiante en el tiempo. En esta segunda fórmula, el
V aRt(↵) es el correspondiente al modelo CAViaR oportuno y el ESt(↵) al modelo
CARES correspondiente. Este cambio en el término de dispersión puede conducir
a tasas de rechazo más precisas porque se realiza un análisis más enfocado al riesgo
real.

La hipótesis nula asociada a este test es,

⇢
H0 : E [BTt] = 0
H0 : E [BTt] < 0

La hipótesis alternativa representa el verdadero peligro, que es la infravaloración
del riesgo por parte del ES. Aclarar que en este contraste a una cola la hipótesis
alternativa se especifica con un signo negativo para posiciones largas (tomadas en
consideración en este trabajo) y con un signo positivo para posiciones cortas.

Para encontrar de manera robusta el valor cŕıtico asociado al estad́ıstico BTt, es
decir, sin tener que hacer ningún supuesto sobre la distribución del ratio, se realizan
simulaciones Monte Carlo tal y como se explica en el siguiente algoritmo,
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6 BACKTESTING 6.3 Expectil

i) Se generan N veces n variables aleatorias, uij
i.i.d.⇠ F, i = 1, ..., n; j = 1, ..., N .

En este trabajo N = 1000 y n = 100000.

ii) Para cada muestra N, se calcula el ↵-cuantil de esas uij, q(uij) , la E [uij | uij <
q(uij)] y la VAR [uij | uij < q(uij)].

iii) Para cada uij < q(uij), se calcula BTij(↵) =
uij�E [uuij |uuij<q(uij)p

VAR [uuij |uuij<q(uij)
. No se calcula

BTij(↵) para aquellas uij > qij.

iv) Dado un nivel de significación p, se determina el valor cŕıtico como la mediana
de la serie de p-cuantiles de BTij.

v) Por último, se puede determinar el p-valor asociado a este test como la mediana
de P [BTij < BTt].

No se propone una función de pérdida para el ES debido a la dificultad que entraña
al no ser una medida de riesgo elicitable. Nolde & Ziegel (2017) proponen una fun-
ción scoring homogénea de grado 1/2 que depende del VaR y del ES. Se requiere
de ambas medidas para aprovechar la propiedad “condicionalmente elicitable” del
ES.

6.3. Expectil

En esta sección se pretende determinar cuáles de los modelos de predicción
empleados son aceptables, qué estrategias de estimación de los expectiles parecen
mejores y qué métodos de validación son más fiables.

6.3.1. Ratio de pérdidas y ganancias

Gracias al mapeo uno-a-uno entre cuantiles y expectiles no es de extrañar que
haya cierta similitud entre algunos de los contrastes propuestos para el VaR y para
el Expectil. Bellini & Di Bernardino (2015) utilizan el término “violaciones” ya que
está relacionado con el ratio de ganancias y pérdidas. Este ratio se obtiene de la
condición de primer orden que garantiza la existencia de los expectiles,

⌧E
⇥
R� e⌧ (R)

⇤
+
= (1� ⌧)E

⇥
R� e⌧ (R)

⇤
�
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6 BACKTESTING 6.3 Expectil

donde R es la variable aleatoria que representa los rendimientos de los activos. De
esta manera, Bellini & Di Bernardino enfrentan el ratio de ganancias y pérdidas
teórico (el de la C.P.O.) con el observado,

Rteorico =
1� ⌧

⌧
=

1� 0,01

0,01
= 99

Robservado =
E
⇥
rt � et(⌧)

⇤
+

E
⇥
rt � et(⌧)

⇤
�

donde E [xt]+ = E [max(xt, 0)] y E [xt]� = E [min(xt, 0)].

Un valor bajo del ratio observado sugiere que el modelo no es lo suficientemente
conservador. El valor del ratio observado puede disminuir o bien porque disminuye
el numerador (N), o bien porque aumenta el denominador (D). Esto es, o bien
disminuye el coste de oportunidad de hacer asset allocation, por lo que se tiene
más capital congelado, o bien, aumenta la pérdida esperada y, con ello, un coste
potencial para pérdidas más extremas. Por otro lado, un valor muy alto del ratio
observado tampoco es beneficioso ya que seŕıa demasiado conservador y atesoraŕıa
demasiado capital en reservas. Analizemos más detenidamente estas afirmaciones
con un pequeño ejemplo ilustrativo.

Ejemplo. Supongamos que con un determinado capital invertido y una probabili-
dad de pérdidas ⌧ se espera tener un ratio de ganancias y pérdidas teórico 1�⌧

⌧
. El

ratio de ganancias y pérdidas observado puede estar por encima o por debajo del
teórico. Veamos qué ocurre en cada caso:

1) Ratio de ganancias y pérdidas observado por encima del teórico. Esto indi-
ca que el modelo empleado para la predicción del expectil es más conservador.
¿Porqué se da esta situación? Pues bien hay 2 motivos posibles que se pueden dar
conjuntamente o aplicando ceteris paribus (mientras algo cambia, el resto perma-
nece inalterado):

a) Se han obtenido más ganancias de las que se esperaban (aumenta N). Si se hu-
biese tenido constancia previamente de que las ganancias esperadas iban a ser más
elevadas que las previstas en un principio, la decisión de calcular el ratio teórico en
base a lo que se prevé hubiese sido diferente. Es decir, se podŕıa haber invertido
más parte del capital dedicado a cubrir provisiones, con lo que tanto los beneficios
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esperados como la capacidad de absorción de pérdidas hubiesen sido mayores.

Rteorico =
1500

50
= 30; Robservado =

2000

50
= 40

b) Se ha dado el caso de que las pérdidas esperadas han sido menores (disminuye
D) por lo que se ha sobrevalorado el riesgo y como consecuencia se ha dotado de-
masiado capital en concepto de provisiones que perfectamente se hubiera podido
destinar a hacer asset allocation.

Rteorico =
1500

50
= 30; Robservado =

1500

30,5
= 40

2) Ratio de ganancias y pérdidas observado por debajo del teórico. Esto indica
que el modelo no es lo suficientemente conservador, es decir, es bastante agresivo.
Por lo que se podŕıa decir que el modelo empleado para la predicción del expectil
infravalora el riesgo. Al igual que en el caso anterior hay dos explicaciones posibles
que se pueden dar conjuntamente o aplicando ceteris paribus:

a) Se han obtenido menores ganancias que las esperadas en el momento de tomar
la decisión de inversión (disminuye N). Se tiene una pérdida de valor debido a la
dotación de capital por algo que se esperaba que tuviese unas ganancias mayores
a las finalmente obtenidas.
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Rteorico =
1500

50
= 30; Robservado =

1000

50
= 20

b) Se han obtenido mayores pérdidas de las esperadas (aumenta D) por lo que se
puede producir un grave problema de liquidez al tener que afrontar unas pérdidas
no previstas en un principio. Esto es, se infravalora el riesgo.

Rteorico =
1500

50
= 30; Robservado =

1500

75
= 20

Bellini & Di Bernardini sugieren que cabe la posibilidad de desarrollar un test for-
mal basado en el ratio de pérdidas y ganancias realizado, similar al test binomial
para la violaciones del VaR. No obstante, no llevan a cabo este enfoque ya que pare-
ce ser que el ratio de pérdidas y ganancias es bastante inestable desde un punto de
vista numérico al tratarse de un ratio de cantidades de diferente orden de magnitud.

6.3.2. Función de pérdida de Bellini & Di Bernardino

Hay casos en los que no solo se está interesado en saber qué modelo es el más
adecuado sino en poder establecer un ranking entre aquellos modelos de prediccio-
nes consistentes con los supuestos establecidos para los mismos.

Ya que el Expectil⌧ minimiza una función scoring asimétrica, se puede establecer
una función de pérdida asociada a dicho scoring,
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L(et(⌧), rt) =

(
| ⌧ � 1 |

�
rt � et(⌧)

�2
si rt < et(⌧)

⌧
�
rt � et(⌧)

�2
si rt � et(⌧)

Un modelo de Expectil se preferirá a otro si presenta el menor promedio de la

función de pérdida, 1
T

TP
t=1

L(et(⌧), rt).

7. Datos y Modelos Estimados

En esta sección se muestra el análisis comparativo entre las tres medidas de ries-
go calculadas según el enfoque paramétrico (VaR, ES y Expectil) y según el enfoque
semiparamétrico (CAViaR, CARE y CARES). El estudio considera la estimación
de la medida de riesgo oportuna a un d́ıa (h=1) y para un nivel de confianza
↵ = ⌧ = 1%, ya que son las condiciones más consideradas en la práctica.

La muestra se compone de las cotizaciones diarias de cinco bloques de activos
diferentes, esto es, ı́ndices, acciones, tipos de interés, tipos de cambio y commodities
obtenidos de Datastream Thomson Reuters. Cada bloque de activo incorpora tres
ejemplos,

Tabla 7: Diferentes tipos de activos que se van a tomar en consideración en el análisis emṕırico.

El peŕıodo tomado en consideración va desde 01/01/2008 hasta 28/04/2017 pro-
porcionando un total de 2433 rendimientos logaŕıtmicos. El peŕıodo de muestra
in-sample con el que se lleva a cabo la estimación de los parámetros de los modelos
es de 1433 rendimientos, dejando 1000 datos para la comparación de la predicción
out-of-sample, correspondiente al periodo 1/07/2013 a 28/04/2017. Para el cálculo
de las rentabilidades de mercados que cotizan en tipos de interés, se generan precios
de bonos cupón cero, Pr = 100/(1 + rt), y se calcula la variación logaŕıtmica en
dichos precios. Se lleva a cabo una predicción estática, es decir, un solo d́ıa hacia
adelante, y cada 50 datos se vuelven a reestimar los parámetros de los modelos.
Aclarar que en la predicción no se hace uso de ventanas móviles sino que cada
d́ıa se incorpora un dato nuevo, por lo que el tamaño de la muestra in-sample va
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aumentando conforme aumenta el horizonte de gestión (método recursivo). El soft-
ware empleado en todo el trabajo es MATLAB-R2016a.

Figura 8: Ventana temporal en la que se refleja la muestra in-sample empleada para la estimación
y la muestra out-of-sample para la predicción y backtesting de las medidas de riesgo. Asimismo,
se puede apreciar la reestimación temporal de los parámetros ✓̂ de los modelos empleados tanto
para la rentabilidad como para la volatilidad.

7.1. Optimización de los modelos

En este subapartado se va a explicar el procedimiento seguido para la estima-
ción según el enfoque oportuno.

En primer lugar, en los modelos paramétricos se ha utilizado el paquete de Matlab
MFE de Kevin Sheppard para la estimación de los parámetros de los modelos de
volatilidad. La obtención del Expectil

{T}
{T+h}(⌧) del enfoque paramétrico se deriva de

la condición de primer orden de la regresión ALS explicada en la sección 3.3, donde
la FR(r) hace referencia a la función de distribución acumulada Normal, t-Student
y Skew-tStudent estandarizadas, en cada caso.

En segundo lugar, en la estimación de los parámetros de los modelos semiparamétri-
cos se sigue el mismo procedimiento propuesto por Engle & Manganelli (2004) para
optimizar los modelos. Se generan [104, 105, 104] vectores de parámetros de una
U(0,1) para cada modelo Simétrico, Asimétrico e Indirect GARCH, respectivamen-
te. Con ellos se hace una rejilla para calcular la suma QR o ALS dependiendo si
tenemos el modelo CAViaR o CARES y CARE. Se eligen los [10, 15, 10] vectores
de parámetros respectivos a cada modelo que menor suma QR o suma ALS tengan
y se introducen en el algoritmo Simplex. El vector de parámetros óptimo del algo-
ritmo Simplex se utiliza como condición inicial para el algoritmo Quasi-Newton. El
óptimo del algoritmo Quasi-Newton se vuelve a utilizar como condición inicial en el
Simplex. Estos dos últimos pasos se repiten hasta que los criterios de convergencia
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sean satisfechos. El nivel de tolerancia para la función y los parámetros se fija en
10�10. Este procedimiento solo se utiliza para la muestra in-sample, la reestimación
de los parámetros posterior utiliza como condición inicial los parámetros óptimos
anteriores.
Por último, los modelos CARES modelizan la evolución del ES↵ a través de los
expectiles. Para la modelización de los expectiles es necesario estimar el parámetro
⌧(↵) que hace que e⌧(↵) = q↵. Una vez se tiene el modelo de expectiles para ⌧(↵),
el ES↵ se obtiene de manera inmediata tal y como se explicó en el apartado de
CARES. Para obtener el valor de ⌧(↵), se crea una rejilla para diferentes valores
de ⌧(↵) que va desde 0 a 1 con un paso de 0.0001 y se va estimando el expectil
de la muestra in-sample a través de la minimización ALS con cada ⌧(↵). Después
se calcula la mı́nima diferencia entre el cuantil de la muestra in-sample para un
↵ = 1% y el expectil de la muestra in-sample para cada valor de ⌧(↵) de la rejilla.
El ⌧(↵) será aquel valor de la rejilla correspondiente a la mı́nima diferencia.

7.2. Resultados de la estimación

En este apartado se procede a realizar un análisis más profundo relacionado
con la estimación de los parámetros de los modelos de volatilidad y rentabilidad
empleados en el cálculo de las medidas de riesgo VaR, ES y Expectil.

En primer lugar, se muestra una tabla con los principales estad́ısticos descriptivos
de los activos tomados en consideración para tener una idea del aspecto que pre-
sentan las series con las que estamos tratando. La Figura 21 y la Figura 22 del
Anexo, muestran gráficos de la serie de cotizaciones al cierre del ı́ndice FTSE14 y
de la serie de rendimientos con su correspondiente histograma,respectivamente.

14Si se requiere se puede solicitar al autor los gráficos de los demás activos.
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Tabla 9: Principales estad́ısticos descriptivos de la serie de rendimientos in-sample de todos los
activos considerados en este análisis. También se muestra el estad́ıstico correspondiente al test
de normalidad de Jarque-Bera y en paréntesis el p-valor asociado a dicho estad́ıstico.

Atendiendo a la Tabla 9 se puede observar que las series de rendimientos de los
activos utilizados en este estudio presentan las caracteŕısticas más comunes de las
series financieras: media prácticamente nula, un poco de asimetŕıa o bien negativa
que implica que los datos están ligeramente sesgados hacia la izquierda, o bien
positiva que indica lo contrario, un coeficiente de curtosis superior a 3 señalando
un mayor apuntamiento de los datos que la normal estándar (leptocúrtica) y con
colas pesadas. Se puede apreciar que en los activos con una asimetŕıa negativa la
moda presenta un valor numérico superior a la mediana y ésta, a su vez, superior
a la media aritmética. El elevado coeficiente de apuntamiento nos proporciona una
idea de la proporción de la varianza que se explica por la combinación de datos
extremos respecto a la media en contrapartida de datos poco alejados de la media.
Por este motivo, a priori se espera que los modelos y distribuciones asimétricas
permitan captar mejor el riesgo inherente a estas series financieras. No obstante,
se va a comprobar también con modelos y distribuciones simétricas.

Antes de analizar en profundidad los parámetros obtenidos para cada modelo y
distribución es necesario analizar los valores que arrojan los ⌧(↵) para los distintos
activos necesarios en la estimación de los parámetros de los modelos CARES para
el ES.
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Tabla 10: Estimación del parámetro ⌧(↵) de la muestra in-sample correspondiente a un nivel
↵ = 1% para cada uno de los activos tomados en consideración en este trabajo. Este ⌧(↵) es
aquel que hace que e⌧(↵) = q↵.

Si observamos la Tabla 10 se pueden ver distintos valores de ⌧(↵) pero ¿qué impli-
caciones tienen valores de ⌧ menores? Si recordamos la condición de primer orden
que garantiza la existencia de los expectiles y la adecuamos para ⌧(↵),

⌧(↵)E
⇥
R� e⌧(↵)(R)

⇤
+
= (1� ⌧(↵))E

⇥
R� e⌧(↵)(R)

⇤
�

E
⇥
R� e⌧(↵)(R)

⇤
+

E
⇥
R� e⌧(↵)(R)

⇤
�
=

E
⇥
R� q↵(R)

⇤
+

E
⇥
R� q↵(R)

⇤
�
=

1� ⌧(↵)

⌧(↵)

cuanto menor sea la magnitud ⌧(↵), mayor es la media de los excesos del VaR↵.
Por ejemplo, si con IBM obtenemos un ⌧(↵) = 0,0016 menor que con el oro,
⌧(↵) = 0,0039, es porque los excesos del VaR1% de IBM tienen una mayor magni-
tud y, por tanto, la media de los mismos es mayor que los del oro.

Profundizando en cada modelo se puede analizar la estimación de los parámetros
in-sample, aśı como, la evolución de los mismos durante el horizonte de predicción.
Las tablas que se muestran a continuación que pretenden recoger este análisis se
refieren únicamente al ı́ndice FTSE. En caso de requerir los datos de los demás
activos se pueden solicitar al autor de este trabajo.
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Tabla 11: Parámetros de la estimación in-sample bajo el enfoque paramétrico para el ı́ndice
FTSE. Puede observarse la estimación de los parámetros in-sample para el modelo AR(1) su-
puesto para la rentabilidad y para los diversos modelos de volatilidad con distintas distribucio-
nes. El modelo GARCH(1,1) se especifica como �

2
t = ! + �1�

2
t�1 + �2"

2
t�1, el modelo GJR-

GARCH(1,1) como �

2
t = ! + �1�

2
t�1 + �2"

2
t�1 + ⌘ I{"t<0}"

2
t�1 y el modelo APARCH(1,1) como

�

�
t = !+ �1�

�
t�1 + �2(| "t�1 | �✓"t�1)

�. Además, se presentan los p-value del contraste de Ljung-
Box para 1,3 y 5 retardos, respectivamente, para contrastar la existencia o no de autocorrelación
en las rentabilidades estandarizadas al cuadrado. La almohadilla indica que no procede tener un
dato ah́ı.

En primer lugar, cabe recordar que la estimación de los parámetros en el enfoque
paramétrico se ha realizado en dos etapas. Se estiman los parámetros del modelo
AR(1) a través de MCO y posteriormente los del modelo de volatilidad y los de las
distribuciones de probabilidad correspondientes. Por este motivo, los parámetros
del modelo de rentabilidad son siempre los mismos independientemente del modelo
de volatilidad empleado. Una vez estimados los parámetros de las distribuciones
correspondientes, éstos se han utilizado tanto para el cálculo del VaR, del ES y
del Expectil. Si analizamos los parámetros del modelo GARCH, para cualquiera
de las distribuciones, Normal, t-Student y Skew-tStudent, se puede observar que
apenas vaŕıan entre distribuciones, siendo �1, el parámetro correspondiente a la
persistencia en volatilidad, el más elevado. Por tanto, en el modelo GARCH el
mayor impacto en volatilidad viene a través de sus retardos y ligeramente a través
del tamaño de las innovaciones. En el modelo GJR-GARCH, el parámetro corres-
pondiente a la volatilidad retardada un periodo es el que mayor impacto causa en
la volatilidad seguido del parámetro correspondiente al componente negativo no
predecible de la serie de rentabilidades. En el modelo APARCH destaca la estima-
ción del parámetro � prácticamente igual a uno lo que indica que es más razonable
modelizar directamente la volatilidad, en lugar de la varianza y aśı evitar aplicar la
regla de la ráız cuadrada a la varianza y sus limitaciones.15 El único caso en el que

15La cuasi-varianza muestral 1
T�1

PT
t=1 r

2
t , calculada a partir de una muestra aleatoria simple,
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el parámetro � es significativamente igual a 2 es en el caso de los tipos de interés.
Otro de los parámetros a destacar es el correspondiente al efecto apalancamiento
en volatilidad, ✓. Al ser ✓ un valor negativo, con el signo negativo en la ecuación
se convierte en positivo lo que indica que los impactos negativos tienen un mayor
efecto sobre la varianza que aquellos que son positivos. Puesto que en todos estos
modelos se pretende recoger la evolución temporal en volatilidad, no debeŕıa existir
autocorrelación en la rentabilidades estandarizadas al cuadrado. Para validar estos
modelos se ha utilizado el contraste de Ljung-Box para 1,3 y 5 retardos. Utilizando
un nivel de confianza del 1%, se puede observar que no se rechaza la hipótesis
nula de validez del modelo en todos los modelos GARCH para un retardo y en los
modelos GJR-GARCH y APARCH para 3 retardos.

En la siguiente figura se muestra la evolución de los parámetros bajo el enfoque
paramétrico para cada uno de los modelos de volatilidad propuestos.

es decir, una muestra cuyos elementos son independientes entre śı, es un estimador insesgado de
la varianza poblacional. Por tanto, E [ 1

T�1

PT
t=1] = �

2
r . Esto es válido para cualquier población

con esperanza y varianza constantes. Sin embargo, la estimación que se deduce para la desviación
t́ıpica tomando la ráız cuadrada de la estimación de la varianza no es insesgada, debido a que la
esperanza matemática de una función no lineal no es igual al valor de la función en dicha esperanza
matemática. De hecho, la desigualdad de Jensen dice que E [g(X)]  g(E[X]) si la función g es
cóncava, y lo contrario ocurre si la función g es convexa. Por tanto, la esperanza matemática de la
ráız cuadrada de una función es menor o igual que la ráız cuadrada de la esperanza matemática
de la función, E [

p
g(X)] 

p
E [g(X)]. Si se calcula la desviación t́ıpica muestral como la ráız

cuadrada (función cóncava) de la varianza muestral, DT (r) =
q

1
T�1

PT
t=1 r

2
t , se obtendrá un

valor numérico que, en promedio (aunque no para una única muestra) será mayor que la desviación

t́ıpica poblacional, ya que por la desigualdad de Jensen: E [DT (r)] = E [
q

1
T�1

PT
t=1 r

2
t ] 

q
E [ 1

T�1

PT
t=1 r

2
t ] �! �

2
r . El sesgo de sobre-estimación aśı cometido al estimar la desviación

t́ıpica puede evaluarse en el caso de una población Normal. Bajo determinadas condiciones, el
sesgo desaparece al aumentar el tamaño muestral, siendo la ráız cuadrada de la varianza muestral
un estimador consistente de la desviación t́ıpica poblacional.
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Figura 12: Evolución de los parámetros expuestos en la tabla anterior a lo largo del horizonte de
predicción, reestimados cada 50 datos. En la primera fila se tiene la evolución de los parámetros
del modelo GARCH para cada distribución, Normal, t-Student y Skew-tStudent respectivamente.
En la segunda fila se observan los parámetros correspondientes al modelo GJR-GARCH para cada
una de las distribuciones mencionadas anteriormente. Y en la última fila se tienen los parámetros
del modelo APARCH para cada distribución.

Como se puede observar la evolución de los parámetros es suave durante el horizon-
te de predicción para cada modelo, sin presentar saltos, debido en gran parte a que
la muestra out-of-sample del ı́ndice FTSE100 es más o menos homogénea. Cabe
mencionar que se produce una mayor variabilidad en el parámetro ⌫ que representa
los grados de libertad para todos los modelos, por lo que es más sensible a los datos
de la muestra utilizados.

Análogamente, se presentan los parámetros de los modelos semiparamétricos de la
estimación in-sample.
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Tabla 13: Parámetros de la estimación in-sample de los modelos CAViaR para el VaR, de los
modelos CARES para el ES y de los modelos CARE para el Expectil. El modelo CAViaR Simétrico
se estructura como qt(↵) = �0 + �1qt�1(↵) + �2 | rt�1 |, el CAViaR Asimétrico como qt(↵) =
�0 + �1qt�1(↵) + �2(rt�1)

+ + �3(rt�1)
� y, por último, el CAViaR Indirect GARCH como

qt(↵) = (1 � 2I↵<0,5)(�0 + �1q
2
t�1(↵) + �2r

2
t�1)

1
2 . Los modelos CARES y CARE presentan la

misma estructura que los CAViaR, excepto que se sustituye el cuantil por el ES o el Expectil,
respectivamente. La almohadilla indica que no procede tener un dato ah́ı.

Los modelos simétricos y modelos Indirect GARCH tanto en CAViaR como en
CARES y CARE son modelos tipo GARCH, por lo que no es extraño que sus
parámetros presenten un comportamiento parecido. No obstante, en estos mode-
los no hay restricciones sobre el valor de los parámetros (es decir, �1 + �2 ⌅ 1),
a excepción del Indirect GARCH (que exige positividad en los parámetros), y no
es necesario hacer un supuesto sobre la volatilidad ya que modeliza directamen-
te la evolución temporal del cuantil, del ES o del Expectil. Por tanto, hay una
gran persistencia en la medida de riesgo oportuna de los periodos anteriores que
viene recogida en el parámetro �1 y una reducción (aumento) en la misma de-
bido a las rentabilidades de periodos anteriores en el modelo simétrico (Indirect
GARCH) que queda reflejada en el parámetro �2. Las medidas de riesgo de los
modelos asimétricos, tal y como cabŕıa esperar, vienen explicadas en gran parte,
además del parámetro de persistencia, por las rentabilidades negativas de perio-
dos anteriores. Esto indica que puede ser un modelo apropiado para recoger la
asimetŕıa negativa que al principio se vio que tiene esta serie. No obstante, todos
los resultados se corroboran en la sección de presentación de resultados backtesting.

En la siguiente figura se muestra la evolución de los parámetros bajo el enfoque
semiparamétrico para cada uno de los modelos propuestos.
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Figura 14: Evolución de los parámetros expuestos en la tabla anterior a lo largo del horizonte de
predicción, reestimados cada 50 datos. En la primera fila se tiene la evolución de los parámetros
del modelo CAViaR Simétrico, Asimétrico e Indirect GARCH, respectivamente. En la segunda
fila se observan los parámetros correspondientes a los modelo CARES para ES. Y en la última
fila se tienen los parámetros de los modelos CARE para Expectil.

Al igual que en el caso de los modelos paramétricos, la evolución de los parámetros
de los modelos semiparamétricos durante el horizonte de predicción es muy suave,
sin apenas saltos, siendo �2 la única que vaŕıa ligeramente tanto en el modelo CA-
ViaR simétrico como en el CAViaR Indirect GARCH.

7.3. Resultados backtesting

En esta sección se presentan los resultados de los procedimientos de backtes-
ting para los modelos paramétricos y semiparamétricos de las medidas de riesgo
tomadas en consideración, VaR, ES y Expectil.

En la Figura 23, Figura 24 y Figura 24 del apéndice se ilustra el comportamiento
de las series de VaR, de ES y de Expectil según diferentes modelos paramétricos
y semiparamétricos para el ı́ndice FTSE16. Con estos gráficos no es posible deter-
minar qué modelo o qué distribución es la más adecuada en la predicción de las
medidas de riesgo consideradas para FTSE. Para ello, se emplean los contrastes y

16Solicitar al autor del trabajo si se requiere de más combinaciones de las medidas para el FTSE
o de los gráficos de los activos restantes.
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funciones de pérdida del backtesting que comentaremos a continuación. Sin embar-
go, es conveniente mostrar las figuras para tener una idea del aspecto que presentan
las medidas cambiantes en el tiempo en relación a las rentabilidades out-of-sample.
Se puede apreciar que el ES de manera sistemática se encuentra por debajo del
VaR y que del mismo modo, el Expectil siempre aparece por encima. Pero cuidado,
esto no indica que una medida u otra infravalore o sobrevalore el riesgo. Esto no es
capaz de determinarlo un gráfico. Simplemente, por definición ocupan una posición
u otra. Por ejemplo, el ES al ser una media de los datos que exceden del VaR, si
hay muchos excesos la media será mayor y estará por debajo. Lo mismo ocurre con
el Expectil, al considerar ambas colas de la distribución, de hecho se puede obser-
var que en el momento en el que la serie de rentabilidades tiene un pico positivo
muy alto, el Expectil se acerca mucho más a la media de esa serie de rentabilidades.

Las tablas con los resultados particulares de los contrastes de backtesting para ca-
da tipo de activo se encuentran en el anexo en el apartado E) Tablas backtesting.
Sin embargo, al igual que en el caso anterior se lleva a cabo un pequeño ejercicio
de análisis para un activo individual (FTSE) para tener una mejor idea del pro-
cedimiento llevado a cabo para nuestra pregunta principal que no es la de análisis
particular de los activos, sino la de ver si el Expectil es una mejor medida de ries-
go de manera general y ver si es posible obtener algún patron que determine qué
enfoque, modelo de volatilidad o distribución es más adecuada para la predicción
del mismo.
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Tabla 15: Estad́ısticos correspondientes a los diferentes contrastes de backtesting (con sus p-valores
asociados entre paréntesis) para los distintos modelos de predicción del VaR y promedios de las
funciones de pérdida para las diferentes medidas de riesgo VaR1%, ES1% y Expectil1% para el
ı́ndice FTSE100. En la 1a columna se recoge el ratio de violaciones ⇡, en las columnas 2 a 5
se recogen los contrastes de validación del VaR, Kupiec(LRuc), Christo↵ersen (LRind, LRcc) y
Engle & Manganelli (DQT). Las columnas 6 a 8 corresponden a las funciones de pérdida para
el VaR, la columna 9 corresponde al contraste de Righi & Ceretta (2015) para el ES, la columna
10 al contraste de Bellini & Di Bernardino para el Expectil y la última columna a la función
de pérdida asociada al Expectil. Se resalta en color rojo, como algo negativo, los modelos que
no pasan el test correspondiente a un nivel de significación p = 1% y en color azul, como algo
positivo, las funciones de pérdida que menores valores presentan. El guión hace referencia a que
no se ha podido establecer un dictamen debido a alguna indeterminación matemática (00) en el
cálculo del estad́ıstico del test correspondiente, con lo cual no hay un valor posible. La almohadilla
indica que no procede tener un dato ah́ı.

Atendiendo a la Tabla 15 se puede observar que el único modelo que no pasa el
test de frecuencia de Kupiec es el GARCH con distribución Normal. Aunque este
modelo consiga no rechazar la hipótesis nula del test de independencia de Christof-
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fersen, si la rechaza en el test de cobertura condicional que es más exigente al unir
tanto el test incondicional de Kupiec como el de cobertura condicional de Chris-
to↵ersen. Tampoco consigue no rechazar la hipótesis nula del test DQ de Engle
& Manganelli que solventa los inconvenientes del de Christo↵ersen. Por tanto, tal
y como cabŕıa esperar, se puede concluir que el modelo GARCH con distribución
Normal no es el adecuado para el cálculo de las predicciones del VaR del ı́ndice
FTSE. El modelo más adecuado de los GARCH es el correspondiente a la distri-
bución Skew-tStudent de Hansen ya que no rechaza la hipótesis nula en ninguno
de los tests aunque el ratio de violaciones indique que hay un exceso del 0.2%, es
decir, se esperaban diez violaciones y han habido doce. El modelo más adecuado
tanto de los GJR-GARCH como de los APARCH es también el correspondiente a
la distribución Skew-tStudent ya que presenta los mayores p-values en todos los
tests. Bajo el enfoque paramétrico de cálculo del VaR, el modelo que parece ser que
mejor funciona para el ı́ndice FTSE es el Skewt-GJRGARCH ya que presenta unos
p-valores superiores al APARCH. Se puede concluir que es un modelo adecuado que
permite recoger la asimetŕıa negativa de esta serie. Por último, se puede discernir
entre los modelos del enfoque semiparamétrico para el cálculo del VaR. El modelo
más adecuado es el CAViaR Asimétrico con unos p-valores muy superiores a los
demás. Por otra parte, se puede llevar acabo un análisis de backtesting basado en
funciones de pérdidas que además permite establecer un ranking entre modelos.
Las funciones de pérdida de López y RLF de Sarma et al. teńıan un enfoque más
regulador y coinciden en que los modelos más apropiados para la predicción del
VaR seŕıan el t-GJRGARCH y t-APARCH. La función de pérdida FLF de Sarma
et al. teńıa un enfoque más empresarial ya que también tomaba en consideración el
coste de oportunidad de tener el capital retenido. Aśı pues, esta función considera
los modelos N-GARCH, N-GJRGARCH, N-APARCH y CAViaR Asimétrico como
los más adecuados para la predicción del VaR. En definitiva, para la predicción del
VaR en el ı́ndice FTSE parece ser más apropiado emplear un enfoque paramétrico
y, en concreto, el modelo Skewt-GJRGARCH que recoge la asimetŕıa tanto en el
modelo de volatilidad como en la distribución, además de las colas pesadas. Según
el análisis de las funciones de pérdida vamos a tomar en consideración la FLF ya
que consideramos que al tener en cuenta también el coste de oportunidad de tener
el capital retenido puede ajustar mejor la medida al riesgo futuro real.

A continuación, se va a analizar la precisión de los modelos empleados en el cálculo
del Expected Shortfall de la serie FTSE. Como se puede observar en la tabla an-
terior, no hay ningun modelo para el cual se rechaze la hipótesis nula, por lo que
se podŕıan dar por válidos todos los modelos empleados en la predicción del ES
para el FTSE. No obstante, se puede apreciar que los modelos Skewt-GARCH, t-
GJRGARCH, Skewt-GJRGARCH, t-APARCH y CAViaR Asimétrico, que además
presentan unos p-valores superiores a los demás modelos, sobrevaloran el riesgo al
presentar un valor del estad́ıstico positivo. Esto indica que los datos se han situado
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a la derecha del ES pero sin sobrepasar el VaR.

En el caso del Expectil, lo que se presenta en la tabla es el ratio de ganancias y
pérdidas observado. El valor que ah́ı aparece se debe comparar con el ratio de ga-
nancias y pérdidas teórico, es decir, 1�⌧

⌧
= 99. Para poder validar un modelo para

el Expectil se va a seguir un enfoque similar al propuesto por Basilea para el VaR
con la delimitación de unos rangos para establecer unas zonas de aceptación o de
rechazo. Para que un modelo se encuentre en la zona verde o de seguridad, la dife-
rencia en valor absoluto entre el ratio teórico esperado y el ratio observado se debe
encontrar entre 0-16 para una muestra de 1000 datos. Si se encuentra en el rango
17-36, el modelo se encontraŕıa en la zona amarilla o de precaución y, por último,
el modelo seŕıa rechazado si se encuentra en la zona roja o de peligro, es decir,
en el rango >36. En este caso lo que se hace es penalizar tanto la situación en la
que el ratio de ganancias y pérdidas observado se encuentra por encima del teórico
(sobrevalora) como si se encuentra por debajo (no es suficientemente conservador).
Por ejemplo, para el modelo Skewt-GJRGARCH el ratio de pérdidas y ganancias
observado es superior al teórico, obteniendo una diferencia en valor absoluto de
23, mientras que en el modelo N-APARCH el ratio observado es inferior al teóri-
co obteniendo una diferencia también de 23. En este caso, se brindaŕıa el mismo
trato a ambos modelos colocándolos en la zona amarilla o de precaución puesto
que el Skewt-GJRGARCH puede sobrevalorar un poco el riesgo y el N-APARCH
infravalorarlo un poco. Los modelos más indicados con diferencia para el cáclulo
del Expectil del ı́ndice FTSE parecen ser el Skewt-GARCH y el CARE Simétrico
ya que son los que más se acercan al ratio teórico esperado. En cuanto a la fun-
ción de pérdida para el Expectil, resulta que establece como mejores modelos los
mismos que escogió la FLF de Sarma et al. para el VaR. Esto no es de extrañar
ya que ambas tienen en cuenta también el comportamiento de la cola derecha, es
decir, toman en consideración también el coste de oportunidad de tener el capital
inmovilizado.

El objetivo de ver este análisis de backtesting más en detalle para el ı́ndice FTSE
era ayudar al lector a comprender mejor todos los pasos y procedimientos seguidos.
Con el mismo fin, se presentan datos agregados del backtesting a nivel global para
todos los activos. Por no romper el orden, se empieza con el análisis a nivel global
del VaR, seguido del ES y por último del Expectil.

Siguiendo la práctica que estableció el Comité de Basilea en su Acuerdo de Capital
de 1996, se muestra a continuación un cuadro con las tres zonas ligadas a la can-
tidad de excepciones registradas en el periodo de evaluación del VaR. Se calcula
la equivalencia para la muestra empleada en este trabajo de los intervalos estable-
cidos para la delimitación de las zonas. Los valores que aparecen en la tabla son
los correspondientes al número de excesos observados menos el número de excesos
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teórico (que de 1000 datos al 1%, se esperan 10 excesos). De esta forma, la zona
verde o de seguridad abarca los resultados del backtesting entre 0 y 6 excepciones
para una muestra de 1000 observaciones, la zona amarilla recogeŕıa aquellas ex-
cepciones entre un rango 7-26 y, por último, la zona roja, aquellas que superen las
26 excepciones. Los números en rojo de la parte inferior son los correspondientes
al cálculo de medianas según el tipo de activo. En la parte de la derecha la pri-
mera columna cuyos valores están en rojo son los correspondientes al cálculo de
medianas por modelo para el total de activos, la segunda columna es el cálculo de
medianas por distribuciones y la tercera columna al cálculo agregado por modelo
de volatilidad.

Tabla 16: Número de excesos observados menos el número de excesos teóricos (que de 1000 datos
al 1%, se esperan 10 excesos) de los rendimientos out-of-sample sobre el VaR1% y su pertenencia
a la correspondiente zona de aceptación, de precaución o de rechazo que estableció el Comité de
Basilea en su Acuerdo de Capital de 1996.

Atendiendo a la información que resume la Tabla 16, se observan unos valores
de medianas por distribuciones de 5, 4 y 2 para la Normal, t-Student y Skew-
tStudent, respectivamente, indicando claramente que la distribución asimétrica
Skew-tStudent es más apropiada para las prediciones del VaR. Los valores de las
medianas por modelos de volatilidad son 5, 4 y 4 para el modelo GARCH, GJR-
GARCH y APARCH, respectivamente, lo que muestra que aunque los asimétricos
lo hacen mejor, las diferencias no son tan claras como entre distribuciones. En
cuanto a bloque de modelos destaca que los modelos CAViaR lo hacen mejor que
los paramétricos.

A continuación, se muestra un cuadro resumen en el que se cuenta para cada mo-
delo el número de veces que ha sido rechazado según el test oportuno del total de
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activos. Este cuadro pretende arrojar una luz sobre qué distribuciones van mejor
para cada medida de riesgo, qué modelos de volatilidad o qué enfoque llevar a cabo.

Tabla 17: Número de rechazos en el test correspondiente a un nivel de significación p = 1% para
las medidas de riesgo VaR y ES a un nivel de confianza ↵ = 1%. El guión hace referencia a que
no se ha podido establecer un dictamen debido a alguna indeterminación matemática (00) en el
cálculo del estad́ıstico del test correspondiente, con lo cual no hay un valor posible. El número
que aparece a la derecha de la barra en cada test hace referencia al total de activos. En el caso en
el que aparece un número inferior a 12 es porque para algún activo ha habido un guión en el test
correspondiente, luego sólo se toman en consideración aquellos activos para los que se ha podido
establecer una decisión. La almohadilla indica que no procede tener un dato ah́ı.

Del cuadro resumen se pueden hacer dos grandes distinciones, según el enfoque
paramétrico y según el enfoque semiparamétrico.

Atendiendo al primer enfoque, se puede observar con claridad que la función que
parece ser que mejor se ajusta en las predicciones del VaR y del ES es la tStudent.
Esto es aśı para todos los casos, ya que no hay ningún rechazo para los modelos
que emplean esta distribución, excepto en el caso del GARCH que hay una, lo cual
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no es de extrañar puesto que la mayoŕıa de las series financieras se caracterizan por
tener colas pesadas y un poco de asimetŕıa. En cuanto al modelo de volatilidad no
se puede hacer una distinción clara. Atendiendo al test DQ, que es el que mejora
los inconvenientes de los anteriores contrastes, se puede observar que el número de
rechazos es muy reducido para las distintas tipoloǵıas de modelos de volatilidad
condicional, con lo cual no es posible posicionarse por uno u otro. Atendiendo al
enfoque semiparamétrico no hay una clara distinción entre tipos de modelos. El
modelo CAViaR Indirect GARCH recibe un sólo rechazo en el test DQ para to-
dos los activos, pero los modelos Simétrico y Asimétrico reciben 3 y 2 rechazos,
respectivamente. Ante esta situación, lo más apropiado seŕıa indicar que todos los
modelos semiparamétricos se ajustan bastante bien en el cálculo de las medidas de
riesgo.

Si nos fijamos en los contrastes de validación del VaR y del ES de las Tablas 14
y 25 a 38, se observan diferencias entre los p-valores obtenidos para los modelos
paramétricos y semiparamétricos, siendo éstas más acentuadas en los contrastes de
validación del VaR que en el del ES. Las diferencias de p-valores entre los propios
modelos semiparamétricos son menores que las que se observan en los modelos pa-
ramétricos, tanto para contrastes de validación del VaR como para el del ES. Esto
puede ser debido a la ventaja que supone no tener que hacer ningún supuesto acer-
ca de la distribución y de la volatilidad en los modelos semiparamétricos. Gracias a
estas diferencias en p-valores se puede establecer qué modelos de los no rechazados
por los contrastes de validación del VaR y del ES son más adecuados para capturar
el riesgo asociado a las series de rentabilidades. Serán preferibles aquellos modelos
que presenten un menor estad́ıstico o un mayor p-valor. En términos generales,
se observa que los modelos de volatilidad que recogen el efecto apalancamiento, a
saber, GJR-GARCH y APARCH, son preferibles al modelo que no recoge dicho
efecto, a saber, el modelo GARCH. En cuanto a las distribuciones, la intuición
previa a este análisis cuantitativo relativa a que la asimetŕıa y curtosis presentes
en las series financieras se veŕıa reflejada mejor por una distribución asimétrica
y/o leptocúrtica, es corroborada por los elevados p-valores que presentan los mode-
los que llevan asociadas dichas distribuciones, a saber, t-Student y Skew-tStudent.
Respecto a los modelos semiparamétricos, destaca la modalidad Indirect GARCH
de los CAViaR y la modalidad Asimétrica de los CARES.

A continuación se muestra el cuadro de las zonas de aceptación y rechazo a nivel
de todos los activos para el Expectil⌧ = 1%. En esta tabla se muestran los valo-
res correspondientes al cálculo del ratio de ganancias y pérdidas teórico menos el
ratio de ganancias y pérdidas observado en términos absolutos y como porcentaje
del ratio teórico. Puesto que el término “violaciones” está relacionado con dicho
ratio se ha decidido acudir al número de umbrales que establece Basilea a la hora
de asignar violaciones, para dar por válido un modelo de predicción del Expectil
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en términos de un ratio de ganancias y pérdidas en valor absoluto. En la primera
columna los valores de color rojo son los correspondientes al cálculo de medianas
por modelo individual para todos los activos, en la segunda columna aparecen las
medianas de las medianas por modelos de volatilidad y en la última columna las
medianas de las medianas por distribuciones.

Tabla 18: Número correspondiente al cálculo del ratio de ganancias y pérdidas teórico menos el
ratio de ganancias y pérdidas observado en términos absolutos y como porcentaje del ratio teórico.
Para este resultado se establecen una zonas de aceptación o rechazo.

De la Tabla 18, atendiendo al valor numérico de las medianas de medianas por
modelo de volatilidad y distribución, se puede deducir que no se puede discernir
entre modelos de volatilidad, pero śı hay un resultado favorable para aquel modelo
paramétrico que lleve asociada un distribución Skew-tStudent. Además, las media-
nas sugieren que los modelos CARE lo hacen mejor porque su mediana presenta
un valor numérico menor que las medianas para modelos de volatilidad y para
distribuciones de probabilidad. Es decir, parece que genera menores desviaciones
entre el ratio teórico y el ratio observado, aunque esto requeriŕıa un análisis más
detallado para más activos.

Por último, para acabar con el análisis del backtesting se presenta una tabla resu-
men a nivel global para el enfoque en el que se atiende también al criterio de la
función de pérdida que toma en consideración también la magnitud de los datos y
no sólo la frecuencia como en el caso de los contrastes estad́ısticos.
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Tabla 19: Número de veces que una función de pérdida determinada ha escogido un modelo deter-
minado como uno de los mejores para todos los activos considerados en este trabajo. La almoha-
dilla indica que no procede tener un dato ah́ı.

Atendiendo a los valores numéricos de la Tabla 19 se puede observar que tanto
en el caso del VaR como en el caso del Expectil, las funciones de pérdida arrojan
conclusiones distintas sobre el modelo a usar en la predicción de las medidas de
riesgo a las que se obtuvieron con los contrastes estad́ısticos. La función de pérdida
de López para el VaR, que únicamente presta atención a las pérdidas no cubier-
tas cuando estas ocurren, indica que los mejores modelos para la predicción del
VaR son los paramétricos con una distribución t-Student. Por contra, la función de
pérdida FLF de Sarma et al. que además de penalizar los excesos del VaR también
impone una penalización que refleje el coste del capital sufrido en el d́ıa, indica
que los mejores modelos para la predicción del VaR son los paramétricos pero con
una Normal. Por último, la función de pérdida propuesta por Bellini & Di Bernar-
dino arroja las mismas evidencias para la predicción del Expectil que la FLF del
VaR. Puesto que nuestra preocupación es medir el riesgo lo más adecuadamente
posible daremos más credibilidad a la FLF de Sarma et al. para el VaR ya que se
preocupa también por la cola derecha aunque sea en una pequeña proporción. No
es de extrañar que la FLF para el VaR y la función de Bellini & Di Bernardino
para el Expectil arrojen conclusiones similares en cuanto a los modelos a escoger
puesto que ambas penalizan, aunque de manera distinta, tanto la infravaloración
del riesgo como la sobrevaloración del mismo.
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De las Tablas 14 y 25 a 38 se desprende que hay una menor diferencia entre
los valores numéricos que arrojan las funciones de pérdida basadas en el enfoque
empresarial que en el enfoque regulador. En el caso del Expectil, a nivel global,
diremos que los modelos CARE son más adecuados para la predicción del mismo
tanto a nivel de backtesting como a nivel de función de pérdida. Aunque en el caso
de esta última, los modelos más elegidos son los paramétricos correspondientes a
una Normal, lo cierto es que las diferencias con los semiparamétricos en cuanto a
criterio de función de pérdida son muy pequeñas.
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8 CONCLUSIONES

8. Conclusiones

En este trabajo de investigación se analiza el Expectil como una medida del
riesgo inherente a un activo financiero, con el objetivo de responder a las siguientes
preguntas, ¿es el Expectil una buena medida de riesgo financiero?, ¿qué modelos
y/o distribuciones son más adecuadas para su predicción? y ¿cuál es la aportación
del Expectil a las medidas benchmark, Value at Risk (VaR) y Expected Shortfall
(ES)?

El Expectil se define como un márgen para los requerimientos de capital, es decir,
como la cantidad de capital que se ha de añadir a una posición o cartera para ob-
tener un ratio de ganancias y pérdidas lo suficientemente alto. Para dar respuesta
con el mayor criterio posible al resto de las cuestiones planteadas se ha llevado a ca-
bo un análisis exhaustivo con diferentes activos de distinta naturaleza, empleando
tanto un método paramétrico con el modelo de rentabilidad, AR(1), los modelos de
volatilidad, GARCH, GJR-GARCH y APARCH, y las funciones de distribución,
Normal, t-Student y Skew-tStudent, como un método semiparamétrico con mode-
los CARE de diversas tipoloǵıas, Simétrico, Asimétrico e Indirect GARCH.

Como respuesta a la primera pregunta, en este trabajo se apuesta por el Expectil
puesto que es una medida de riesgo con capacidad de absorción de las potenciales
pérdidas de capital en la cola izquierda de la distribución de rendimientos, además
de permitir ajustar lo mejor posible el riesgo real al considerar la información dis-
ponible de toda la distribución.

En cuanto a la segunda pregunta, tanto el Expectil, como las demás medidas de
riesgo, sugieren que la selección de la distribución de probabilidad es más impor-
tante que la del modelo de volatilidad. Distribuciones asimétricas y volatilidades
con apalancamiento tienden a ser preferidas en el backtesting, aunque el uso de fun-
ciones de pérdida sugiere lo contrario, lo cual merece ser analizado más en detalle,
quizá con nuevas funciones de pérdida, otros activos, otros modelos de volatilidad,
otras distribuciones, otros métodos de predicción de las medidas de riesgo, etc.

Por último, se espera que los expectiles capturen mejor el riesgo en comparación
con el VaR y ES por i) ser sensibles a las magnitudes de los valores que exceden del
VaR y además tomar en consideración magnitudes de los valores más extremos de
la distribución, ii) tener en cuenta la información de ambas colas, por lo que si se
altera el perfil de la cola derecha, los expectiles śı se ven afectados a diferencia del
ES que no, iii) por ser una medida coherente y elicitable y iv) por la la eficiencia
computacional y la ventaja de sencillez de cálculo al ser la función de minimización
de la que es solución el expectil continuamente diferenciable.
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8 CONCLUSIONES

Entre las aportaciones de este trabajo cabŕıa destacar, i) estimación y predicción
del Expectil por distintos enfoques: paramétrico y no paramétrico (3 versiones de
autorregresivo condicional CARE) ii) primer trabajo de validación del Expectil
predicho con el contraste y con la función de pérdida propuestos por Bellini &
Di Bernardino (2015) y iii) incorporación del Expectil, junto con VaR y ES en la
selección de modelo (distribución de probabilidad + especificación de volatilidad)
para la estimación del riesgo.

Por último, este trabajo podŕıa ampliarse con su extensión a carteras utilizando
distribuciones multivariantes, correlaciones cambiantes en el tiempo, dependencia
no lineal, profundizar en el análisis de validación del Expectil y desarrollo de más
contrastes y funciones de pérdida para la validación del Expectil.
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A PROPIEDADES DE LAS MEDIDAS DE RIESGO

Anexo

A. Propiedades de las medidas de riesgo

En este apartado se procede a definir y a estudiar las propiedades de las medidas
de riesgo que se toman en consideración, VaR, ES y EVaR.

A.1. Coherencia

Supongamos que R es una variable aleatoria que mide la rentabilidad futura
de una cartera o activo y ⇢(R) es la medida de riesgo asociada a las posibles po-
tenciales pérdidas de capital sobre R. Las propiedades que se deben cumplir para
que una medida de riesgo se considere coherente [ver Artzner et. al, 1999] son las
siguientes:

•Monotońıa o decreciente. A mayor riqueza (no rentabilidad), mayor riesgo.
Formalmente,

⇢(R1) � ⇢(R2) , P (R1  R2) = 1

• Invarianza por traslaciones. Si se añade liquidez (cash) a una cartera, su
riesgo debe reducirse en la misma cantidad constante añadida ya que actúa como un
seguro frente a la pérdida en la posición inicial. Formalmente, si k es determinista,

⇢(R + k) = ⇢(R)� k

• Positivamente homogénea. La medida de riesgo es independiente de la
escala, es decir, si se incrementa el tamaño de la cartera por un factor k, su riesgo
aumenta proporcionalmente. Formalmente,

⇢(k ·R) = k · ⇢(R), k � 0

• Subaditividad. Refleja el principio de diversificación y es que fusionar dos
carteras no puede aumentar el riesgo conjunto. Formalmente,

⇢(R1 +R2)  ⇢(R1) + ⇢(R2)
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A PROPIEDADES DE LAS MEDIDAS DE RIESGO A.2 Convexidad

A.2. Convexidad

No obstante, la definición de medida coherente propuesta por Artzner et al.
(1998) presenta algunos problemas para incrementos no lineales en riesgo, sobre
todo los incrementos en riesgo de liquidez debido a posiciones muy grandes al
no considerarse adecuadamente. Este hecho inspiró a Fölmer & Schied (2002) a
introducir la noción de medidas de riesgo convexas,

⇢
�
�R1 + (1� �)R2

�
 �⇢(R1) + (1� �)⇢(R2)

Nótese que la convexidad sigue garantizando el principio de diversificación. Según
Föllmer & Schied (2008), una medida de riesgo se considera medida de riesgo
convexa si es invariante por traslaciones, monótona y convexa. Cualquier medida
de riesgo positivamente homogénea y subaditiva es también convexa. Aśı pues, el
VaR no es una medida de riesgo convexa ya que no cumple la subaditividad, pero
tanto el Expected Shortfall como los expectiles śı lo son.

A.3. Medidas Espectrales

Acerbi(2002) introdujo la clase de medidas de riesgo espectrales. Una medida
de riesgo espectral, ⇢�(X), se define como,

⇢�(X) =

Z 1

0

q+p �(p)dp

donde q+p es el cuantil de la cola derecha de la función de pérdidas y gananacias
y �(p) es una función de ponderación determinada por el investigador (también
denominada espectro de riesgo o función de aversión al riesgo) y definida en todo
el rango de probabilidades acumuladas p 2 [0, 1]. Desde el punto de vista económi-
co, el espectro de riesgo indica el grado de aversión al riesgo del individuo o de
la entidad financiera, de forma que �(p)dp puede interpretarse como el peso que
el cuantil p-ésimo tiene en la medida de riesgo. La condición de admisibilidad del
espectro se interpreta directamente en el sentido de asignar mayor peso a mayores
pérdidas en la valoración del riesgo bajo el principio de coherencia. La definición
de distintos espectros de riesgo permite obtener diferentes medidas de riesgo [ver
Dowd, Cotter & Sorwar, 2008]. Para el caso del VaR,
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A PROPIEDADES DE LAS MEDIDAS DE RIESGOA.3 Medidas Espectrales

V aR+
↵ = q+↵ !

⇢
�(p) = 1, p = ↵
�(p) = 0, p 6= ↵

donde �(p) es, en este caso, la función Delta de Dirac17. Para el caso del ES,

ES+
↵ =

1

1� ↵

Z 1

↵

qpdp

donde la función de ponderación �(p), en este caso, da a todos los cuantiles de la
cola el mismo peso, 1

1�↵
, mientras que los cuantiles que no están en la cola reciben

un peso igual a cero.

Dowd, Cotter & Sorwar (2008) abordan el problema sobre la elección de la función
de utilidad que recoge la aversión al riesgo del individuo examinando enfoques al-
ternativos basados en funciones de utilidad exponenciales y potenciales.

Tasche (2002) muestra que las medidas de riesgo espectrales son aquellas que cum-
plen las siguientes propiedades:

• Coherente. Todos los axiomas descritos en la sección 3.1.

• Invariante por ley. Una medida de riesgo depende únicamente de la dis-
tribución de probabilidad de las pérdidas y ganancias de los activos y no de otros
factores (por ejemplo, VaR). Formalmente, ⇢(R1) = ⇢(R2) si R1, R2 tienen la mis-
ma distribución.

• Comonótonamente aditivas. El riesgo total es igual a la suma de los ries-
gos si la diversificación no aporta nada, debido a que los riesgos no se compensan,
sino que crecen y decrecen a la vez. Esto es, van en la misma dirección si el riesgo
de un activo sube, el riesgo del otro también y viceversa, aunque no hace falta que
sea en la misma proporción. Formalmente, ⇢(R1 + R2) = ⇢(R1) + ⇢(R2). Ésta es
una propiedad muy deseable ya que la falta de la misma indicará que la medida de
riesgo no es capaz de recoger los efectos de la diverficación de manera adecuada.
Tanto el VaR como el ES cumplen esta propiedad. Sin embargo, el Expectil no la
cumple, recibiendo por ello cŕıticas como medida de riesgo.

17Delta de Dirac, �(x) se define como
R b
a f(x) �(x� c) dx = f(c), 8c 2 (a, b).
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A PROPIEDADES DE LAS MEDIDAS DE RIESGO A.4 Elicitabilidad

A.4. Elicitabilidad

Antes de entrar en la definición de elicitabilidad es conveniente introducir el
concepto de funciones scoring estrictamente consistentes. Una función scoring S es
una función,

S : R x R ! [0,1),

(R̂t, Rt) ! S(R̂t, Rt)

donde R̂ son observaciones predichas y R observaciones realizadas. Una función
scoring mide la precisión de las predicciones probabiĺısticas. Es aplicable a tareas
en las que las predicciones deben asignar probabilidades a un conjunto de resul-
tados discretos mutuamente excluyentes. Un score puede considerarse como una
medida de calibración de un conjunto de predicciones probabiĺısticas, o como una
función de coste o función de pérdida. Los siguientes ejemplos de funciones scoring
son de interés en este trabajo,

S(R̂, R) = (R̂�R)2

S(R̂, R) =

⇢
⌧ (R̂�R)2, R̂ < R

(1� ⌧)(R̂�R)2, R̂ > R
, 0 < ⌧ < 1

S(R̂, R) = | R̂�R |

S(R̂, R) =

⇢
↵ (R̂�R), R̂ < R

(1� ↵)(R̂�R), R̂ > R
, 0 < ↵ < 1

La elicitabilidad es una propiedad muy deseada para la eficiencia computacional
y la determinación de predicciones óptimas. La noción de elicitabilidad se remonta
al trabajo pionero de Osband (1985) aunque el término fue acuñado por Lambert,
Pennock & Shoham (2008). Posteriormente, Gneiting (2011) y Ziegel (2013) alega-
ron que una medida de riesgo ⇢ es elicitable si puede definirse como el minimizador
de la esperanza de una adecuada función scoring. Formalmente, sea ⇢ un funcional,
es decir, una función que asigna un número real a cada distribución. Se dice que ⇢
es elicitable si existe una función scoring tal que,

⇢(Ft(R)) = arg min
R̂t 2 R

E
⇥
S(R̂t, Rt)

⇤
= arg min

R̂t 2 R

Z
S(R̂t, Rt)dFt(R)
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A PROPIEDADES DE LAS MEDIDAS DE RIESGO A.5 Robustez

En este caso, se dice que la función scoring es consistente con ⇢ y que ⇢ es elici-
tado por S. Por lo tanto, la elicitabilidad de un funcional de una distribución de
probabilidad se puede interpretar como la propiedad de que el funcional pueda ser
estimado por una regresión generalizada. Por ejemplo, la media es elicitable puesto
que se puede escribir como,

E [X] =

Z
xdF (x) = arg min

t
E
⇥
(X � t)2

⇤

Otros ejemplo de medidas de riesgo elicitables son el VaR y el Expectil, mientras
que ni la varianza ni el Expected Shortfall cumplen esta propiedad [ver Lambert
et al. 2008].

La utilidad estad́ıstica de esta propiedad puede resumirse en dos ventajas impor-
tantes:

i) la capacidad de comparar diferentes métodos estad́ısticos utilizando la fun-
ción scoring y, por lo tanto, dar sentido a los procedimientos de backtesting.

ii) la capacidad de realizar predicciones y estimaciones por regresiones basadas
en la media.

A.5. Robustez

Otro aspecto importante para la estimación de medidas de riesgo es la robustez.
Huber & Ronchetti (2009) definen la robustez como la insensibilidad a pequeñas
desviaciones de los supuestos del modelo. Sin esta propiedad los resultados no son
significativos ya que pequeños errores de medida en la distribución de pérdidas
pueden tener un gran impacto en la estimación de medidas de riesgo. Por este mo-
tivo se investiga la robustez en términos de continuidad. Dado que la mayoŕıa de
medidas de riesgo no son continuas se necesita de unas nociones de convergencia
más fuertes. Por ello, y debido a algunas propiedades convenientes en gestión de
riesgos, se suele considerar la distancia de Wasserstein para la investigación de la
robustez de medidas de riesgo.

La distancia de Wasserstein (dW ) entre dos medidas de probabilidad P y Q se
define como la distancia esperada más pequeña entre las variables aleatorias con
estas distribuciones [ver Bellini et al., 2013],

dW (P,Q) = inf
�
E
⇥
| X � Y |

⇤
: X ⇠ P, Y ⇠ Q
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Otra manera equivalente de definir la distancia de Wasserstein es la que proponen
Kiesel et al. (2016). Sea X ⇠ PX , Y ⇠ PY variables aleatorias con sus correspon-
dientes funciones de distribuciones,

dW (X, Y ) =

Z 1

�1
| FX(t)� FY (t) | dt =

Z 1

0

| F�1
X (↵)� F�1

Y (↵) | d↵

donde FX es la función de distribución acumulada de X y F�1
X la función cuantil.

Cuando se dice que una medida de riesgo es robusta respecto a la distancia de Was-
serstein, se hace referencia a la continuidad respecto a la distancia de Wasserstein.

Emmer et al. (2015): Sea Pn, n > 1, Xn ⇠ Pn y P ⇠ X. Una medida de riesgo ⇢
es continua en X respecto a la distancia Wasserstein si,

lim
n!1

dW (Xn, X) = 0 ) lim
n!1

| ⇢(Xn �X) |= 0

B. Modelos de volatilidad

La importancia de un modelo cambiante en el tiempo es que permite modelizar
el cambio en el riesgo a lo largo del periodo de gestión. Si se observan las series
de rendimientos en cualquier momento, se puede apreciar que diferentes periodos
de tiempo tienen asociado diferentes niveles de riesgo. Por ello, modelizar el cam-
bio en volatilidad con el paso del tiempo es esencial para presentar una medida de
riesgo que evalúa con precisión el riesgo sobre un horizonte de gestión determinado.

En los siguientes subapartados se presentan tres modelos para modelizar una vola-
tilidad cambiante en el tiempo que después se empleará para el cálculo de las tres
medidas de riesgo tomadas en consideración, VaR, ES y Expectil.
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B MODELOS DE VOLATILIDAD B.1 GARCH

B.1. GARCH

El proceso GARCH (Generalized Autoregressive Conditional Heteroskedasti-
city) fue introducido por Bollerslev (1986) como generalización de los procesos
ARCH (Autoregressive Conditional Heteroskedasticity) desarrollados por Engle
(1982). Los procesos GARCH(p,q) mejoran la estimación de heterocedasticidad
incluyendo la varianza condicional de los p intervalos de tiempo previos además
de aprovechar las ventajas de la autocorrelación existente entre los q anteriores
rendimientos al cuadrado.18 En este trabajo se utiliza el modelo GARCH(1,1) de-
bido a su simplicidad y tratabilidad emṕırica. Aśı pues, la serie de volatilidades
cambiantes en el tiempo se modeliza como,

�2
t = ! + �1�

2
t�1 + �2"

2
t�1

�2
0 =

1

T � 1

TX

i=1

(r2t � rt)

�t =
p

�2
t

donde la constante ! representa el nivel de referencia para la volatilidad a largo
plazo con una ponderación �. El parámetro �1 mide el impacto de varianzas condi-
cionales de periodos anteriores en la varianza condicional actual, mientras que �2

mide la influencia de los shocks pasados en la volatilidad condicional del periodo
actual, "t es la innovación, �2

0 es la varianza muestral que se propone como condi-
ción inicial y rt es la media muestral de la serie de rentabilidades.

Las restricciones del modelo GARCH que garantizan que la varianza condicional
sea positiva son,

! > 0; �1 > 0; �2 > 0; �1 + �2 < 1

Estimando los coeficientes !, �1, �2 por máxima verosimilitud se generan las series
de volatilidades cambiantes en el tiempo. Además se obtiene la varianza incondicio-
nal o a largo plazo a la que revierte la varianza condicional, aśı como, su coeficiente
�,

! = � �2
LP

� =
�
1� �1 � �2

�

18La autocorrelación entre rendimientos al cuadrado y no simplemente entre rendimientos es
una propiedad estad́ıstica común de las series financieras.
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�2
LP =

!�
1� �1 � �2

�

Para validar el modelo GARCH es necesario que las rentabilidades estandarizadas

al cuadrado
� r2t
�2
t

�
no presenten autocorrelación. Puesto que se pretende recoger en

el modelo la evolución temporal de la volatilidad, no debeŕıa existir tal autocorre-
lación. Para ello, se pueden utilizar contrastes como el de Ljung-Box, el test de
razón de verosimilitudes o analizar la función de autocorrelación parcial simple de
las rentabilidades estandarizadas al cuadrado.

B.2. GJR-GARCH

El modelo GJR-GARCH o GARCH asimétrico fue introducido por Glosten et
al. (1993) y está diseñado para recoger el efecto apalancamiento en volatilidad, es
decir, el mayor impacto de innovaciones negativas en volatilidad que innovaciones
positivas de igual tamaño.

�2
t = ! + �1�

2
t�1 + �2"

2
t�1 + ⌘ I{"t<0}"

2
t�1

donde I es una variable ficticia que toma el valor 1 cuando las innovaciones son
negativas y cero en caso contrario. Un valor positivo de ⌘ en esta representación
indicaŕıa que una innovación negativa genera mayor volatilidad que una innovación
positiva de igual tamaño, y la interpretación contraria se tendŕıa para un valor
negativo de ⌘.

Las restricciones del modelo que garantizan que la varianza condicional sea positiva
son,

! > 0; �1 > 0; �2 > 0; ⌘ + �2 > 0; ⌘ libre

y en el caso de distribuciones simétricas, �1 + �2 +
⌘
2 < 1.

La estimación de los parámetros del modelo a través del procedimiento de máxi-
ma verosimilitud permite obtener la serie de varianzas condicionales y la varianza
incondicional,

! = � �2
LP

� =

✓
1� �1 � �2 �

⌘

2

◆
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�2
LP =

!�
1� �1 � �2 � ⌘

2

�

De acuerdo con Corredor y Santamaŕıa (2001) la obtención de las predicciones en
este modelo de volatilidad condicional atiende al siguiente proceso:

�f,T+1 = ! + �1�T + �2"
2
T + ⌘ I{"T<0}"

2
T

�f,T+h = ! +

✓
�1 + �2 +

⌘

2

◆
�f,T+h�1

donde �T hace referencia a la última volatilidad estimada con el modelo GJR-
GARCH y �f,T+h hace referencia a la volatilidad forecast durante el horizonte T+h.

B.3. APARCH

El modelo APARCH (Asymetric Power ARCH) fue propuesto por Ding, Grange
and Engle (1993) y recoge varias propiedades de las series temporales financieras,
además de capturar adicionalmente la asimetŕıa en la volatilidad de los rendimien-
tos, al igual que el modelo GJR-GARCH. Es decir, las rentabilidades negativas
producen un mayor impacto en la varianza condicional que las rentabilidades po-
sitivas (leverage e↵ects). El modelo APARCH (1,1) tiene el siguiente aspecto,

��
t = ! + �1�

�
t�1 + �2

�
| "t�1 | �✓"t�1

��

rt = µ+ "t, "t = Zt�t, Zt ⇠ N(0, 1)

donde � > 0 permite una mayor flexibilidad que los modelos GARCH al evitar
seleccionar a priori una potencia arbitraria, µ es la media condicional de la serie de
rentabilidades, y los demás parámetros !, �1, �2 mantienen las misma propiedades
que en los modelos GARCH. El parámetro ✓ recoge el efecto apalancamiento en
volatilidad y se mueve en el intervalo [-1, 1]. Un valor de ✓ positivo implica que los
impactos negativos tienen un mayor efecto sobre la varianza que aquellos que son
positivos,

��
t =

⇢
! + �2(1� ✓)2"2t�1 si "2t�1 � 0
! + �2(1 + ✓)2"2t�1 si "2t�1 < 0
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C. Distribuciones de probabilidad

En este apartado se definen la distribuciones que se van a emplear para la esti-
mación de los parámetros de los modelos de volatilidades cambiantes en el tiempo
expuestos anteriormente.

C.1. Normal

Puesto que las rentabilidades presentan dependencia temporal a través de un
proceso AR(1), el supuesto de normalidad se aplica a las innovaciones del modelo.
La función de verosimilitud presenta el siguiente aspecto,

L(✓ | ") =
TY

t=1


1p
2⇡�2

t

e

�
�"2t
2�2

t

��

donde ✓ recoge los parámetros del modelo AR(1) de rentabilidades y los paráme-
tros del modelo de volatilidad condicional empleado. El logaritmo neperiano de la
verosimilitud,

lnL(✓ | ") = �T

2
ln(2⇡)� 1

2

TX

t=1

✓
ln �2

t +
(rt � ⇢0 � ⇢1rt�1)2

�2
t

◆

C.2. t-Student

La distribución t-Student se utiliza para intentar recoger la leptocurtosis (picos
más altos y colas más gruesas) de los datos de las series de rentabilidades frecuentes.
La distribución t-Student habitual tiene media y asimetŕıa igual a cero, varianza
⌫

⌫�2 definida solo para ⌫ < 2, siendo ⌫ el número de grados de libertad, y exceso
de curtosis finito para ⌫ > 4,  = 6

⌫�4 . Su función de densidad es,

t(" | ⌫) = 1p
⌫⇡

�

✓
⌫

2

◆�1

�

✓
⌫ + 1

2

◆✓
1 +

"2

⌫

◆� ⌫+1
2

Es habitual trabajar con una distribución t-Student estandarizada, t(0,1) apli-

cando la estandarización Y = R
�
= Rp

⌫
⌫�2

=
q

⌫�2
⌫
R, donde R es la variable aleato-

ria que representa los rendimientos. Aśı su función de densidad es,
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t̃(" | ⌫) = 1p
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El logaŕıtmo de la función de verosimilitd de la t-Student estandarizada es,
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C.3. Skew-tStudent

La versión ”skewed”de la distribución t-Student, introducida por Hansen (1994),
considera la asimetŕıa de las series financieras. Dicha asimetŕıa queda recogida por
el parámetro �, de forma que si � > 0 la moda de la densidad está a la izquierda
del cero y la variable es asimétrica hacia la derecha y viceversa cuando � < 0.

La función de densidad para las innovaciones estandarizadas, es decir, z = "t
�t

con
media cero y varianza unitaria es,

f(z | ⌫,�) =

8
>>>>><

>>>>>:
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, z > �a
b

donde 2 < ⌫ < 1 y �1 < � < 1. Las constantes a, b y c vienen dadas por las
siguientes expresiones,
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C DISTRIBUCIONES DE PROBABILIDAD C.3 Skew-tStudent

Para � = 0 se tiene como caso particular la densidad de la t-Student estandarizada.

Figura 20: Fuente: Jiménez y Melo (2015). En esta figura se muestra el aspecto de una distribución
t-Student estándar con diferentes grados de libertad (⌫) y el aspecto de una distribución Skew-
tStudent de Hansen para diferentes grados de libertad (⌫) y diferentes parámetros de asimetŕıa
(l).
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El logaritmo de la verosimilitud es,
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D. Gráficos FTSE

Figura 21: Serie de cotizaciones al cierre del ı́ndice FTSE100 a la izquierda y la serie de rendi-
mientos asociada a la derecha para el horizonte de gestión 01/01/2008 - 28/04/2017. La muestra
in-sample sobre la que se trabaja la estimación engloba los 1433 primeros datos de la serie de
rendimientos, y la muestra out-of-sample empleada en la predicción de las medidas de riesgo y
backtesting los 1000 últimos datos de la serie de rendimientos.

Figura 22: En el gráfico de la izquierda se muestra el histograma de frecuencias de la serie de
rendimientos in-sample del ı́ndice FTSE100 y el ajuste de una Normal (0,1). En el gráfico de la
derecha se muestra el mismo histograma de frecuencias pero con el ajuste de una t-Student con
⌫ = 5 grados de libertad.
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tá
n
o
rd
en

a
d
a
s
po
r
d
is
tr
ib
u
ci
o
n
es

d
e
p
ro
ba
bi
li
d
a
d
,
en

el
si
gu
ie
n
te

o
rd
en

,
N
o
rm

a
l,
t-
S
tu
d
en

t
y
S
ke
w
-t
,
y

en
ca
d
a
u
n
a
d
e
el
la
s
se

p
re
se
n
ta
n
la
s
tr
es

m
ed
id
a
s
d
e
ri
es
go

pa
ra

el
m
is
m
o
m
od
el
o
d
e
vo
la
ti
li
d
a
d
co
n
d
ic
io
n
a
l,
A
P
A
R
C
H
(1
,1
).

E
l
co
lo
r
ve
rd
e

re
p
re
se
n
ta

el
V
a
R
,
el

co
lo
r
a
m
a
ri
ll
o
re
p
re
se
n
ta

el
E
S
y
el

co
lo
r
m
a
ge
n
ta

el
E
xp
ec
ti
l.

74
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vé
s
d
el

m
od
el
o
C
A
V
ia
R
,
d
el

E
S
1
%

a
tr
a
vé
s
d
el

m
od
el
o
C
A
R
E
S
y
d
el

E
xp
ec
ti
l 1

%
a
tr
a
vé
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E. Resultados Backtesting

Tabla 26: Estad́ısticos correspondientes a los diferentes contrastes de backtesting (con sus p-valores
asociados entre paréntesis) para los distintos modelos de predicción del VaR y promedios de las
funciones de pérdida para las diferentes medidas de riesgo VaR1%, ES1% y Expectil1% para el
ı́ndice DAX30. En la 1a columna se recoge el ratio de violaciones ⇡, en las columnas 2 a 5 se
recogen los contrastes de validación del VaR, Kupiec(LRuc), Christo↵ersen (LRind, LRcc) y Engle
& Manganelli (DQT). Las columnas 6 a 8 corresponden a las funciones de pérdida para el VaR,
la columna 9 corresponde al contraste de Righi & Ceretta (2015) para el ES, la columna 10 al
contraste de Bellini & Di Bernardino para el Expectil y la última columna a la función de pérdida
asociada al Expectil. Se resalta en color rojo, como algo negativo, los modelos que no pasan el
test correspondiente a un nivel de significación p = 1% y en color azul, como algo positivo, las
funciones de pérdida que menores valores presentan. El guión hace referencia a que no se ha
podido establecer un dictamen debido a alguna indeterminación matemática (00) en el cálculo del
estad́ıstico del test correspondiente, con lo cual no hay un valor posible. La almohadilla indica que
no procede tener un dato ah́ı.
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Tabla 27: Estad́ısticos correspondientes a los diferentes contrastes de backtesting (con sus p-valores
asociados entre paréntesis) para los distintos modelos de predicción del VaR y promedios de las
funciones de pérdida para las diferentes medidas de riesgo VaR1%, ES1% y Expectil1% para el
ı́ndice VIX. En la 1a columna se recoge el ratio de violaciones ⇡, en las columnas 2 a 5 se recogen
los contrastes de validación del VaR, Kupiec(LRuc), Christo↵ersen (LRind, LRcc) y Engle &
Manganelli (DQT). Las columnas 6 a 8 corresponden a las funciones de pérdida para el VaR,
la columna 9 corresponde al contraste de Righi & Ceretta (2015) para el ES, la columna 10 al
contraste de Bellini & Di Bernardino para el Expectil y la última columna a la función de pérdida
asociada al Expectil. Se resalta en color rojo, como algo negativo, los modelos que no pasan el
test correspondiente a un nivel de significación p = 1% y en color azul, como algo positivo, las
funciones de pérdida que menores valores presentan. El guión hace referencia a que no se ha
podido establecer un dictamen debido a alguna indeterminación matemática (00) en el cálculo del
estad́ıstico del test correspondiente, con lo cual no hay un valor posible. La almohadilla indica que
no procede tener un dato ah́ı.
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Tabla 28: Estad́ısticos correspondientes a los diferentes contrastes de backtesting (con sus p-valores
asociados entre paréntesis) para los distintos modelos de predicción del VaR y promedios de las
funciones de pérdida para las diferentes medidas de riesgo VaR1%, ES1% y Expectil1% para la
acción BBVA. En la 1a columna se recoge el ratio de violaciones ⇡, en las columnas 2 a 5 se
recogen los contrastes de validación del VaR, Kupiec(LRuc), Christo↵ersen (LRind, LRcc) y Engle
& Manganelli (DQT). Las columnas 6 a 8 corresponden a las funciones de pérdida para el VaR,
la columna 9 corresponde al contraste de Righi & Ceretta (2015) para el ES, la columna 10 al
contraste de Bellini & Di Bernardino para el Expectil y la última columna a la función de pérdida
asociada al Expectil. Se resalta en color rojo, como algo negativo, los modelos que no pasan el
test correspondiente a un nivel de significación p = 1% y en color azul, como algo positivo, las
funciones de pérdida que menores valores presentan. El guión hace referencia a que no se ha
podido establecer un dictamen debido a alguna indeterminación matemática (00) en el cálculo del
estad́ıstico del test correspondiente, con lo cual no hay un valor posible. La almohadilla indica que
no procede tener un dato ah́ı.
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Tabla 29: Estad́ısticos correspondientes a los diferentes contrastes de backtesting (con sus p-valores
asociados entre paréntesis) para los distintos modelos de predicción del VaR y promedios de las
funciones de pérdida para las diferentes medidas de riesgo VaR1%, ES1% y Expectil1% para la
acción IBM. En la 1a columna se recoge el ratio de violaciones ⇡, en las columnas 2 a 5 se
recogen los contrastes de validación del VaR, Kupiec(LRuc), Christo↵ersen (LRind, LRcc) y Engle
& Manganelli (DQT). Las columnas 6 a 8 corresponden a las funciones de pérdida para el VaR,
la columna 9 corresponde al contraste de Righi & Ceretta (2015) para el ES, la columna 10 al
contraste de Bellini & Di Bernardino para el Expectil y la última columna a la función de pérdida
asociada al Expectil. Se resalta en color rojo, como algo negativo, los modelos que no pasan el
test correspondiente a un nivel de significación p = 1% y en color azul, como algo positivo, las
funciones de pérdida que menores valores presentan. El guión hace referencia a que no se ha
podido establecer un dictamen debido a alguna indeterminación matemática (00) en el cálculo del
estad́ıstico del test correspondiente, con lo cual no hay un valor posible. La almohadilla indica que
no procede tener un dato ah́ı.
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Tabla 30: Estad́ısticos correspondientes a los diferentes contrastes de backtesting (con sus p-valores
asociados entre paréntesis) para los distintos modelos de predicción del VaR y promedios de las
funciones de pérdida para las diferentes medidas de riesgo VaR1%, ES1% y Expectil1% para la
acción BAYER. En la 1a columna se recoge el ratio de violaciones ⇡, en las columnas 2 a 5 se
recogen los contrastes de validación del VaR, Kupiec(LRuc), Christo↵ersen (LRind, LRcc) y Engle
& Manganelli (DQT). Las columnas 6 a 8 corresponden a las funciones de pérdida para el VaR,
la columna 9 corresponde al contraste de Righi & Ceretta (2015) para el ES, la columna 10 al
contraste de Bellini & Di Bernardino para el Expectil y la última columna a la función de pérdida
asociada al Expectil. Se resalta en color rojo, como algo negativo, los modelos que no pasan el
test correspondiente a un nivel de significación p = 1% y en color azul, como algo positivo, las
funciones de pérdida que menores valores presentan. El guión hace referencia a que no se ha
podido establecer un dictamen debido a alguna indeterminación matemática (00) en el cálculo del
estad́ıstico del test correspondiente, con lo cual no hay un valor posible. La almohadilla indica que
no procede tener un dato ah́ı.
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Tabla 31: Estad́ısticos correspondientes a los diferentes contrastes de backtesting (con sus p-valores
asociados entre paréntesis) para los distintos modelos de predicción del VaR y promedios de las
funciones de pérdida para las diferentes medidas de riesgo VaR1%, ES1% y Expectil1% para el
tipo de cambio $/e. En la 1a columna se recoge el ratio de violaciones ⇡, en las columnas 2 a
5 se recogen los contrastes de validación del VaR, Kupiec(LRuc), Christo↵ersen (LRind, LRcc) y
Engle & Manganelli (DQT). Las columnas 6 a 8 corresponden a las funciones de pérdida para
el VaR, la columna 9 corresponde al contraste de Righi & Ceretta (2015) para el ES, la columna
10 al contraste de Bellini & Di Bernardino para el Expectil y la última columna a la función
de pérdida asociada al Expectil. Se resalta en color rojo, como algo negativo, los modelos que
no pasan el test correspondiente a un nivel de significación p = 1% y en color azul, como algo
positivo, las funciones de pérdida que menores valores presentan. El guión hace referencia a que
no se ha podido establecer un dictamen debido a alguna indeterminación matemática (00) en el
cálculo del estad́ıstico del test correspondiente, con lo cual no hay un valor posible. La almohadilla
indica que no procede tener un dato ah́ı.
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Tabla 32: Estad́ısticos correspondientes a los diferentes contrastes de backtesting (con sus p-valores
asociados entre paréntesis) para los distintos modelos de predicción del VaR y promedios de las
funciones de pérdida para las diferentes medidas de riesgo VaR1%, ES1% y Expectil1% para el
tipo de cambio $/£. En la 1a columna se recoge el ratio de violaciones ⇡, en las columnas 2 a
5 se recogen los contrastes de validación del VaR, Kupiec(LRuc), Christo↵ersen (LRind, LRcc) y
Engle & Manganelli (DQT). Las columnas 6 a 8 corresponden a las funciones de pérdida para
el VaR, la columna 9 corresponde al contraste de Righi & Ceretta (2015) para el ES, la columna
10 al contraste de Bellini & Di Bernardino para el Expectil y la última columna a la función
de pérdida asociada al Expectil. Se resalta en color rojo, como algo negativo, los modelos que
no pasan el test correspondiente a un nivel de significación p = 1% y en color azul, como algo
positivo, las funciones de pérdida que menores valores presentan. El guión hace referencia a que
no se ha podido establecer un dictamen debido a alguna indeterminación matemática (00) en el
cálculo del estad́ıstico del test correspondiente, con lo cual no hay un valor posible. La almohadilla
indica que no procede tener un dato ah́ı.
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Tabla 33: Estad́ısticos correspondientes a los diferentes contrastes de backtesting (con sus p-valores
asociados entre paréntesis) para los distintos modelos de predicción del VaR y promedios de las
funciones de pérdida para las diferentes medidas de riesgo VaR1%, ES1% y Expectil1% para el
tipo de cambio U/ $. En la 1a columna se recoge el ratio de violaciones ⇡, en las columnas 2 a
5 se recogen los contrastes de validación del VaR, Kupiec(LRuc), Christo↵ersen (LRind, LRcc) y
Engle & Manganelli (DQT). Las columnas 6 a 8 corresponden a las funciones de pérdida para
el VaR, la columna 9 corresponde al contraste de Righi & Ceretta (2015) para el ES, la columna
10 al contraste de Bellini & Di Bernardino para el Expectil y la última columna a la función
de pérdida asociada al Expectil. Se resalta en color rojo, como algo negativo, los modelos que
no pasan el test correspondiente a un nivel de significación p = 1% y en color azul, como algo
positivo, las funciones de pérdida que menores valores presentan. El guión hace referencia a que
no se ha podido establecer un dictamen debido a alguna indeterminación matemática (00) en el
cálculo del estad́ıstico del test correspondiente, con lo cual no hay un valor posible. La almohadilla
indica que no procede tener un dato ah́ı.
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Tabla 34: Estad́ısticos correspondientes a los diferentes contrastes de backtesting (con sus p-valores
asociados entre paréntesis) para los distintos modelos de predicción del VaR y promedios de las
funciones de pérdida para las diferentes medidas de riesgo VaR1%, ES1% y Expectil1% para el
petróleo. En la 1a columna se recoge el ratio de violaciones ⇡, en las columnas 2 a 5 se recogen
los contrastes de validación del VaR, Kupiec(LRuc), Christo↵ersen (LRind, LRcc) y Engle &
Manganelli (DQT). Las columnas 6 a 8 corresponden a las funciones de pérdida para el VaR,
la columna 9 corresponde al contraste de Righi & Ceretta (2015) para el ES, la columna 10 al
contraste de Bellini & Di Bernardino para el Expectil y la última columna a la función de pérdida
asociada al Expectil. Se resalta en color rojo, como algo negativo, los modelos que no pasan el
test correspondiente a un nivel de significación p = 1% y en color azul, como algo positivo, las
funciones de pérdida que menores valores presentan. El guión hace referencia a que no se ha
podido establecer un dictamen debido a alguna indeterminación matemática (00) en el cálculo del
estad́ıstico del test correspondiente, con lo cual no hay un valor posible. La almohadilla indica que
no procede tener un dato ah́ı.
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Tabla 35: Estad́ısticos correspondientes a los diferentes contrastes de backtesting (con sus p-valores
asociados entre paréntesis) para los distintos modelos de predicción del VaR y promedios de las
funciones de pérdida para las diferentes medidas de riesgo VaR1%, ES1% y Expectil1% para el
oro. En la 1a columna se recoge el ratio de violaciones ⇡, en las columnas 2 a 5 se recogen
los contrastes de validación del VaR, Kupiec(LRuc), Christo↵ersen (LRind, LRcc) y Engle &
Manganelli (DQT). Las columnas 6 a 8 corresponden a las funciones de pérdida para el VaR,
la columna 9 corresponde al contraste de Righi & Ceretta (2015) para el ES, la columna 10 al
contraste de Bellini & Di Bernardino para el Expectil y la última columna a la función de pérdida
asociada al Expectil. Se resalta en color rojo, como algo negativo, los modelos que no pasan el
test correspondiente a un nivel de significación p = 1% y en color azul, como algo positivo, las
funciones de pérdida que menores valores presentan. El guión hace referencia a que no se ha
podido establecer un dictamen debido a alguna indeterminación matemática (00) en el cálculo del
estad́ıstico del test correspondiente, con lo cual no hay un valor posible. La almohadilla indica que
no procede tener un dato ah́ı.
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Tabla 36: Estad́ısticos correspondientes a los diferentes contrastes de backtesting (con sus p-valores
asociados entre paréntesis) para los distintos modelos de predicción del VaR y promedios de las
funciones de pérdida para las diferentes medidas de riesgo VaR1%, ES1% y Expectil1% para el
gas. En la 1a columna se recoge el ratio de violaciones ⇡, en las columnas 2 a 5 se recogen
los contrastes de validación del VaR, Kupiec(LRuc), Christo↵ersen (LRind, LRcc) y Engle &
Manganelli (DQT). Las columnas 6 a 8 corresponden a las funciones de pérdida para el VaR,
la columna 9 corresponde al contraste de Righi & Ceretta (2015) para el ES, la columna 10 al
contraste de Bellini & Di Bernardino para el Expectil y la última columna a la función de pérdida
asociada al Expectil. Se resalta en color rojo, como algo negativo, los modelos que no pasan el
test correspondiente a un nivel de significación p = 1% y en color azul, como algo positivo, las
funciones de pérdida que menores valores presentan. El guión hace referencia a que no se ha
podido establecer un dictamen debido a alguna indeterminación matemática (00) en el cálculo del
estad́ıstico del test correspondiente, con lo cual no hay un valor posible. La almohadilla indica que
no procede tener un dato ah́ı.
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Tabla 37: Estad́ısticos correspondientes a los diferentes contrastes de backtesting (con sus p-valores
asociados entre paréntesis) para los distintos modelos de predicción del VaR y promedios de las
funciones de pérdida para las diferentes medidas de riesgo VaR1%, ES1% y Expectil1% para la
Letra del Tesoro Español a 1 año. En la 1a columna se recoge el ratio de violaciones ⇡, en las
columnas 2 a 5 se recogen los contrastes de validación del VaR, Kupiec(LRuc), Christo↵ersen
(LRind, LRcc) y Engle & Manganelli (DQT). Las columnas 6 a 8 corresponden a las funciones
de pérdida para el VaR, la columna 9 corresponde al contraste de Righi & Ceretta (2015) para el
ES, la columna 10 al contraste de Bellini & Di Bernardino para el Expectil y la última columna a
la función de pérdida asociada al Expectil. Se resalta en color rojo, como algo negativo, los modelos
que no pasan el test correspondiente a un nivel de significación p = 1% y en color azul, como algo
positivo, las funciones de pérdida que menores valores presentan. El guión hace referencia a que
no se ha podido establecer un dictamen debido a alguna indeterminación matemática (00) en el
cálculo del estad́ıstico del test correspondiente, con lo cual no hay un valor posible. La almohadilla
indica que no procede tener un dato ah́ı.
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Tabla 38: Estad́ısticos correspondientes a los diferentes contrastes de backtesting (con sus p-valores
asociados entre paréntesis) para los distintos modelos de predicción del VaR y promedios de las
funciones de pérdida para las diferentes medidas de riesgo VaR1%, ES1% y Expectil1% para la
T-bill americana a 3 años. En la 1a columna se recoge el ratio de violaciones ⇡, en las columnas 2
a 5 se recogen los contrastes de validación del VaR, Kupiec(LRuc), Christo↵ersen (LRind, LRcc)
y Engle & Manganelli (DQT). Las columnas 6 a 8 corresponden a las funciones de pérdida para
el VaR, la columna 9 corresponde al contraste de Righi & Ceretta (2015) para el ES, la columna
10 al contraste de Bellini & Di Bernardino para el Expectil y la última columna a la función
de pérdida asociada al Expectil. Se resalta en color rojo, como algo negativo, los modelos que
no pasan el test correspondiente a un nivel de significación p = 1% y en color azul, como algo
positivo, las funciones de pérdida que menores valores presentan. El guión hace referencia a que
no se ha podido establecer un dictamen debido a alguna indeterminación matemática (00) en el
cálculo del estad́ıstico del test correspondiente, con lo cual no hay un valor posible. La almohadilla
indica que no procede tener un dato ah́ı.
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Tabla 39: Estad́ısticos correspondientes a los diferentes contrastes de backtesting (con sus p-valores
asociados entre paréntesis) para los distintos modelos de predicción del VaR y promedios de las
funciones de pérdida para las diferentes medidas de riesgo VaR1%, ES1% y Expectil1% para el
bono alemán a 10 años. En la 1a columna se recoge el ratio de violaciones ⇡, en las columnas 2
a 5 se recogen los contrastes de validación del VaR, Kupiec(LRuc), Christo↵ersen (LRind, LRcc)
y Engle & Manganelli (DQT). Las columnas 6 a 8 corresponden a las funciones de pérdida para
el VaR, la columna 9 corresponde al contraste de Righi & Ceretta (2015) para el ES, la columna
10 al contraste de Bellini & Di Bernardino para el Expectil y la última columna a la función
de pérdida asociada al Expectil. Se resalta en color rojo, como algo negativo, los modelos que
no pasan el test correspondiente a un nivel de significación p = 1% y en color azul, como algo
positivo, las funciones de pérdida que menores valores presentan. El guión hace referencia a que
no se ha podido establecer un dictamen debido a alguna indeterminación matemática (00) en el
cálculo del estad́ıstico del test correspondiente, con lo cual no hay un valor posible. La almohadilla
indica que no procede tener un dato ah́ı.
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