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CERTIFICAN:

Que la presente memoria, No Linealidades en la Percepción del Contraste y
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de Imágenes y Estimación del Movimiento.

Juan Gutiérrez Aguado

Memoria presentada para optar al grado de
Doctor en Ingenieŕıa Informática
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1. INTRODUCCIÓN

Las imágenes de escenas naturales (imágenes fotográficas no sintéticas) pre-
sentan un comportamiento estad́ıstico muy particular. Espećıficamente, represen-
tando cada imagen (acromática) de N ×M ṕıxels como un punto en un espacio
de N × M dimensiones, resulta que la densidad de probabilidad de las escenas
naturales en dicho espacio de imágenes es extremadamente no uniforme.

El conocimiento de la naturaleza estad́ıstica de estos est́ımulos puede ser
de gran utilidad en sistemas de procesado de imágenes y visión artificial. Por
citar algunos ejemplos, cuando se considera una imagen fotográfica que ha sido
degradada por algún tipo de ruido, el proceso de restauración puede entenderse
como la búsqueda de la imagen con caracteŕısticas estad́ısticas naturales que
esté más próxima a la observación ruidosa. El problema de la codificación de
imágenes esencialmente se reduce a utilizar una mayor proporción de los bits
disponibles para codificar aquellas regiones del espacio de imágenes que estén más
densamente pobladas. Y problemas tales como el incremento de resolución o la
śıntesis de imágenes involucran la selección de una imagen (una muestra) de alta
probabilidad de la distribución de imágenes naturales introduciendo quizá algún
conjunto de restricciones. Por este motivo el desarrollo de modelos que revelen
caracteŕısticas estad́ısticas t́ıpicas de las imágenes es de gran utilidad en ese tipo
de aplicaciones.

No obstante, a la hora de abordar el problema de la adecuada representación
de las señales para la solución de problemas de procesado de imágenes (que es
equivalente a la descripción de las caracteŕısticas estad́ısticas de las imágenes),
es posible otra aproximación diferente.

Los sistemas biológicos de visión están expuestos de forma continua a este tipo
de señales y gracias al desarrollo evolutivo han organizado sus sensores para resol-
ver de forma muy eficiente problemas de procesado de imágenes. La comprensión
del funcionamiento, las reglas de organización de dichos sistemas y la relación de
estos con la estad́ıstica de las señales que deben procesar puede resultar muy útil
en aplicaciones como las citadas arriba.

En esta Tesis adoptamos esta segunda aproximación en una doble vertiente:
(1) profundizando en la interpretación del comportamiento de los sensores corti-
cales del sistema visual humano según la estad́ıstica de las imágenes naturales,
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y (2) utilizando los modelos paramétricos de este comportamiento como alterna-
tivas a la modelización estad́ıstica de la señal en aplicaciones de restauración de
imágenes, codificación y estimación eficiente del movimiento.

En primer lugar, consideremos esquemáticamente las etapas tempranas del
proceso de visión en los mamı́feros para centrar cuales son los problemas abiertos
en cuanto a la comprensión de su funcionamiento y la relación de este funciona-
miento con ciertos problemas de procesado de imágenes.

Este proceso comienza en las neuronas situadas en la retina que transforman
la luz incidente en est́ımulos eléctricos que son enviados a través de los núcleos
laterales geniculados (NLG) hacia el cortex visual, donde es analizada en primera
instancia por el área V1. En este camino, el est́ımulo sigue diferentes rutas siendo
transformado y procesado en paralelo. La información extráıda de cada una de
estas rutas es analizada en etapas posteriores de forma independiente [1], es decir,
cada una de estas rutas contiene información que puede ser utilizada para tomar
decisiones independientemente del resto de las rutas.

Las propiedades de los sensores de V1 han sido estudiadas siguiendo los tra-
bajos de Hubel y Weisel [2] en los que determinaron cuales eran los est́ımulos
que excitan óptimamente a las neuronas de esta región. Encontraron dos tipos
de neuronas a las que denominaron simples y complejas. Las primeras responden
ante barras de una determinada orientación, escala y colocadas en una posición
espećıfica en el campo visual y las segundas responden ante barras de una deter-
minada orientación pero pueden aparecer en cualquier posición del campo visual.1

Otra caracteŕıstica notable que presentan las neuronas de V1 es que responden
no linealmente al contraste del est́ımulo [4]. Además de esta saturación en la
respuesta, la respuesta de una neurona al est́ımulo óptimo se ve afectada por
la presencia de otros est́ımulos [5]: la respuesta disminuye en presencia de otros
est́ımulos que se conocen como est́ımulos de enmascaramiento.

Una vez conocidas las propiedades de las etapas iniciales de los sistemas senso-
riales es posible proponer modelos emṕıricos que sistematicen dichas propiedades.
El modelo más simple es un modelo lineal en el que se propone un análisis de la
imagen utilizando un banco de filtros pasa banda [6, 7, 8, 9] de tipo wavelet [10]
y la aplicación de una ganancia dependiente de la frecuencia a cada uno de los
coeficientes obtenidos [11]. Los modelos más recientes incorporan una no lineali-
dad tras el banco de filtros que puede ser puntual [12, 13] o que puede involucrar
a los coeficientes vecinos [4, 14, 15, 5].

Esta enumeración de las propiedades de las neuronas no responde sin em-

1 Como en tantas otras ocasiones estos descubrimientos fueron casuales ya que los est́ımulos
diseñados para excitar a la neurona objetivo en el cortex visual del gato no produćıan ninguna
excitación. En uno de los experimentos, la neurona respondió al borde del cristal (en el que se
encontraba el est́ımulo) cuando era introducido en su soporte [3].
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bargo a las preguntas: ¿por qué los sistemas sensoriales tienen una determinada
estructura?, de todas las posibles estructuras que pueden surgir a partir de los
elementos disponibles sólo unas cuantas están presentes, ¿son las estructuras ge-
neradas óptimas o al menos favorecidas sobre otras?, ¿respecto a qué objetivo?. Si
somos capaces de encontrar este principio, estaŕıamos describiendo estas primeras
etapas como el modo en el que la bioloǵıa consigue lograr dicho objetivo.

La respuesta a esta pregunta se puede abordar desde dos perspectivas [16].
La primera consiste en la investigación de cómo mecanismos de bajo nivel (a
nivel de neuronas) pueden general los tipos de estructuras neuronales que se
encuentran en las primeras etapas de los sistemas perceptuales. Esta aproximación
conlleva modelar la formación y la modificación de las conexiones neuronales
mediante reglas simples (por ejemplo reglas tipo Hebb para ajustar los pesos entre
conexiones), expresar estas reglas matemáticamente y realizar simulaciones para
comprobar qué tipo de estructuras generan. El tipo de estructuras que se forman y
que han sido estudiadas incluyen campos receptivos selectivos a la orientación [17].
La segunda aproximación consiste en una serie de ideas sobre cómo se pueden
codificar y transformar los datos en un sistema perceptual y para qué pueden
servir estas transformaciones desde el punto de vista de la teoŕıa de la información,
es lo que se conoce como la hipótesis de la codificación eficiente [18, 19, 20, 21]
(también conocida como hipótesis de Barlow).

La hipótesis de la codificación eficiente proporciona una conexión entre las
propiedades estad́ısticas de las imágenes naturales y la estructura de los sistemas
visuales biológicos expuestos a estos est́ımulos. En esta hipótesis se propone un
principio simple de autoorganización para las neuronas sensoriales: deben organi-
zar sus conexiones de forma que la información sensorial de entrada se codifique
para maximizar la independencia estad́ıstica de sus salidas (y por tanto se mini-
mize la redundancia).

Hay dos metodoloǵıas básicas para probar y refinar la hipótesis de la codifica-
ción eficiente, (1) una aproximación directa que consiste en examinar las propie-
dades estad́ısticas de las respuestas sensoriales frente a un conjunto de est́ımulos
naturales, o (2) utilizar propiedades estad́ısticas de las imágenes naturales para
derivar modelos de procesado sensorial temprano.

Esta segunda metodoloǵıa ha dado lugar a un nuevo campo de investigación
cuyo objetivo es determinar si las propiedades de los sistemas sensoriales son
explicadas por la estad́ıstica de los est́ımulos a los que están expuestos. Esta
aproximación presupone que existe una serie de propiedades estad́ısticas com-
partidas por la mayoŕıa de las escenas y que mediante la caracterización de estas
regularidades es posible obtener conocimiento sobre el funcionamiento del sistema
visual.

Siguiendo esta aproximación se han deducido exitosamente la propiedades li-
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neales del sistema visual [22, 20, 23], si embargo respecto a las propiedades no
lineales se han obtenido resultados equivalentes pero imponiendo la forma fun-
cional de los modelos emṕıricos [24, 25, 26]. Este conjunto de resultados sugiere
que el sistema visual está adaptado a la estad́ıstica de los est́ımulos. Por tan-
to parece razonable pensar que los modelos de percepción podŕıan sustituir a
los modelos estad́ısticos de los est́ımulos en aplicaciones de procesado de imáge-
nes (por ejemplo para diseñar cuantizadores [27] o como modelo de imagen en
restauración [28]).

1.1. Aportaciones presentadas en esta Tesis

En el contexto descrito en la sección anterior, las aportaciones presentadas en
esta Tesis son tres:

1. La saturación de la respuesta de V1 y las interacciones de en-
mascaramiento emergen directamente de los est́ımulos naturales
(Trabajo A). Se ha mostrado que las propiedades no-lineales mas relevan-
tes de los sensores de V1 emergen directamente de los est́ımulos naturales
aplicando un Análisis en Componentes Independientes (ICA) no-lineal ori-
ginal. Desde un punto de vista teórico esto supone un resultado adicional
(y con menos asunciones que otros trabajos previos) en favor de la hipóte-
sis de la codificación eficiente, y desde un punto de vista técnico, el ICA
no-lineal propuesto puede servir de herramienta para el análisis global de
señales no-gaussianas.

2. La utilización de la entroṕıa perceptual en la estimación del movi-
miento genera un flujo óptico más robusto (Trabajos B, C, y D).
Se ha profundizado en el análisis de los efectos de la inclusión de modelos
de respuesta perceptual no-lineal en el diseño de cuantizadores para codi-
ficación de v́ıdeo. En concreto, por una parte, se ha mostrado que el uso
de un criterio de control de la estimación adaptativa de movimiento basado
en la entroṕıa perceptual (que hace uso del modelo de respuesta no-lineal),
proporciona un flujo óptico más robusto y más adecuado para la segmen-
tación de objetos basada en movimiento. Por otra parte, se ha analizado
la importancia relativa de los avances en la estimación de movimiento y el
diseño de cuantizadores en la calidad de las secuencias codificadas por sis-
temas de compresión de video basados en la compensación del movimiento
y la cuantizacion de la transformada.

3. La respuesta no lineal puede utilizarse como alternativa a los mo-
delos estad́ısticos de segundo orden en restauración basada en
regularización (Trabajo E). Se han utilizado modelos de respuesta per-
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ceptual no-lineal para definir operadores de penalización para la restaura-
ción de imágenes degradadas en el contexto de la teoŕıa de la regularización.
La aproximación (perceptual) utilizada para el diseño de los operadores es
alternativa a la modelización estad́ıstica de las imágenes en el sentido de
que el modelo perceptual utilizado puede recoger propiedades que van más
allá de las que pueden capturar los modelos estad́ısticos de segundo orden
(basados en la autocorrelación).

De esta forma, se ha continuado con trabajo desarrollado previamente dentro
del grupo de investigación pero también se han abierto nuevas ĺıneas que pueden
extenderse en un futuro próximo.

1.2. Organización de la memoria

En el caṕıtulo 2 se realiza una revisión de los diferentes modelos emṕıricos
que recogen las propiedades de las primeras etapas del procesado visual. En el
caṕıtulo 3 se presenta el trabajo realizado sobre la obtención de propiedades de
las no linealidades de la neuronas de V1 utilizando la hipótesis de la codifica-
ción eficiente. El caṕıtulo 4 muestra el trabajo realizado para la evaluación de
las caracteŕısticas del flujo óptico en el contexto de la codificación de v́ıdeo al
introducir aspectos perceptuales. En el caṕıtulo 5 se describe el trabajo realizado
en el campo de la restauración de imágenes en el marco de la regularización en el
que se propone la utilización de operadores de penalización basados en un mode-
lo perceptual. Finalmente, el caṕıtulo 6 está dedicado a las conclusiones. Como
apéndice se adjuntan los cinco trabajos que forman el compendio de publicaciones
de esta Tesis.

1.3. Descripción de los Trabajos

El orden de exposición de los trabajos que conforman esta Tesis viene deter-
minado por la agrupación en tres bloques: estudio relacionado con la hipótesis
de la codificación eficiente (Trabajo A), estudio relacionado con la estimación del
movimiento en el contexto de la codificación de video (Trabajos C, B y D) y
estudio relacionado con la restauración de imágenes (Trabajo E).

Trabajo A V1 non-linear properties emerge from local linear ICA. Jesús
Malo, Juan Gutiérrez y José Rovira. En proceso de revisión en Network:
Computation in Neural Systems

Este trabajo de naturaleza teórica muestra cómo a partir de la hipótesis de
la codificación eficiente [18, 19] se pueden reproducir propiedades de las no
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linealidades observadas en neuronas de la región V1. En este sentido este
trabajo extiende, por resaltar dos trabajos representativos que se basan
en la hipótesis de Barlow, los resultados de B. Olshausen y D. Field [20]
donde muestran que un algoritmo que aprende códigos dispersos (sparse)
a partir de un conjunto de imágenes naturales produce como resultado
funciones base lineales similares a los campos receptivos de V1 y por otra
parte los resultados de O. Schwartz y E. Simoncelli [24] donde muestran
que partiendo de una no linealidad concreta (el modelo de normalización
divisiva) y ajustando los parámetros de esta no linealidad de forma que las
respuestas resultantes sean independientes se reproducen propiedades de
las no linealidades observadas en V1.

En nuestro trabajo, a diferencia de [24], no asumimos ninguna forma fun-
cional para la no linealidad, sino que las curvas de respuesta emergen di-
rectamente de los datos (imágenes o est́ımulos).

Además, desde el punto de vista técnico, se propone una nueva forma de
resolver el ICA no lineal. En este sentido el trabajo extiende los trabajos
de Karhunen [29] y Leen [30] en los que para analizar densidades de pro-
babilidad (PDFs) no Gaussianas utilizan representaciones lineales locales
(ICAs y PCAs respectivamente) basados en una preclasificación de los da-
tos en agrupaciones sin llegar a obtener una única representación global.
En nuestra aproximación utilizamos un método diferencial para conectar
las diferentes representaciones ICA locales en una única representación no
lineal global.

Trabajo B Importance of quantizer design compared to optimal multi-
grid motion estimation in video coding. Jesús Malo, Francesc Ferri,
Juan Gutiérrez e Irene Epifanio. IEE Electronics Letters, Vol. 36, 9, pp.
807-809, 2000

En este trabajo se evalúa la importancia relativa entre el cuantizador y
la estimación del movimiento en el contexto de la codificación de video.
La estimación del flujo óptico y la cuantización de la transformada DCT
del error de predicción juegan papeles complementarios en esquemas de
codificación de video con compensación de movimiento. En este trabajo se
muestra que en cuanto al efecto visual de la secuencia reconstruida son más
importantes las mejoras en el cuantizador que una estimación óptima del
flujo óptico.

Trabajo C Perceptually weighted optical flow for motion-based segmen-
tation in MPEG-4. Jesus Malo, Juan Gutiérrez, Irene Epifanio y Fran-
cesc Ferri. IEE Electronics Letters, Vol 36, No. 20, pp. 1693-1694, 2000

En este trabajo se muestra que el uso de la entroṕıa perceptual [31, 32] (ba-
sado en un modelo de respuesta no lineal puntual) en algoritmos jerárquicos
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de estimación del flujo óptico, produce soluciones más robustas y con más
significado: las segmentaciones a partir del flujo están más correlacionadas
con los objetos en movimiento en las escenas. La medida de entroṕıa per-
ceptual involucra una cuantización alternativa a los cuantizadores obtenidos
estad́ısticamente [33, 34].

Para ello, se evalúan diversos métodos de estimación del flujo óptico en el
contexto de la codificación de video atendiendo a su utilidad para la segmen-
tación. Estos métodos son: flujo basado en la correspondencia de bloques
uniformes [35], flujo adaptativo basado en la correspondencia de bloques
basado en un criterio de división que utiliza la entroṕıa de la imagen de
error en el dominio espacial (criterio definido por F. Dufaux y F. Mosche-
ni [36]) y flujo adaptativo basado en la correspondencia de bloques basado
en un criterio de división que utiliza la entroṕıa perceptual de la señal de
error (criterio definido por J. Malo et al. [37]).

Los experimentos involucran métodos estándar de cálculo de Video Object
Planes (VOPs) [38, 39], y la proposición de una función de mérito origi-
nal (basada en la distancia chamfer [40]) para evaluar la calidad de las
segmentaciones.

Trabajo D Perceptual feed-back in multigrid motion estimation using
an improved DCT quantization. Jesús Malo, Juan Gutiérrez, Irene
Epifanio, Francesc Ferri y José Maŕıa Artigas IEEE Transactions on Image
Processing Vol.10, 10, pp. 1411-1427, 2001

Este trabajo presenta un esquema general de codificación de video con com-
pensación del movimiento en el que se introducen aspectos perceptuales tan-
to en la estimación del movimiento como en el cuantizador. Se ofrece una
visión de conjunto de diversos resultados parciales que hab́ıan sido publica-
dos con anterioridad (flujo óptico [37] y Trabajos C y B, y codificación de
imágenes estáticas [27, 41]) junto con nuevos experimentos no presentados
anteriormente.

Trabajo E Regularization operators for natural images based on non-
linear perception models. Juan Gutiérrez, Francesc Ferri y Jesús Malo
IEEE Transactions on Image Processing (aceptado en noviembre de 2004)

En este trabajo se define una clase de operadores de penalización basados
en el modelo de respuesta no lineal con interacción entre coeficientes en el
contexto de la restauración de imágenes degradadas (mediante emborrona-
miento y adición de ruido) cuando se utiliza como método de resolución la
regularización de Tikhonov [42] junto con el método de la L-curva [43].

Estos operadores se han comparado con otros ya clásicos y no adaptativos
(como son el operador basado en la segunda derivada y un operador basado
en la Función de Sensibilidad al Contraste) y con operadores adaptativos
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basados en modelos autorregresivos (de diferente orden) siempre dentro de
la formulación indicada anteriormente.

Los operadores son analizados desde diversos puntos de vista:

1. en la tarea de restauración con diferentes imágenes y con diferentes
niveles de degradación (desde una degradación que consiste casi ex-
clusivamente en emborronamiento hasta una degradación que consiste
casi exclusivamente en ruido), además se muestra el comportamien-
to en imágenes naturalmente degradadas (tomadas con una cámara
digital en diferentes condiciones de iluminación).

2. se introduce la noción de sensibilidad del operador frente al parámetro
de regularización y se evalúa la sensibilidad de los diferentes operadores
adaptativos,

3. se introduce la noción de robustez de un operador frente a la degrada-
ción y se evalúa la robustez de los diferentes operadores.

Los experimentos realizados muestran que los operadores propuestos fun-
cionan bajo un amplio rango de degradaciones y pueden resultar una al-
ternativa válida frente a operadores basados en la estad́ıstica de segundo
orden.



2. MODELOS DE RESPUESTA AL CONTRASTE Y MÉTRICAS
INDUCIDAS

En esta sección se revisará el modelo general de respuesta al contraste ante
un est́ımulo. Este modelo implica una secuencia de transformaciones a diferentes
dominios. Se revisarán tres modelos de respuesta: un modelo lineal, un modelo
no lineal sin interacción entre coeficientes y un modelo no lineal con interacción
entre coeficientes. Se mostrará cómo el modelo de respuesta induce una métrica
en cada uno de los dominios.

El modelo general se utiliza en el Trabajo A y diferentes modelos funcionales
de no linealidad se utilizarán en el resto de las publicaciones.

2.1. Modelo general de respuesta

Los modelos de respuesta de visión temprana frente al contraste comprenden
dos etapas [5, 14, 15]. En la primera, la señal es analizada en un dominio de
frecuencia local mediante un conjunto de filtros pasa banda. En los modelos más
antiguos, la segunda etapa es simplemente una ganancia aplicada a cada coefi-
ciente. En cambio, los modelos más recientes aplican una no linealidad que puede
involucrar a un único coeficiente o a una serie de coeficientes, según una for-
ma funcional conocida genéricamente como normalización divisiva [4]. Podemos
describir estas dos etapas como1

i
W // c R // r (2.1)

donde el vector i representa a la imagen, W es un banco de filtros pasa banda
con respuestas impulsionales localizadas espacio frecuencialmente. Cada fila de
esta matriz representa la función campo receptivo de cada sensor (el tipo de
transformadas utilizadas habitualmente en la literatura incluyen transformadas

1 Debido a que en cada trabajo se utiliza una notación diferente, a la hora de redactar la
memoria se presentaban dos alternativas: utilizar en cada caṕıtulo de la memoria una notación
diferente que se correspondiera con lo presentado en los trabajos, o por el contrario, intentar
unificar la notación con el fin de facilitar la lectura de la memoria a costa de que la notación no
se correspondiera con los trabajos. La opción elegida ha sido la segunda.
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wavelet [6, 7, 8, 9] o ICA [44] y aproximaciones más groseras como DCT o Fourier
local). El vector c es la imagen transformada, R es una transformación que puede
ser lineal o no lineal y el vector r es la respuesta final a la imagen.

El estudio de estas transformaciones se puede abordar desde diferentes pers-
pectivas:

Psicof́ısica [11, 45, 46]: realizando experimentos que determinen los umbra-
les de discriminación (punto en el que un est́ımulo puede ser detectado, o
puede ser detectada una variación respecto a un est́ımulo dado).

Neurofisiolófica [2, 47, 14]: realizando medidas de respuesta en neuronas
individuales o grupos de neuronas ante est́ımulos naturales.

Estad́ıstica [48, 24, 49, 21]: a partir de muestras de i y alguna hipótesis sobre
cuál es el objetivo que persigue el sistema se intenta obtener W o reproducir
las propiedades de R. El uso de esta hipótesis ha permitido reproducir las
propiedades de los campos receptivos y ha permitido reproducir propiedades
de las no-linealidades utilizando un modelo concreto de no-linealidad.

Según esta última aproximación, la obtención de los modelos es importante
ya que representan la adaptación, mediante evolución, del sistema visual huma-
no a los est́ımulos a los que está sometido, y por lo tanto podŕıan ser utilizados
como alternativa a los modelos basados en la estad́ıstica de la señal. Como vere-
mos, estos modelos de respuesta se pueden utilizar para diseñar cuantizadores (la
idea se puede expresar de una forma simple: colocar más bits donde es sistema
visual es más sensible) y para definir operadores de penalización en el contexto
de la restauración (la idea de nuevo se puede expresar de forma simple: no se
debe penalizar en la solución la presencia de caracteŕısticas que el sistema visual
considera relevantes).

2.2. Métrica inducida por el modelo de respuesta

En esta sección mostraremos cómo un modelo de respuesta induce una métri-
ca en cada uno de los diferentes dominios. El conocimiento de la métrica es
importante ya que, como mostraremos en los caṕıtulos siguientes, permite di-
señar cuantizadores perceptuales, permite medir la similitud entre fotogramas y
permite conocer cuales son las direcciones más y menos sensibles desde el punto
de vista perceptual cuando estamos en presencia de un determinado est́ımulo.

En el dominio r se asume que la distancia entre un punto r y un punto cercano
r + ∆r es Euclidea, es decir, el lugar geométrico de los puntos que están a una
distancia ∆r de un punto dado es una hiper-esfera, y además estas hiper-esferas
son iguales en todos los puntos del dominio r,



2.3. Modelo de respuesta lineal 13

d(r, r + ∆r) = ∆rT ∆r

Puesto que la distancia debe ser igual independientemente del dominio y
utilizando ∆r = R(c + ∆c)−R(c) tenemos

d(c, c + ∆c) = d(r, r + ∆r) =
(
R(c + ∆c)−R(c)

)T (
R(c + ∆c)−R(c)

)
(2.2)

El primer término del desarrollo en serie de Taylor de R en torno al punto c
viene dado por

R(c + ∆c) = R(c) +∇R(c)∆c

Sustituyendo esta expresión en la ecuación 2.2

d(c, c + ∆c) = ∆cT∇RT∇R∆c

Por lo tanto, la matriz métrica, G, en el dominio c viene dada por

G(a) = ∇R(c)T∇R(c)

∇R(c) representa la sensibilidad del sistema en el punto c: un ∇R(c) grande
significa que una pequeña variación en la entrada ∆c implica un cambio grande en
la respuesta, y por lo tanto la métrica no es más que el cuadrado de la sensibilidad.
Como se puede observar la elección de un modelo de respuesta induce una métrica
en el dominio c (y también en el dominio i).

2.3. Modelo de respuesta lineal

En este caso, la respuesta rf se define como [11]

rf = Rf (cf ) = CSFf · cf (2.3)

donde CSFf es el valor de la función de sensibilidad al contraste2 para la frecuen-
cia f . La figura 2.1 muestra la forma de esta función y la respuesta para diferentes
coeficientes. Como se puede observar para conseguir un mismo incremento de res-
puesta hay que aplicar un incremento de contraste diferente para cada coeficiente,
sin embargo, para un coeficiente dado el incremento de contraste no depende del
contraste.

La matriz métrica en este caso es una matriz diagonal y no depende del
contraste del est́ımulo

2 El contraste se define como la amplitud de un coeficiente dividido por la luminancia media.
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Gff (cf ) = CSF2
f

Con este modelo de respuesta el lugar geométrico de los puntos que están a
una distancia ∆c de un punto dado, c, es una hiper-elipse con los ejes orientados
según las funciones base de W. Además estas hiper-elipses son iguales en todos
los puntos del dominio c.

Este modelo de respuesta es el que está en la base de JPEG [50, 41, 27] y se
ha utilizado recientemente para definir perfiles adaptativos en el dominio DCT
para máquinas de vectores soporte para la compresión de imágenes [51].
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Fig. 2.1: Parámetro y ejemplos de respuesta para el modelo lineal. a) Forma de la fun-
ción de sensibilidad al contraste. b), c) y d) ejemplos de respuesta para tres
frecuencias. Los incrementos a aplicar en c para conseguir el mismo incremento
en r dependen de la frecuencia pero no del contraste.
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2.4. Modelo de respuesta no-lineal sin interacción

La respuesta, rf , se define como [12, 13, 45]

rf = Rf (cf ) =
αf · |cf |2

βf + |cf |2
(2.4)

El ajuste de la respuesta a datos experimentales de umbrales incrementales
proporciona los parámetros αf y βf que se muestran en la figura 2.2 junto con
ejemplos de respuesta para tres frecuencias.

La matriz métrica en este caso es una matriz diagonal pero a diferencia del
caso anterior śı que depende del contraste del est́ımulo,

Gff (cf ) = c2
f

4α2
fβ2

f

(βf + c2
f )4

(2.5)

la figura 2.3 muestra la sensibilidad, ∇Rf (cf ), y la métrica Gf (cf ) en función de
la frecuencia y el contraste.

Este modelo de respuesta implica que el lugar geométrico de los puntos que
están a una distancia ∆c de un punto dado es una hiper-elipse orientada según
las funciones base de W pero la longitud de los ejes de estas hiper-elipses crece
con el contraste de c.

Este modelo de respuesta siendo la etapa lineal una transformada de DCT
local se utiliza en las publicaciones C, B y D.

2.5. Modelo de respuesta no-lineal con interacción

La respuesta, rf , se define como [4, 5]

rf (c) =
αf |cf |2

βf +
∑

f ′
(
hff ′ |cf ′ |2

) (2.6)

hff ′ representa el peso que tiene cada coeficiente c′f en la inhibición de la respuesta
al coeficiente cf . El peso es mayor cuanto más próximas son las frecuencias f y
f ′. Además la forma de este kernel de interacción depende de la transformada
que se esté utilizando en la etapa lineal.

La existencia de estas relaciones entre coeficientes ha sido observada en di-
ferentes dominios frecuenciales realizando estad́ıstica de coeficientes cuando los
est́ımulos son imágenes naturales, por ejemplo en wavelets se ha mostrado que la
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Fig. 2.2: Parámetros y ejemplos de respuesta para el modelo no lineal sin interacción.
En la primera fila se muestra el ajuste de los parámetros αf y βf de la ecua-
ción 2.4. En la segunda y tercera filas se muestran ejemplos de respuesta para
tres frecuencias. En este caso, para conseguir incrementos iguales en rf hay que
aplicar incrementos que son dependientes del contraste.
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Fig. 2.3: Gradiente de la respuesta, a), y métrica, b), en función de la frecuencia y el
contraste del est́ımulo para el modelo de respuesta no lineal sin interacción
entre coeficientes.

probabilidad condicional de un coeficiente dado otro tiene una forma de pajari-
ta [24, 26], indicando que si aumenta el valor del coeficiente dado, la varianza del
otro coeficiente aumenta. Un efecto similar se ha mostrado en el dominio ICA [52].
En el dominio DCT local también se ha mostrado esta dependencia [53]. En la
figura 1 del Trabajo E se muestra que estas relaciones también se dan en el domi-
nio de Fourier local. Se puede observar que el número de coeficientes relacionados
con uno dado se incrementa con la frecuencia del coeficiente.

Los parámetros que aparecen en esta ecuación y diversos ejemplos de respuesta
se muestran en la figura 2.4 cuando la etapa lineal es una DCT local.

Utilizando este modelo, podemos ver cual es la variación de la respuesta cuan-
do el est́ımulo está formado por dos funciones base. Una de las funciones base
actúa como enmascaramiento y la otra función base como est́ımulo. La figura 2.5
muestra cual es la respuesta ante el est́ımulo (una función base DCT de frecuencia
10.6 cpg) para diferentes valores del contraste del enmascaramiento (una función
base DCT de frecuencia 15 cpg) cuando se utiliza la ecuación 2.6.

Para este modelo de respuesta, la matriz métrica es no diagonal y depende
de la entrada:

Gff ′(c) = 4α2
f

(
cf

βf +
∑

f ′
(
hff ′ |cf ′ |2

)δff ′ −
c2
fcf ′(

βf +
∑

f ′(hff ′ |cf ′ |2)
)2 hff ′

)2

Según este modelo de respuesta el lugar geométrico de los puntos que están
a una distancia ∆c de un punto dado es una hiper-elipse que no está orientada
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Fig. 2.4: Parámetros y ejemplos de respuesta para el modelo no lineal con interacción.
a) αf , b) βf , c) hff ′ y d) ejemplos de respuesta para tres frecuencias. Para
obtener estas respuestas se ha considerado que el est́ımulo contiene únicamente
una función base de la frecuencia indicada.

según las funciones base de W y además la longitud de los ejes de estas hiper-
elipses depende del est́ımulo c.

Este modelo de respuesta siendo la etapa lineal una transformada de Fourier
local se utiliza en el Trabajo E.
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Fig. 2.5: Respuesta ante dos est́ımulos para diferentes contrastes del enmascaramiento
calculada utilizando la ecuación 2.6. a) El est́ımulo es una función base DCT de
frecuencia 10.6 cpg y el enmascaramiento es otra función base DCT de frecuencia
15 cpg. b) El est́ımulo es una función base DCT de frecuencia 13.6 cpg y el
enmascaramiento es el mismo que el anterior. Como se puede observar, en ambos
casos, cuando se incrementa el contraste del enmascaramiento (ćırculo: contraste
0, cuadrado: contraste 0.2 y rombo: contraste 0.5) la respuesta ante el est́ımulo
disminuye. Sin embargo esta disminución es más acusada si las frecuencias del
est́ımulo y del enmascarador están más próximas.
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3. OBTENCIÓN DE PROPIEDADES DE LAS NO LINEALIDADES DE
V1 A PARTIR DEL ANÁLISIS EN COMPONENTES

INDEPENDIENTES LOCAL

En los caṕıtulos anteriores se ha comentado que las propiedades de la repre-
sentación de imágenes en las etapas de bajo nivel del sistema visual humano se
pueden entender mediante el estudio de la estad́ıstica de los est́ımulos naturales.

A partir de una serie de est́ımulos naturales y de alguna hipótesis que in-
dique cuál es el objetivo que se persigue con la transformación o secuencia de
transformaciones es posible reproducir propiedades que se han obtenido median-
te experimentos psicof́ısicos o neurofisiológicos. La siguiente lista muestra tres
ejemplos representativos:

Por un lado Joseph J. Atick [22] explora el principio de la representación
eficiente de la información como un principio que gúıa el diseño del proceso
sensorial, de este modo muestra cómo utilizando este principio se puede
obtener la función de sensibilidad al contraste (CSF).

Por otro lado, B. A. Olshausen y D. J. Field [20] muestran que un algoritmo
que intenta encontrar códigos lineales dispersos (se busca un código de baja
entroṕıa en el cual la distribución de probabilidad de actividad de cada
coeficiente sea unimodal y con un pico en cero) para imágenes naturales
desarrolla una familia completa de campos receptivos localizados, pasa-
banda y orientados, similares a los encontrados en el cortex primario (V1).
Es decir, reproducen propiedades de la etapa lineal.

Finalmente, O. Schwartz and E. Simoncelli [24] obtienen los parámetros
del modelo normalización divisiva, asumiendo que las respuestas deben ser
independientes. Muestran que esto proporciona una buena caracterización
de las propiedades de respuesta no lineal de neuronas t́ıpicas en el cortex
visual primario o en el nervio auditivo.

El trabajo presentado en este caṕıtulo también se centra en la reproducción del
comportamiento no lineal de V1 utilizando la hipótesis de la codificación eficiente.
No obstante, su originalidad radica en el hecho de que a diferencia de [24], no se
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impone ninguna forma funcional particular para la no linealidad de manera que
se resalta el hecho de que ésta emerge directamente de los datos.

Desde el punto de vista técnico, en este trabajo la transformación no lineal
surge de la aplicación de una solución novedosa del Análisis en Componentes
Independientes (ICA) no lineal.

3.1. ICA lineal y no lineal

Un problema central en diversas disciplinas (estad́ıstica, procesado de señales,
análisis de datos,...) es la búsqueda de una representación adecuada de los datos.
Es importante que los datos estén representados de tal forma que se facilite su
análisis posterior, ya se trate de reconocimiento de patrones, de compresión de
los datos, de eliminación de ruido, etc. En determinadas ocasiones el objetivo de
esta transformación es conseguir que los datos en esta nueva transformación sean
estad́ısticamente independientes.

En la literatura se pueden encontrar diferentes principios y métodos des-
arrollados para obtener transformaciones lineales o no lineales apropiadas para
conseguir el anterior objetivo. Algunos ejemplos son el análisis en componentes
principales (PCA) o transformada de Karhunen-Loeve y el análisis en compo-
nentes independientes. Estos métodos definen un principio que especifica bajo
qué criterios la transformación es óptima. Por ejemplo en el PCA la transforma-
ción lineal óptima es aquella que elimina las correlaciones de segundo orden de
los datos transformados, sin embargo este criterio no garantiza que los datos sean
independientes en esta representación cuando la PDF no es Gaussiana.

En el análisis en componentes independientes el objetivo básico es encontrar
una transformación de los datos de forma que se maximice la independencia entre
las componentes si s.

En el caso del ICA lineal [44, 54] el problema se puede formular como la esti-
mación del siguiente modelo generativo de los datos, donde los datos i se obtienen
a partir de una combinación lineal de un conjunto de fuentes, rj , independientes,

i = Ar (3.1)

donde la matriz A se conoce como matriz de mezcla. La matriz W (que coinci-
dirá con A−1 en el caso de matrices cuadradas) que lleva del dominio i al dominio
r se conoce como matriz de separación.

Este modelo es, en general, insuficiente ya que por una parte es lineal, y por
otra parte describe todos los datos utilizando las mismas caracteŕısticas globales
(mediante un único conjunto de funciones base).
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A pesar de estas debilidades hay que decir que uno de los éxitos del ICA
cuando se aplica sobre un conjunto de imágenes naturales es que se obtienen
funciones base con propiedades similares a los campos receptivos (es decir, locali-
zación espacial, filtros pasa banda y orientados) [21, 55, 20] a diferencia de lo que
se obtendŕıa utilizando un análisis en componentes principales (que proporcio-
nan un conjunto de funciones base tipo DCT). La figura 3.1 muestra un ejemplo
de las funciones base que se obtendŕıan utilizando como datos de entrenamiento
est́ımulos correspondientes de imágenes naturales de tamaño 16×16.

Fig. 3.1: Columnas de la matriz de mezcla A. Los datos de entrada para la obtención de
esta matriz mezcla son est́ımulos naturales de tamaño 16×16.

El análisis en componentes independientes no lineal extiende el modelo ante-
rior asumiendo que las componentes de los vectores de datos i dependen de un
modo no lineal de las componentes independientes r,

i = F (r) (3.2)

donde F es una función no lineal de mezcla. El problema, al igual que en el caso
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anterior, consiste en la estimación de las componentes independientes s utilizando
únicamente observaciones de las mezclas i. Sin embargo en el caso no lineal no
existe una solución única [56] siendo necesario imponer algún tipo de restricción.

Los métodos que se basan en métodos lineales [44, 29, 30] dividen los datos
en agrupaciones y obtienen un modelo lineal en cada una de ellas. Mediante las
agrupaciones se consigue dividir el problema no lineal global en una serie de
subproblemas en los que se puede adoptar una aproximación lineal local.

Sin embargo, tal y como vamos a mostrar, es posible relacionar los subpro-
blemas locales lineales para obtener una representación global no lineal.

3.2. No linealidades de la percepción a partir de un ICA no lineal

Si el objetivo de la representación cortical, según la hipótesis de la codificación
eficiente, es conseguir la independencia de los coeficientes en esta representación,
podemos considerar que la secuencia de transformaciones mostrada en la ecua-
ción (2.1) del caṕıtulo 2 se puede contemplar como un ICA no lineal.

En este esquema, hay una parte que asumimos conocida (la parte lineal), y
otra parte (la no lineal) que pretendemos obtener a partir de los datos.

i
Wgu

55

F−1

??c R //

Agu

uu r

F

��
(3.3)

Esta secuencia de transformaciones se ilustra en la figura 3.2.

En cuanto a la parte lineal, las funciones campo receptivo se modelan mediante
las filas de la matriz de separación Wgu (siguiendo las ideas de Olshausen et
al. [20]). Esta matriz se ha obtenido realizando un ICA lineal [57] global. Las filas
de esta matriz han sido normalizadas ya que habitualmente se asume que esta
matriz es unitaria.

A partir de una solución de F podremos obtener las propiedades de la trans-
formación no lineal R.



3.3. Solución del ICA no lineal mediante una aproximación diferencial 25

R
eordenación

i =
Wgu

Análisis mediante
un banco de filtros
(matriz de separación
del ICA)

c = R
No linealidad
desconocida

r = ?

Fig. 3.2: Ilustración de la secuencia de transformaciones que sufre un est́ımulo. Primero
el est́ımulo (un bloque de una imagen) se reordena para obtener un vector. A
continuación se analiza mediante la matriz de separación global unitaria Wgu.
Finalmente se aplica una no linealidad R desconocida.

3.3. Solución del ICA no lineal mediante una aproximación diferencial

Si se asume que la aplicación no lineal 3.2 es diferenciable, entonces puede ser
aproximada localmente [29] por el modelo de mezcla lineal (3.1). Es decir

∇F (r0) = A
(
F (r0)

)
(3.4)

donde A
(
F (r0)

)
es la matriz de mezcla obtenida utilizando est́ımulos seleccio-

nados en torno al punto indicado. Basándonos en este resultado y en el modelo
presentado en la sección anterior, vamos a proponer una solución particular del
ICA no lineal mediante una aproximación diferencial. Según la ecuación 3.3

i = F (r) = AguR−1(r)

de donde se deduce derivando que

∇F (r0) = Agu∇R−1(r0) = A
(
F (r0)

)
(3.5)

invirtiendo se obtiene

∇R(c0) = W(i0)Agu (3.6)



26 3. No linealidades de V1 a partir de ICA local

La respuesta ante un est́ımulo i, equivalentemente c, se puede calcular como
la suma de las variaciones locales de la respuesta

r = R(c) = r(0) +
∫ c

0
∇R(c′)dc′ (3.7)

sustituyendo el resultado obtenido en la ecuación (3.6) se obtiene que la respuesta,
r, ante cualquier est́ımulo, i, se puede obtener como

r =
∫ i

E{I}
W(i′)di′ (3.8)

donde E{I} es el valor esperado de los est́ımulos (que para los datos considerados
se corresponde a un est́ımulo de contraste 0 para el cual la respuesta es 0), y la
integración se debe realizar numéricamente (por ejemplo utilizando el método de
Runge-Kutta [58]).

Es decir, para calcular la respuesta hay que obtener la matriz de separación
W (i′) en una serie de puntos de una ruta que una el punto de respuesta nula
(E{I}) y el punto para el que se desea obtener la respuesta i.

Hay que resaltar dos aspectos importantes de esta formulación. El primero
de ellos es que los coeficientes de la respuesta del ICA no lineal debeŕıan ser más
independientes que los coeficientes del ICA lineal global. En segundo lugar la
integral de la ecuación (3.8) debeŕıa ser independiente del camino de integración.
Estos dos aspectos son analizados en la sección de resultados.

3.4. Dirección (imagen) que excita a un único sensor

En esta sección vamos a buscar la expresión que nos permita obtener la va-
riación que hay que aplicar sobre un est́ımulo para que esta variación provoque
un incremento de respuesta igual a τ en un único coeficiente de la respuesta (en
un único sensor). Esta idea se ilustra en la figura 3.3.

Este resultado nos servirá para definir las rutas de integración en la ecua-
ción 3.8 para obtener curvas de respuesta para cada sensor de forma aislada y las
curva de respuesta en presencia de un est́ımulo que actúa de enmascaramiento.

Según el modelo de transformaciones propuesto en la ecuación (3.3) la repues-
ta, r, ante un est́ımulo, i, es

r = R(Wgui)
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i+ ?
Agu

Śıntesis
(matriz de mezcla
del ICA)

c + ∆c R−1
r+

0
...
τ

0

...

0

Fig. 3.3: Búsqueda del est́ımulo que excita a un único sensor

Si se presenta una ligera modificación del est́ımulo, i + ∆i, y se aproxima el
valor de la respuesta utilizando el primer término del desarrollo en serie se tiene
que,

r + ∆r ≈ R(c) +∇R(c)∆c = R(c) +∇R(c)Wgu∆i

de donde se deduce que el incremento de respuesta, ∆r, provocado por la dife-
rencia del est́ımulo, ∆i, es

∆r = ∇R(c)Wgu∆i

Puesto que buscamos el est́ımulo que excita al sensor k una cantidad τ , sus-
tituimos ∆r por τδk (δk es un vector con un uno en la posición k y ceros en el
resto de posiciones) en la expresión anterior,

τδk = ∇R(c)Wgu∆i

y despejando ∆i se llega a

∆i = Agu∇R(c)−1τδk (3.9)

Esta ecuación se podŕıa utilizar en el caso en el que disponga de un modelo
para R, este es el caso presentado en [59] en el que se utilizaba el modelo de
respuesta no lineal con interacción entre coeficientes dado por la ecuación (2.6).
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En el caso que nos ocupa no disponemos de modelo para R, sin embargo,
podemos sustituir en esta expresión el resultado de la ecuación (3.6) obteniendo

∆i = AguA−1
gu W(i)−1τδk

simplificando se llega a la expresión que nos da la dirección que estimula al sensor
k,

∆i = τA(i)δk (3.10)

Es decir, la dirección que hace que se estimule el sensor k a partir de un
est́ımulo i es la dirección dada por la columna k de la matriz mezcla del ICA
local en torno al est́ımulo i.

Sustituyendo la ecuación (3.10) en la ecuación (3.8) y teniendo en cuenta la
definición del contraste de Michelson [60] de los est́ımulos incrementales,

C(∆i) =
máx(∆i)−mı́n(∆i)

2L0

donde L0 es la luminancia media de E{I}, podremos obtener curvas de respuesta
frente al contraste cuyas propiedades vamos a analizar.

3.5. Experimentos y resultados

3.5.1. Hechos psicof́ısicos a reproducir

En la sección anterior se ha mostrado cómo se puede obtener la respuesta
ante un est́ımulo utilizando únicamente la distribución de est́ımulos naturales.
En la introducción a este caṕıtulo se comentó que el objetivo del estudio de la
estad́ıstica de las imágenes naturales es la obtención de conocimiento sobre el
funcionamiento del sistema visual. Por lo tanto, en esta sección nos planteamos
comprobar qué propiedades psicof́ısicas se pueden reproducir con este modelo.

Las propiedades de la etapa lineal (el hecho de que sean filtros pasa banda
orientados) están impuestas, ya que en la primera etapa se realiza un análisis del
est́ımulo utilizando la matriz de separación Wgu del ICA. Las filas de esta matriz
contienen filtros pasa banda orientados.

Puesto que en este trabajo nos centramos en la parte no lineal, śı que debemos
comprobar si se cumplen las siguientes propiedades de las no linealidades de la
respuesta. Concretamente:



3.5. Experimentos y resultados 29

Saturación de la respuesta: cuando un determinado sensor se excita en
presencia de su est́ımulo óptimo la respuesta se satura.

Efecto del contraste en el enmascaramiento cruzado: la respuesta
ante el est́ımulo óptimo decrece cuando se está en presencia de otro est́ımulo
que actúa de enmascaramiento. El decremento en la respuesta crece con el
contraste del est́ımulo de enmascaramiento.

Efecto de la frecuencia en el enmascaramiento cruzado: cuanto más
próxima sea la frecuencia del enmascaramiento a la del est́ımulo mayor
será el decremento en la respuesta.

Estas tres propiedades se pueden observar en la figura 2.5 del caṕıtulo 2 en
la que se ha utilizado una expresión concreta para la no linealidad, R.

3.5.2. Detalles de la implementación

Los resultados que se presentan en esta sección se han realizado utilizando
2 · 106 est́ımulos de tamaño 6×1 pixels extráıdos de forma aleatoria de la base de
imágenes naturales de van Hateren [55]. Para calcular cada uno de los ICAs locales
se han tomado los 5 · 104 est́ımulos más cercanos al punto considerado (usando
distancia Eucĺıdea en el dominio i). Este número de vecinos se ha elegido para
que se tengan suficientes est́ımulos para calcular los ICAs locales y a la vez que
se cumpla que este número no sea excesivamente grande de forma que capture
las propiedades locales (conforme más puntos se tomen, más parecido será el
resultado del ICA local al del ICA global).

El hecho de no utilizar est́ımulos de mayor tamaño, N×N , viene determinado
por el coste computacional del proceso descrito en la sección 3.3. El cuello de
botella se produce en la obtención del ICA local [57] (sobre un espacio de N2

dimensiones) ya que este proceso se debe llevar a cabo en múltiples ocasiones.
Este problema computacional se podŕıa solventar utilizando un PCA local [30].

La figura 3.4 muestra la distribución de los puntos en el dominio imagen para
diferentes planos y la figura 3.6 muestra la distribución de los puntos una vez
transformados al dominio ICA global (mediante la matriz Wgu).

Realizando un ICA lineal global sobre estos est́ımulos se obtiene la siguiente
matriz de mezcla
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Fig. 3.4: Valores de luminancia en puntos vecinos del dominio espacial para diferentes
pares de posiciones.
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Fig. 3.5: Columnas de la matriz mezcla, Agu, del ICA global en el dominio espacial y en
el dominio frecuencial.

Agu =


−0,4084 0,5477 −0,2552 0,0717 −0,2300 −0,2956
−0,4113 0,2202 −0,4223 0,3091 −0,1251 0,9269
−0,4094 −0,2354 −0,5471 0,6477 −0,1469 0,0041
−0,4085 −0,4087 −0,4026 −0,6084 −0,2551 −0,1669
−0,4076 −0,4579 0,2239 −0,3217 −0,7911 0,1432
−0,4042 −0,4684 0,4951 −0,0782 0,4679 0,0720



La figura 3.5 muestra las funciones base ICA de la matriz de mezcla global
(columnas de la matriz Agu) junto con sus respectivos espectros, estas funciones
se han ordenado según su norma (antes de realizar la normalización).

La figura 3.6 muestra la distribución de pares de coeficientes del dominio ICA
global (correspondientes a la transformación mediante Wgu de los est́ımulos).

En algunos experimentos es necesario que el punto inicial de la integración
sea el punto E{I}, que para el caso particular de los est́ımulos considerados es el
punto

E{I} =


118,09
118,06
118,03
118,01
117,99
117,96



A modo de ejemplo, la figura 3.7 muestra las funciones base ICA de la ma-
triz de mezcla local en torno al punto E{I} (tomando los 5 · 104 est́ımulos más
próximos) siguiendo la misma ordenación que en el caso de la matriz global.
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Fig. 3.6: Valores de coeficientes vecinos de la transformada ICA global.
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Fig. 3.7: Columnas de la matriz mezcla, A, del ICA local, en torno al punto E{I}, en el
dominio espacial y en el dominio frecuencial.
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Un problema asociado al uso del ICA en cada punto de los trayectos es que
no hay ordenación de las funciones base (columnas de la matriz A(i)). Esto
constituye un problema ya que se debe mantener un criterio a la hora de elegir el
desplazamiento que excita a un determinado sensor. La distribución de los datos
que estamos utilizando (est́ımulos naturales) hace posible que se pueda utilizar
el criterio de ordenar las columnas de la matriz A(i) de forma que sea lo más
parecida posible a la ordenación de las columnas de la matriz A(E{I}) En este
caso, se ha utilizado un algoritmo voraz de asignación cuyo criterio es tomar la
asignación que maximice el producto escalar de las columnas normalizadas de
A(i) y de A(E{I}).

3.5.3. Saturación de la respuesta

Este experimento consiste en ver cómo evoluciona la respuesta frente al con-
traste del est́ımulo. Para ello, se parte del est́ımulo de contraste cero y nos vamos
desplazando por la dirección que provoca que se estimule al sensor en cuya res-
puesta estamos interesados.

La figura 3.8 muestra cómo vaŕıan las componentes 2 y 4 de la columna 2 de
la matriz A(i) (correspondiente a la ruta que excita al sensor 2) y de la columna 4
de la matriz A(i) (correspondiente a la ruta que excita al sensor 4) en el dominio
ICA global. La longitud de los ejes representa la amplitud (o el contraste) de los
est́ımulos incrementales. El hecho de que estas longitudes crezcan con el contraste
es lo que da lugar a la saturación de la respuesta.

La figura 3.9 muestra las curvas de respuesta obtenidas para sensores de baja,
media y alta frecuencia. Como se puede observar en esta figura, la respuesta se
satura siendo este resultado consistente con experimentos psicof́ısicos y neurofi-
siológicos [12, 13, 4].

3.5.4. Enmascaramiento cruzado

En este caso partimos del est́ımulo con un determinado contraste que excita al
sensor k y nos movemos por la ruta que excita al sensor j con el fin de comprobar
cómo afecta la presencia de un est́ımulo de enmascaramiento, k, en la respuesta
del sensor j.

La figura 3.10 muestra cómo vaŕıan las componentes 2 y 4 de la columna 2 de
la matriz A(i) (correspondiente a la ruta que excita al sensor 2) y de la columna 4
de la matriz A(i) (correspondiente a la ruta que excita al sensor 4) en el dominio
ICA global, para diferentes puntos de partida utilizando como enmascaramiento
el est́ımulo que excita al sensor 2.

La figura 3.11 muestra las curvas de respuesta obtenidas para diferentes senso-
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Fig. 3.8: Componentes 2 y 4 de la columna 2 de la matriz A(i) (correspondiente a la ruta
que excita al sensor 2) y de la columna 4 de la matriz A(i) (correspondiente a
la ruta que excita al sensor 4) en el dominio ICA global
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Fig. 3.9: Respuesta (normalizada al máximo en cada caso) frente al contraste para dife-
rentes sensores, a) baja frecuencia, b) frecuencia media y c) alta frecuencia

res utilizando diferentes est́ımulos de enmascaramiento. Como se puede observar
en esta figura, la respuesta disminuye en presencia de un est́ımulo de enmasca-
ramiento y esta disminución es mayor cuanto más contraste tiene el enmascara-
miento. Sin embargo no se reproduce la segunda propiedad asociada al enmasca-
ramiento, es decir, est́ımulos de enmascaramiento de frecuencia más próxima no
provocan una disminución mayor de la respuesta que la que provocan est́ımulos
de enmascaramiento de frecuencia más alejada a la del est́ımulo.

3.5.5. Independencia de las componentes de la transformada local-a-global

Puesto que el modelo completo se asume que es un ICA no lineal cabe esperar
que la independencia de sus componentes sea mayor que la independencia de las
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Fig. 3.10: componentes 2 y 4 de la columna 2 de la matriz A(i) (correspondiente a la ruta
que excita al sensor 2) y de la columna 4 de la matriz A(i) (correspondiente a
la ruta que excita al sensor 4) en el dominio ICA global, para diferentes puntos
de partida utilizando como enmascaramiento el est́ımulo que excita al sensor
2.

componentes del ICA lineal global.

Para comprobar la independencia se han seleccionado aleatoriamente 104

est́ımulos,{i}, del conjunto de 2·106 est́ımulos considerados, estos est́ımulos se han
transformado mediante la matriz Wgu para obtener los coeficientes en el dominio
ICA global, {c}, aśı como las respuestas utilizando el procedimiento descrito en la
sección 3.3, {r}. En cada uno de estos dominios se han realizado dos experimen-
tos, uno cualitativo en el que se muestra cual es la probabilidad condicional de
un componente dado otro componente (los resultados de este análisis presentados
en gráficamente dan lugar a una forma de pajarita, bow tie, cuando se estudia la
relación entre coeficientes del dominio wavelet [24]) y otro cuantitativo en el que
se mide la información mutua y la información mutua relativa de una componente
dada otra.

La figura 3.12 muestra las probabilidades de pares de componentes en el
domino espacial, en el dominio ICA lineal global y en el dominio propuesto.

En el dominio espacial se puede observar una fuerte correlación entre los va-
lores de luminancia vecinos. Si nos fijamos por ejemplo en la figura de la esquina
superior izquierda, observamos que si fijamos un valor para i3 obtenemos la dis-
tribución de valores para i4 conocido i3 (lo cual corresponde a un corte vertical
en el valor de i3). Esta distribución depende del valor de i3. Además, por la forma
de esta distribución es muy probable que el valor de i4 coincida con el de i3 En
el dominio ICA global, la correlación de segundo orden se ha eliminado, el valor
esperado de cm dado cn es siempre cero independientemente del valor de cn. Sin
embargo, la varianza (o enerǵıa) del coeficiente cm dado cn depende del valor
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Fig. 3.11: Respuesta de los sensores de baja frecuencia (primera fila), frecuencia me-
dia (segunda fila) y alta frecuencia (tercera fila), cuando se utilizan diferentes
est́ımulos de enmascaramiento de diferente contraste: contraste bajo (primera
columna), contraste medio (segunda columna) y alto contraste (tercera co-
lumna). La respuesta sin enmascaramiento (ĺınea continua) se muestra como
referencia. Las demás curvas representan la respuesta del sensor considerado
en presencia de un est́ımulo de enmascaramiento de baja (linea discontinua y
ćırculos), media (ĺınea punteada discontinua y cuadrados) y alta (ĺınea pun-
teada y triángulos) frecuencia.

concreto que tome cn [24, 52]. En el dominio propuesto estas dependencias se
eliminan casi por completo, mostrando de forma cualitativa que en este dominio
existen menos dependencias que en el dominio ICA global lineal.

Estos resultados cualitativos son consistentes con los resultados cuantitati-
vos de medidas de información mutua. La información mutua de una serie de
variables y1, · · · , yn que toman valores discretos se define como la distancia de
Kullback-Leibler entre la PDF conjunta de las variables y el producto de sus
PDFs marginales, y puede obtenerse a partir de las entroṕıas marginales, H(yi),
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Fig. 3.12: Ejemplos de probabilidades condicionales de dos pares de coeficientes en los
tres dominios considerados: dominio espacial (primera columna), dominio ICA
global (segunda columna) y dominio propuesto (tercera columna).

y de la entroṕıa conjunta, H(y1, · · · , yn), de las variables [61]:

I(y1, · · · , yn) =
n∑

i=1

H(yi)−H(y1, · · · , yn). (3.11)

La información mutua evalúa la información que proporcionan los vecinos sobre
un coeficiente particular, y por tanto, lo fuertes que son las relaciones en un
dominio particular.

Sin embargo, la información mutua depende de la entroṕıa marginal de las
variables consideradas. Un uso directo de la información mutua I para valorar las
dependencias estad́ısticas en diferentes dominios (las entroṕıas marginales serán
diferentes en cada uno de los dominios, i, c y r) hará que el menor valor se
produzca en el dominio en el que las entroṕıas marginales sea menor. Para evitar
esta tendencia, se define una medida de información mutua relativa que tiene en
cuenta las entroṕıas marginales [53]
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Ir(y1, · · · , yn) =
1

(n−1)I(y1, · · · , yn)
1
n

∑n
i=1 H(yi)

. (3.12)

En este caso, Ir = 1 cuando los yj son completamente redundantes y Ir = 0
cuando son completamente independientes.

La figura 3.13 muestra la información mutua relativa en los diferentes domi-
nios en función de la distancia de las componentes (en dominio espacial mediante
una ĺınea punteada discontinua, en el dominio ICA global mediante una ĺınea
discontinua y en el dominio propuesto mediante una ĺınea cont́ınua).
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Fig. 3.13: Información mutua en los diferentes dominios, dominio espacial (ĺınea puntea-
da discontinua), en el dominio ICA global (ĺınea discontinua) y en el dominio
propuesto (ĺınea continua), en función de la distancia entre las componentes

Como se puede observar, tanto en el análisis cualitativo como con el análisis
cuantitativo, mediante el procedimiento descrito para la obtención de la represen-
tación en el dominio r se consigue que las componentes sean más independientes
que en el dominio ICA global.

De estas tres subsecciones se deduce que la transformación obtenida buscando
la independencia de las componentes de la representación (siguiendo la hipótesis
de Barlow) da lugar a la reproducción de propiedades de las no linealidades de
la respuesta de neuronas en V1 (tales como la saturación y el enmascaramiento
cruzado).
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3.5.6. Independencia del camino de integración

El ICA local propuesto asocia a cada punto, i0, un conjunto de vectores,
W(i0). Por lo tanto, la ecuación (3.8) puede interpretarse como la integración
de un campo vectorial. El teorema de Stokes establece que la integración de
un campo vectorial es independiente del camino de integración si la integral en
circuitos cerrados es cero [62].

Para comprobar la independencia del camino de integración se han definido
diferentes rutas cerradas (para diferentes contrastes) en diferentes planos como
las ilustradas en la figura 3.14.

AB

C D

rAB

rBC

rCD

rDA

Fig. 3.14: Ejemplos ilustrativos de las rutas de integración cerradas utilizadas para com-
probar la independencia del camino de integración.

Para estas rutas se ha calculado la respuesta de cada uno de los tramos que la
definen, rAB, rBC , rCD, rDA, siendo la respuesta en el circuito cerrado la suma

rABCD = rAB + rBC + rCD + rDA

Los siguientes vectores muestran la respuesta de los diferentes tramos para el
circuito definido en el plano (c2, c3) mostrado en la figura figura 3.14.a,

rAB =


−0,43
−2,20
−1,10

0,01
−0,18
−0,39

 rCD =


0,59
2,00
1,10

−0,05
0,19
0,33

 rBC =


−0,52

1,40
−1,50

0,33
0,25

−0,69

 rDA =


0,47

−1,40
1,60

−0,07
−0,45

0,56

 (3.13)
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(c2, c4) (c2, c3) (c3, c4) (c3, c5) (c4, c6)
Contraste bajo 0.04 0.05 0.04 0.03 0.10
Contraste alto 0.12 0.10 0.09 0.05 0.09

Tab. 3.1: Normas relativas de las respuestas en las rutas consideradas

Se pueden apreciar una serie de propiedades interesantes en estas respuestas:
por un lado, cuando nos movemos a lo largo del segmento que une los puntos
A y B (reducción de la componente c2) la mayor actividad se obtiene en la
segunda componente del vector rAB, sin embargo, este no es el único sensor
activo revelando interacciones con el resto de coeficientes; por otro lado, si nos
movemos en el segmento que va en el sentido opuesto, el vector de respuesta es
aproximadamente el simétrico, rCD ≈ −rAB. Esta tendencia también se cumple
para los otros segmentos de forma que la suma final se aproxima a cero.

Se debe comprobar si rABCD = 0. Sin embargo, si resulta que no es cero
(como en el caso mostrado en (3.13)) debemos comprobar lo próximo que está al
vector cero. Para ello se compara la norma de la respuesta rABCD con la suma
de la normas de los diferentes tramos:

n =
|rABCD|

|rAB|+ |rBC |+ |rCD|+ |rDA|

La tabla 3.1 muestra los resultados de esta norma relativa en los diferentes
planos y caminos de integración.

Estos resultados muestran que la norma de la respuesta en rutas cerradas es
pequeña (entre el 4 % y el 10 % de la norma de la respuesta media). Este resultado
sugiere que el resultado de la integral (3.8) se puede considerar casi independiente
del camino de integración y por lo tanto la integral a lo largo de diferentes rutas
que una los puntos E{I} y i debe dar resultados bastante similares.



4. RELEVANCIA DE LA ESTIMACIÓN DEL MOVIMIENTO BASADA
EN MODELOS NO LINEALES DE PERCEPCIÓN

En este caṕıtulo se presentará el estudio realizado sobre las caracteŕısticas
que presenta el flujo óptico cuando se introducen aspectos perceptuales en el con-
texto de la codificación de video. Se comenzará revisando la estructura básica de
los codificadores de v́ıdeo basados en la compensación del movimiento. El obje-
tivo de estos codificadores es formar una predicción del siguiente fotograma en
la secuencia a partir del fotograma actual y la información de movimiento. El
codificador env́ıa la señal del error (diferencia entre la predicción y la imagen)
transformada y cuantizada junto con la información del movimiento. El volumen
de estas dos señales es intŕınsecamente menor que el volumen de la secuencia origi-
nal (al eliminar redundancias espaciales y temporales). Puesto que la eliminación
de redundancias espaciales incluye cuantizadores perceptuales, los modelos de
percepción influirán en los algoritmos de estimación adaptativa del movimiento.

Las aportaciones que se presentan en este caṕıtulo son dos. Primero se estu-
dia la relevancia relativa entre el módulo de la estimación del movimiento y el
cuantizador. Para ello se probarán diferentes combinaciones de ambos y se estu-
diará cual es el efecto sobre la calidad de la secuencia reconstruida y cual es el
error perceptual. Esto tendŕıa interés debido a que se hab́ıan propuesto diferentes
algoritmos óptimos [37, 63] pero no se hab́ıan comprobado subjetivamente (sólo
numéricamente). Se muestra que la mejora del cuantizador es más relevante que
la estimación del movimiento. No obstante, como segundo resultado, mostramos
que la introducción de un modelo perceptual adecuado induce flujos más robus-
tos en el contexto de segmentación. Para comprobar este hecho, se utilizará un
algoritmo de segmentación a partir del flujo [38, 39] utilizando como entrada los
diferentes flujos obtenidos. Además se propondrá una medida para evaluar la
calidad de estas segmentaciones.

4.1. Estimación del movimiento en el contexto de la codificación de v́ıdeo

4.1.1. Codificación de v́ıdeo

Las secuencias de v́ıdeo contienen gran cantidad de redundancia estad́ıstica
y subjetiva en cada uno de los fotogramas que forman la secuencia y entre foto-
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gramas consecutivos. El objetivo de la codificación de v́ıdeo es la reducción de
la cantidad de información necesaria para almacenar y transmitir teniendo en
cuenta las redundancias estad́ısticas y subjetivas.

En una señal de v́ıdeo hay dos tipos de redundancia estad́ıstica, la espacial
y la temporal. Por esto hay dos tipos de codificación una llamada intraframe
que intenta reducir la redundancia espacial y la llamada interframe que intenta
reducir la redundancia temporal.

Con el fin de reducir la redundancia temporal, se aplica una forma particular
de codificación predictiva llamada compensación del movimiento. El objetivo es
predecir el siguiente fotograma de la secuencia a partir del fotograma actual
y la información del desplazamiento de los objetos que forman la escena. Este
desplazamiento se obtiene utilizando algoritmos de estimación de movimiento.
De esta forma la señal de v́ıdeo original se divide en dos señales: por una parte el
desplazamiento (DVF displacement vector filed) y por otra parte el error cometido
al realizar la predicción (DFD displaced frame diference).

La información del movimiento se codifica mediante DPCM y la señal de
error se transforma y se cuantiza. La figura 4.1 muestra el esquema básico del
codificador y del decodificador de v́ıdeo basado en la compensación del movi-
miento [64, 65, 66].

Para reducir el error cometido en la predicción es importante realizar una
buena estimación del movimiento. Sin embargo, la cantidad de información dedi-
cada a representar este desplazamiento debe ser pequeña, lo cual es contradictorio
con lo anterior. El propósito de las técnicas de estimación del movimiento en el
contexto de la codificación de v́ıdeo debe ser por tanto minimizar la cantidad de
información dedicada a estas dos señales (DVF y DFD).

4.1.2. Estimación del movimiento con bloques de tamaño fijo

Los estándares MPEG-1, MPEG-2 y H-261 [65, 67] utilizan el algoritmo de
correspondencia de bloques (BMA Block-Matching Algorithms) con un tamaño
de bloque fijo (de tamaño 8×8) para realizar la estimación del movimiento.

En los métodos basados en la correspondencia de bloques se realiza una par-
tición de la escena en regiones y se busca cual es la correspondencia de estas
regiones en el siguiente fotograma. Para ello se define una medida de disparidad
que será mı́nima para un determinado desplazamiento del bloque [64, 68]. Esta
idea es ilustrada en la figura 4.2. Hay que indicar que diversos estándares de codi-
ficación de video como (MPEG-1, MPEG-2 y H.261) se basan en estas técnicas de
tamaño de bloque fijo a pesar de que el algoritmo de estimación del movimiento
no está especificado expĺıcitamente.

La idea básica es que a todos los puntos que están dentro del bloque se les
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Fig. 4.1: Esquema general de un codificador, a), y un decodificador, b), de v́ıdeo con
compensación del movimiento. El codificador divide la secuencia de fotogramas
de entrada, i(t), en una secuencia de información de movimiento, DV F (t) y
una secuencia de errores de predicción cuantizados en un dominio transformado,
dfd′(t). El esquema es un caso particular de cuantización predictiva, donde el
objetivo es obtener una predicción del fotograma actual en función del fotograma
anterior y la información de movimiento. Los śımbolos z−1 representan retrasos
en la señal en una unidad de tiempo discreto.

asigna el mismo desplazamiento. El modelo de movimiento impĺıcito es el de obje-
tos ŕıgidos con movimiento traslacional, lo cual puede parecer una aproximación
demasiado burda, pero hay que tener en cuenta que nada impide (a priori) di-
vidir la imagen en bloques pequeños y que en cada uno de ellos se cumpla esta
aproximación.

Para cada bloque, el vector de desplazamiento se evalúa realizando la corres-
pondencia entre el bloque, que denotaremos como B, en la imagen inicial y blo-
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Imagen en el instante t Imagen en el instante t+Ät

Fig. 4.2: El objetivo de un algoritmo de correspondencia de bloques es encontrar el des-
plazamiento que hay que aplicar a los bloques para encontrarlos en la escena un
instante ∆t posterior.

ques correspondiente en la imagen final dentro de una región de búsqueda, que
denotaremos como S, y buscando la posición espacial que minimiza el criterio

d = arg min
d∈S

∑
x∈B

‖i(x, t)− i(x− d, t + ∆t)‖ (4.1)

Las medidas de distancia para medir esta disparidad son la norma cuadrática
y el valor absoluto.

La figura 4.3 muestra un ejemplo de división en bloques de tamaño fijo (8×8)
de la imagen de entrada.

Imagen en el instante t Imagen en el instante t + ∆t

Fig. 4.3: Ejemplo de división de la imagen en bloques de tamaño 8×8
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4.1.3. Estimación del movimiento adaptativa restringida por la entroṕıa

El estándar H.263 introduce la posibilidad de utilizar un tamaño de bloque
variable. El tamaño del bloque controla el balance entre lo fiable de la estimación
del DVF que aumenta con el tamaño del bloque, y la capacidad de reducir la
enerǵıa del DFD que disminuye con el tamaño del bloque. Por lo tanto, es con-
veniente poder ajustar el tamaño del bloque para adaptarse al contenido de la
escena.

En este caso el proceso es iterativo: se comienza con la obtención del despla-
zamiento de regiones de tamaño grande, se dividen aquellas regiones en las que
se cumpla un determinado criterio y se realiza la estimación del desplazamiento
en cada una de las subdivisiones. La figura 4.4 es una ilustración del tipo de
particiones que se obtienen con estos métodos.

Imagen en el instante t Imagen en el instante t + ∆t

Fig. 4.4: Ejemplo de una posible división a la que llegaŕıa un algoritmo de estimación
jerárquica del movimiento con un tamaño de bloque inicial de 32×32 y un
tamaño de bloque mı́nimo de 8×8

Como ya se ha comentado, en el contexto de la codificación de v́ıdeo se trans-
miten dos señales: la señal de error de predicción transformada y cuantizada y los
vectores de desplazamiento. Mediante esta descomposición se consigue represen-
tar la secuencia con un número menor de bits. Por tanto en este contexto tiene
sentido proponer un criterio para la división de las regiones que tenga que ver con
la cantidad de información que se obtiene con una determinada partición de la
escena. Dufaux y Moscheni [36] propusieron el siguiente criterio: dividir un bloque
en otros cuatro bloques para realizar una estimación más precisa del movimiento
si el volumen de la información de las dos señales (DFD y DVF) es mayor antes
de dividir.

H(DVFsplit) + H(DFDsplit) < H(DVFno split) + H(DFDno split) (4.2)



46 4. Movimiento basado en modelos de respuesta no lineal

donde H(DVF) es la entroṕıa del DVF codificado con un DPCM más la informa-
ción necesaria para codificar la estructura del quadtree y H(DFD) es la entroṕıa
de la diferencia entre el fotograma actual y la predicción (sin transformar ni
cuantizar).

4.1.4. Estimación del movimiento restringida por la entroṕıa perceptual

Utilizando la medida de entroṕıa perceptual, Malo et al. [37] propusieron un
criterio de división de bloques en el que se dividen regiones sólo si la información
del movimiento que se obtiene tras la división da lugar a una información de
movimiento perceptualmente relevante.

El argumento esgrimido consist́ıa en que un criterio de división de bloques
basado en la entroṕıa en el dominio espacial (como el propuesto por Dufaux et
al [36]) puede que no mejore la calidad percibida de la secuencia reconstruida, ya
que la reducción de la entroṕıa de la señal de error en el dominio espacial no tiene
en cuenta la cuantización (que es dependiente de la frecuencia). El esfuerzo de
refinamiento en la estimación del movimiento se debeŕıa realizar en las regiones
que contengan información de movimiento perceptualmente significativa.

El criterio que propusieron para dividir un bloque en la descomposición quad-
tree fue el siguiente

H(DVFsplit) + Hp(DFDsplit) < H(DVFno split) + Hp(DFDno split) (4.3)

donde H(DVF) es la entroṕıa del DVF codificado con un DPCM más la infor-
mación necesaria para codificar la estructura del quadtree y Hp es la entroṕıa
perceptual definida en la ecuación 4.4.

Según este criterio, el esquema óptimo consiste en utilizar un codificador de
v́ıdeo que utilice un cuantizador Qp basado en un modelo perceptual y que utilice
la medida de la entroṕıa Hp en el criterio de división de bloques.

La figura 4.5 muestra ejemplos de los diferentes flujos obtenidos utilizando los
tres métodos comentados para la secuencia del cubo y del taxi.

La utilización de modelos no lineales en estimación de flujo se refiere a la
forma de medir la entroṕıa perceptual usando Qp.

4.1.5. Entroṕıa perceptual y cuantizadores

En los trabajos de Watson [5] y Daugman [69] sobre la reducción de la entroṕıa
en el sistema visual humano se asume un modelo de procesado del contraste
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basado en el par (W,Qp), donde W es un banco de filtros y Qp es un cuantizador
perceptual, y sugieren que la entroṕıa de la representación cortical (una medida
de la entroṕıa perceptual de la señal) es la entroṕıa de la versión cuantizada de
la imagen transformada:

Hp(i) = H(Qp(W · i)) (4.4)

En el siguiente apartado revisaremos cómo se se pueden obtener cuantizadores
basados en modelos de respuesta del sistema visual humano.

Cuantizadores basados un modelo de respuesta

La forma natural de evaluar la calidad de una imagen o secuencia codificada
es mediante la comparación uno a uno entre la señal codificada y la señal original.
El resultado de esta comparación entre la señal original y la codificada está rela-
cionada con la capacidad del observador de detectar el ruido de cuantización.

Las técnicas convencionales para el diseño de cuantizadores para transforma-
das utilizan una medida de distorsión media de forma que el cuantizador final
logra un error medio mı́nimo sobre el conjunto de datos de entrenamiento.

Sin embargo, la minimización del error medio no garantiza que para alguna
señal particular se obtenga un buen resultado desde el punto de vista subjetivo.

Para evitar errores perceptualmente significativos en señales particulares, el
codificador debe restringir el error perceptual máximo (MPE) en cada coeficiente
y amplitud. Este requisito se cumple si se distribuyen los niveles de forma uni-
forme en el dominio r (lo cual resulta en una distribución de niveles no uniforme
de los niveles en el dominio a si se utiliza un modelo de respuesta no lineal, véase
la figura 2.2).

Este criterio ha sido utilizado para la compresión de imágenes para conseguir
una contribución constante al error para cada componente frecuencial [41, 27].

El diseño de los cuantizadores para un conjunto de coeficientes de la trans-
formada por bloques consta de dos pasos; en primer lugar hay que encontrar la
distribución de los niveles de cuantización y en segundo lugar hay que encontrar
el número de niveles por coeficiente (bit allocation).

Si asumimos un modelo de respuesta no lineal sin interacción entre los coefi-
cientes (ecuación 2.4) la distancia entre dos patrones (en el dominio transformado)
c y c + ∆c viene dada por:

D2(c, c + ∆c) =
∑

f

D2
f =

∑
f

Gf (cf )∆c2
f
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donde Gf (cf ) viene dada por la expresión 2.5.

Con el fin de evitar grandes errores perceptuales en bloques individuales el
codificador debe ser diseñado de forma que se acote el error perceptual máximo
para cada frecuencia f y amplitud cf .

Si a un coeficiente (con frecuencia f) se le van a asignar Nf niveles de cuan-
tización distribuidos según una densidad λf (cf ), el error Eucĺıdeo máximo en la
amplitud af estará acotado por la mitad de la distancia Eucĺıdea entre dos niveles
de cuantización

∆cf (cf ) =≤ 1
2Nfλf (cf )

Sustituyendo esta ecuación en la anterior se obtiene que el error perceptual
máximo para esta frecuencia y amplitud está relacionado con la métrica y con la
densidad de niveles

MPEf (cf ) = Gf (cf ) máx(∆cf (cf ))2 =
Gf (cf )

4N2
f λ2

f (cf )

Por lo tanto, la densidad de niveles de cuantización que da lugar a una cota
constante del error perceptual máximo en todo el rango de amplitud es

λfopt(cf ) =
Gf (cf )

1
2∫

Gf (cf )
1
2 dcf

(4.5)

Tal y como vimos en el caṕıtulo 2, un determinado modelo de respuesta
induce una métrica que viene dada por la ecuación G(c) = ∇R(c)T∇R(c), y
por tanto, W (c)

1
2 = ∇R(c), es decir, la densidad de niveles óptima viene dada

por la sensibilidad del sistema (se deben asignar más niveles de cuantización
donde el sistema es más sensible).

Con estas densidades óptimas, el error perceptual máximo para cada coefi-
ciente f dependerá del número de niveles asignado y del valor integrado de la
ráız cuadrada de la métrica,

MPEfopt =
1

4N2
f

(∫
Gf (cf )

1
2 dcf

)2

Fijando la misma distorsión para cada coeficiente MPEfopt = k2, podemos
obtener el número óptimo de niveles de cuantización, Nf como
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Nfopt =
1
2k

∫
Gf (cf )

1
2 dcf (4.6)

Una vez obtenido el número de niveles Nfopt utilizando la ecuación 4.6 habŕıa
que distribuir los niveles según la densidad λfopt(cf ) utilizando la ecuación 4.5.
Tanto Nfopt como λfopt(cf ) dependen de la métrica. Como ya se ha comentado la
métrica utilizada es la inducida por el modelo no lineal de respuesta sin interacción
entre coeficientes (véase la figura 2.3).

La figura 4.6 muestra un ejemplo de reparto de niveles por coeficiente y de
cuantizadores para dos coeficientes de diferente frecuencia para dos valores del
error.

Si se hubiese tomado un modelo de respuesta lineal (ecuación 2.3) se habŕıan
obtenido cuantizadores basados en la CSF del estilo utilizado en MPEG. En este
caso se obtendŕıan cuantizadores uniformes para cada coeficiente (véase la figu-
ra 2.1) y Nf seŕıa proporcional a la CSF, que es una de las opciones recomendadas
en JPEG y MPEG.

En las dos secciones siguientes se comprueba si es relevante y en qué aspectos
el flujo obtenido utilizando el criterio de división de bloques basado en la entroṕıa
perceptual en el contexto de la codificación de video.

4.2. Relevancia relativa flujo-cuantización

En esta sección se va a estudiar si la calidad de la secuencia reconstruida
mejora cuando se utiliza el criterio de división por bloques basado en la entroṕıa
perceptual. Para ello se han desarrollado una serie de experimentos que se des-
criben a continuación.

4.2.1. Experimentos para comprobar la relevancia relativa de las mejoras en la
estimación del movimiento y en la cuantización

Para estudiar las ventajas relativas de las mejoras propuestas (en el cuan-
tizador y en la estimación del movimiento) las cuatro combinaciones posibles
de algoritmos de cuantización y estimación del movimiento se comparan a una
misma tasa de compresión.

Las combinaciones son las que se detallan a continuación:

Perceptually weighted VSBMA con un cuantizador MPE basado en la res-
puesta lineal (tipo MPEG).
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Fig. 4.6: En cada columna se muestra la distribución de niveles por frecuencia, el cuan-
tizador para una frecuencia f = 5 cpg y el cuantizador para una frecuencia
f = 20 cpg. a) Para un error k = 0,1 y b) para un error k = 0,01.

Perceptually weighted VSBMA con un cuantizador MPE basado en la res-
puesta no lineal sin interacción entre coeficientes.
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Unweighted VSBMA con un cuantizador MPE basado en la respuesta lineal
(tipo MPEG).

Unweighted VSBMA con un cuantizador MPE basado en la respuesta no
lineal sin interacción entre coeficientes.

El primer análisis consiste en comprobar qué porcentaje del total (DFD y
DVF) se dedica al DVF al utilizar cada uno de los métodos de estimación del
flujo. La tabla 4.1 muestra los resultados para cuatro secuencias. Como se puede
observar el método propuesto por Malo et al [37] proporciona un flujo que se
puede codificar con menos bits que el resto.

Tab. 4.1: Volumen relativo del movimiento (en%) respecto al volumen total de la señal
codificada (200 kb/s)

taxi rubik yosemite trees Media
FSBMA 12.57 21.71 46.19 39.21 30± 8

Suboptimal VSBMA 1.89 3.29 8.69 4.97 4.7± 1.5
Optimal VSBMA 0.94 1.87 4.32 3.24 2.6± 0.7

El segundo análisis consiste en comprobar la calidad de la secuencia decodi-
ficada mediante inspección visual y mediante el error cuadrático medio (MSE)
y el error cuadrático medio perceptual (PMSE), utilizando la métrica dada en
la ecuación 2.5. La figura 4.7 muestra los errores de las cuatro combinaciones
estudiadas en cada fotograma. La figura 4.8 muestra el fotograma número 7 en
la secuencia decodificada.

Estos resultados confirman las ventajas cuantitativas del esquema óptimo: el
volumen del flujo y la distorsión (independientemente de la medida) se reducen.
Sin embargo esta disminución es casi despreciable en relación con las ventajas de
una mejor cuantización. Esto se puede observar en las curvas de la figura 4.7 y
lo que es más importante, en la calidad de las secuencias reconstruidas 4.8.

Sin embargo, tal y como mostraremos en la siguiente sección, la información
sobre el movimiento obtenida mediante el esquema propuesto tiene además otras
ventajas.

4.3. Flujo perceptual para segmentación

El flujo óptico sirve como entrada a los métodos de segmentación de objetos
basados en el flujo óptico que producen como resultado una división de la escena
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Fig. 4.7: Error (MSE y Perceptual MSE) cometidos por los diferentes esquemas de co-
dificación para la secuencia rubik. Linea continua gruesa cuantizador MPEG
y flujo adaptativo subóptimo. Linea discontinua gruesa MPEG y flujo adap-
tativo óptimo. Ĺınea continua delgada cuantizador no lineal y flujo adaptativo
subóptimo. Ĺınea discontinua delgada cuantizador no lineal y flujo adaptativo
óptimo.

en objetos, agrupando regiones con movimiento semejante. Una posible forma de
evaluar un método de estimación del flujo óptico podŕıa ser observando la calidad
de la segmentación que induce. En esta sección se muestran las segmentaciones
obtenidas con los diferentes flujos.

4.3.1. Algoritmo VOPs

En concreto se ha utilizado una representación en capas [38, 39]. Para obtener
esta representación se parte de los vectores de desplazamiento proporcionados por
un método de estimación del movimiento determinado.

La aproximación descrita en [39] se basa en comenzar con una partición en
regiones. En cada región se ajusta un modelo af́ın [70] que proporciona 6 paráme-
tros para cada región, a, estos parámetros definen la velocidad de cada punto en
la región. A continuación se agrupan las regiones cuya distancia entre modelos
afines sea mı́nima. El proceso se itera mientras la distancia entre modelos esté por
debajo de un determinado umbral. La medida de distancia entre modelos se define
como

dist(ai,aj) =
1
n

∑
x∈Ri,Rj

‖Vai(x)− Vaj (x)‖2

es decir, dos modelos afines tienen distancia pequeña si los vectores de desplaza-
miento que generan son parecidos.
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a) b)

c) d)

Fig. 4.8: Fotograma 7 de la secuencia rubik reconstruida para los diferentes esquemas
de codificación. a), b), c) y d)

Dado un par de imágenes consecutivas de la secuencia con n objetos en movi-
miento, el algoritmo de segmentación proporciona m máscaras representado los
objetos identificados y los modelos afines correspondientes.

4.3.2. Medida de la calidad de la segmentación

Con el fin de proporcionar una evaluación objetiva de la calidad de la segmen-
tación se propuso una medida basada en la distancia chamfer [40]. La distancia
chamfer mide la distancia que hay desde cualquier punto de una imagen al borde
más cercano. La medida del error, εi, al representar la segmentación (realizada
de forma manual) del objeto Oi mediante una máscara M (M es la máscara que
maximiza Mj ∩Oi para todas las máscaras obtenidas Mj) se define como

εi =
∫

M∩OC
i

Di(x) dx +
∫

Oi∩MC

Di(x) dx (4.7)
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Tab. 4.2: Errores de segmentación, número de iteraciones y número de regiones identi-
ficadas.

rubik (2 objects) taxi (4 objects)
ε Iterac. Regiones ε Iterac. Regiones

fsbma 1.00± 0.05 25 21± 5 1.00± 0.14 25 15± 4
Unweighted vsbma 0.46± 0.06 21± 5 4± 2 0.52± 0.15 11± 9 6± 2
Perceptual vsbma 0.27± 0.03 7± 6 2.1± 0.3 0.49± 0.14 4± 1 4.3± 0.5

donde C denota conjunto complementario, Di(x) denota la distancia chamfer. El
error cometido por la segmentación, ε, es la suma de los errores de segmentación
de cada objeto.

4.3.3. Experimentos y resultados

Utilizando el procedimiento descrito en la sección 4.3.1, podemos compro-
bar que la segmentación resultante es mejor cuando se utiliza la información de
movimiento obtenida mediante el esquema propuesto.

Las medidas del error cometido (obtenido utilizando la ecuación 4.7 cuando
se segmenta la escena utilizando los diferentes flujos se muestran en la tabla 4.2.

Las segmentaciones obtenidas con los diferentes flujos se muestran en la figu-
ra 4.9. Como puede verse en la figura 4.9 y en la tabla 4.2 el algoritmo perceptual
no sólo minimiza el error de segmentación sino que además acelera la convergen-
cia del algoritmo de segmentación porque da lugar a un flujo más significativo y
coherente. Esta segmentación se podŕıa refinar utilizando el peŕımetro de cada
máscara como el contorno inicial de un snake [71, 72, 73, 74].
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5. RESTAURACIÓN BASADA EN MODELOS NO-LINEALES DE
PERCEPCIÓN

En este caṕıtulo se revisará la teoŕıa de la regularización de problemas inver-
sos mal planteados y se mostrará la formulación de la restauración de imágenes
degradadas como un caso particular de regularización en un dominio discreto. Se
revisará el método de la L-curva para la obtención del parámetro de regulariza-
ción y se propondrá una modificación. Se propondrán operadores de penalización
basados en la respuesta no lineal del sistema visual humano. Esta clase de ope-
radores se comparará con otros operadores clásicos no adaptativos (como por
ejemplo el operador basado en la segunda derivada y el operador basado en la
CSF) y otros adaptativos (basados en modelos autorregresivos de diferente or-
den). Finalmente se realizará un estudio del comportamiento de los diferentes
operadores proponiendo una medida de sensibilidad de la solución frente a va-
riaciones del parámetro de regularización al utilizar un determinado operador,
también se propondrá una medida de robustez de un operador frente a la de-
gradación y finalmente se comprobará su validez en la tarea de restauración de
imágenes degradadas.

5.1. Problemas mal planteados

El problema de determinar una solución a la ecuación f = H(g) en un espacio
métrico F con métrica ρF (·, ·) a partir de datos disponibles g en un espacio
métrico G con métrica ρG(·, ·), se dice que está bien planteado si se cumplen las
tres condiciones siguientes:

1. Para todo g ∈ G existe una solución f ∈ F .

2. La solución es única.

3. El problema es estable en los espacios F y G, es decir, para todo ε > 0 existe
un δ(ε) > 0 tal que ∀ g1, g2 ∈ G se cumple que si ρG(g1, g2) ≤ δ(ε) entonces
ρF (f1, f2) ≤ ε con f1 = H(g1) y f2 = H(g2). En otras palabras, la trans-
formación inversa H−1 debe ser continua. Con esto se exige que pequeñas
perturbaciones en los datos se transformen en pequeñas perturbaciones en
la solución.
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Si el problema no cumple alguna de estas condiciones se dice que está mal
planteado. El concepto de problema bien planteado fue introducido por Jacques
Hadamard en un trabajo publicado en 1902 [75] y revisado posteriormente en
1923 [76], quien adoptó el punto de vista de que todo problema matemático
correspondiente a problemas reales debe ser bien planteado, en caso contrario
es un problema que no tiene sentido. Esto redujo el interés sobre los problemas
inversos mal planteados.

Sin embargo, una amplia clase de los llamados problemas inversos que apa-
recen en f́ısica, matemáticas y otras ramas de la ciencia, pertenecen a la clase
de problemas mal planteados en el sentido de Hadamard. Supongamos que en
el modelo matemático para un determinado experimento, el objeto a estudiar
(la variable a determinar f , que puede ser una función o un vector) pertenece a
un conjunto F de posibles soluciones. Supongamos que f no puede ser medido
directamente y que lo que se puede medir es

go = Hfo

donde el sub́ındice o indica que se trata de las señales originales. Supongamos
ahora que debido al proceso de medición se obtiene gd en lugar de go, donde el
sub́ındice d indica que se trata de una señal que ha sufrido alguna degradación.
El objetivo es obtener una estimación de fo a partir de la observación gd. Bajo
estas condiciones encontramos que hay que obtener una solución para f en la
ecuación

Hf = gd (5.1)

que será una aproximación a fo. Entonces puede ocurrir lo siguiente:

La solución puede no existir en F ya que puede ser que gd no esté en el
rango del operador H

La solución puede no ser única si el núcleo de H−1, N(H−1), es no vaćıo.
En ese caso, si f es una solución y gN ∈ N(H−1) entonces también será una
solución f + H−1gN .

La solución puede que no sea estable bajo pequeñas perturbaciones de gd

debido al hecho de que H−1 no sea continua.

Por tanto el problema 5.1 estaŕıa mal planteado. La mayoŕıa de problemas
inversos son mal planteados [77, 78].
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5.2. La restauración como problema mal planteado

Como ejemplo supongamos que una escena pasa a través de un sistema óptico
y es almacenada. Si el proceso de formación de la imagen es lineal, la imagen
grabada puede ser modelada como la salida del sistema mostrado en el siguiente
diagrama [28, 79, 80]

n(x)

��
io(x) // h(x;x′) // s(.) // /.-,()*++ // id(x)

donde io(x) representa la imagen original, id(x) denota la imagen resultante,
h(x;x′) es la respuesta impulsional 2-D del sistema lineal de degradación y s(·)
representa la no-linealidad del sensor. La contribución del ruido n(x) se suele
modelar como un proceso aleatorio aditivo que no está correlacionado con la
imagen.

Si se asume que la respuesta impulsional es estacionaria, que se está en un
dominio discreto y se asume que el sensor es lineal, entonces el modelo simplificado
resultante es [28]

id(m) = h(m) ? io(m) + n(m) (5.2)

donde ? indica convolución y m = (m1,m2) son los ı́ndices de la matriz. Esta
ecuación se puede poner en forma matricial

id = Hio + n (5.3)

donde io, id y n son los vectores resultantes de la ordenación lexicográfica de las
matrices correspondientes y H es el operador de emborronamiento.

La ecuación 5.2 se puede expresar en el dominio de Fourier,

cd(νm) = H(νm)co(νm) +N (νm) (5.4)

donde cd, co y N representan a las transformadas de Fourier de la imagen de-
gradada, de la imagen original y del ruido respectivamente y νm = (νm1, νm2)
denota frecuencia espacial.
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Supongamos ahora que no existe ruido y que la degradación consiste en un
filtro pasa-baja de una determinada frecuencia de corte. Una vez observada id(m)
la solución trivial consiste en obtener una estimación, i′(m), de io(m) como

i′(m) = F−1

(
cd(νm)
H(νm)

)
(5.5)

donde F−1 denota la transformada inversa de Fourier.

Para poner un ejemplo concreto supongamos que el filtro pasa-baja tiene
una frecuencia de corte de fc = 4 cpd (ciclos por grado)1. La imagen degradada
observada se muestra en la figura 5.1.a. Aplicando la ecuación 5.5 se obtiene como
resultado la imagen que se muestra en la figura 5.1.b.

Supongamos ahora que la degradación, además del emborronamiento incluye
ruido blanco aditivo de varianza σ2 = 5. La imagen degradada observada se
muestra en la figura 5.1.c.

En este caso aplicando la ecuación 5.5 se obtiene como resultado la imagen
que se muestra en la figura 5.1.d, es decir, existe una solución al sistema de
ecuaciones pero esta solución no es aceptable. Por lo tanto, podemos concluir que
el problema de la restauración es un problema mal planteado ya que una pequeña
variación en los datos observados provoca una gran variación en la solución.

Este resultado es fácilmente explicable realizando un análisis mediante la des-
composición en valores singulares de la matriz de emborronamiento. Supongamos
una imagen de tamaño 16 × 16, y un emborronamiento con un filtro pasa-baja
con frecuencia de corte fc = 4 cpd, cuya respuesta impulsional se muestra en la
figura 5.2.a. Expresando esta respuesta impulsional como un operador que actúa
sobre un espacio de dimensión 256 × 1 y produce un resultado en un espacio
de dimensión 256 × 1, se obtiene una matriz cuya estructura se muestra en la
figura 5.2.b.

La descomposición en valores singulares de un operador da como resultado
tres matrices de tal forma que,

H = USV T (5.6)

donde se cumple que UUT = I, V V T = I y S es una matriz diagonal. De estas
propiedades se deduce que

H−1 = V S−1UT (5.7)

1 Estamos asumiendo una frecuencia de muestreo de 64 cpd, es decir una frecuencia de Nyquist
de 32 cpd.
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a) b)

c) d)

Fig. 5.1: Ejemplo de imágenes degradadas (con y sin ruido) y restauradas realizando
la inversión del operador de emborronamiento. a) Imagen degradada observada
cuando la degradación consiste únicamente en emborronamiento con un filtro
pasa baja con frecuencia de corte 4 cpg. (PSNR=23.9092 db). b) Imagen restau-
rada aplicando la ecuación 5.5 (PSNR=43.4413 db). c) Imagen degradada obser-
vada cuando la degradación consiste en emborronamiento con un filtro pasa baja
con frecuencia de corte de 4 cpg y ruido aditivo de varianza 5 (PSNR=23.8258
db). d) Imagen restaurada aplicando la ecuación 5.5 (PSNR=15.3279 db).

Para el ejemplo concreto, las matrices U , S y V T se muestran en la figura 5.3.

La matriz V T se puede interpretar como un análisis de la señal (producto
escalar de la señal por una serie de funciones base), a los coeficientes obtenidos
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a) b)

Fig. 5.2: a) Respuesta impulsional, h, de un filtro pasa baja con frecuencia de corte fc = 4
cpd. b) Estructura de un operador equivalente, H (con ordenación lexicográfica)
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Fig. 5.3: Matrices U , S y V T de la descomposición en valores singulares de la matriz H.

se les aplica una ganancia que viene dada por la diagonal de la matriz S y
finalmente una etapa de śıntesis realizada por la matriz U que nos lleva de vuelta
al dominio original. ¿Cuales son estas funciones base? Si mostramos las filas de
V T reordenadas como imágenes 16×16 se obtienen las funciones mostradas en la
figura 5.4

Puesto que los valores singulares mayores están en las primeras posiciones,
resulta que de la descomposición de la señal en estas funciones base nos estamos
quedando con las de baja frecuencia, es decir se están atenuando las de alta
frecuencia (como cab́ıa esperar por tratarse de un filtro pasa baja).

Cuando se quiere obtener i′ y se aplica H−1 la situación cambia y las funciones
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Fig. 5.4: Funciones base de la etapa de análisis de la descomposición en valores singulares
(filas de la matriz V T reordenadas para obtener imágenes de tamaño 16×16).
Se puede observar que tienen cierta similitud con las funciones base de la trans-
formada discreta del coseno

base con las que nos estamos quedando son las de alta frecuencia, atenuando las de
baja frecuencia. Por lo tanto si hay ruido en la observación éste será amplificado
dominando sobre la señal, que es lo que ocurre en la figura 5.1.d. De hecho uno de
los métodos de regularización consiste en truncar la SVD eliminando los valores
singulares pequeños [81, 82, 83].
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5.3. Regularización de problemas inversos mal planteados

La regularización [42] es un método para construir soluciones aproximadas a
problemas mal planteados en el que se construye un operador de regularización.
Un operador

R(gd, λ) : G −→ F

dependiente de un parámetro λ y de la observación aproximada gd se dice que
es un operador de regularización para la ecuación 5.1 en una vecindad de go si
cumple las siguientes propiedades:

1. Existe un δ1 > 0 tal que R(gd, λ) está definido para todo λ y cualquier
gδ ∈ G para el cual ρG(gδ, go) < δ ≤ δ1

2. Existe una función λ = λ(δ) tal que para cualquier ε > 0 existe un δ(ε) ≤ δ1

que cumple que si gδ ∈ G y ρG(gT , gδ) < δ(ε) entonces ρF (fδ, fo) < ε, donde
fρ = R(gδ, λ(δ)).

La primera de las condiciones exige la existencia del operador de regularización
entorno a go y la segunda exige la continuidad del operador de regularización.

Por tanto, para obtener una solución a un problema inverso mal planteado,
primero se construye un operador de regularización y después se determina el
parámetro de regularización λ.

Sea F0 ⊂ F una clase de soluciones admisibles (esta clase puede ser por
ejemplo soluciones que pertenezcan al conjunto de las funciones de cuadrado in-
tegrable, al conjunto de funciones de m veces derivables, etc). Se pueden buscar
soluciones aproximadas a 5.1 entre los elementos f ∈ F0 que sean compatibles
con los datos, es decir, tal que ρG(Hf, gd) ≤ δ. Sea F δ

0 ⊂ F0 el conjunto de tales
elementos compatibles con los datos. Si resulta que en la clase de funciones donde
buscamos la solución el conjunto F δ

0 es vaćıo significa que se han buscado solu-
ciones en una clase de funciones demasiado restrictiva (ya que ningún elemento
de esta clase de funciones es compatible con los datos). Se puede pensar en tomar
una secuencia de clases de soluciones F0 ⊂ F1 ⊂ · · · ⊂ Fn hasta obtener una clase
que contenga elementos y que sean compatibles con los datos iniciales.

Si Fn es no vaćıa, entonces puede contener elementos (funciones, vectores,
... en función del problema tratado) que sean diferentes entre si. En tales casos
se necesita un cierto principio para seleccionar soluciones compatibles con la
observación, gd. Tal criterio puede ser la elección de elementos de Fn que tengan
mı́nima complejidad. La noción de complejidad de un elemento f ∈ Fn puede ser
formalizada, por ejemplo, definiendo funcionales de complejidad Ω(f) (ejemplos
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de funcionales de complejidad son: la norma de la solución, la norma de la primera
derivada de la solución, la norma de la segunda derivada de la solución,...).

La búsqueda de soluciones aproximadas de la ecuación Hf = gd entre los
elementos más simples que sean compatibles con los datos iniciales conduce al
problema de encontrar un elemento de Fn que minimiza Ω(f) sobre F δ

n .

La figura 5.5 es una ilustración de estos conceptos utilizando el problema de
la restauración. Para cada valor del parámetro de regularización se obtiene una
solución. Del conjunto de soluciones posibles hay un subconjunto de soluciones
aceptables (que se parecen a la imagen original) el resto o son demasiado ruidosas
o son demasiado suaves.

Fig. 5.5: Para cada valor del parámetro de regularización se obtiene una posible solución,
fλ. De este conjunto de soluciones sólo unas cuantas son aceptables (las que
aparecen dentro de la ĺınea punteada).

El problema se reduce a encontrar un elemento fλ en el conjunto F δ
n

⋂
FΩ que

minimiza el funcional Mλ(f, gd)

fλ = arg min
f

Mλ(f, gd) = arg min
f

(
ρ2

G(Hf, g̃) + λ2Ω(f)
)

(5.8)

El elemento fλ que minimiza Mλ(f, gd) puede ser visto como el resultado de



66 5. Restauración

aplicar sobre gd un operador que depende de λ, es decir, f = R(gd, λ) [84].

5.4. Regularización de la restauración

En el caso de la restauración, la ecuación 5.8 se puede expresar como

i(x)′ = arg min
i

(
f1(i(x), id(x)) + λ2f2(i(x))

)
(5.9)

donde el funcional f1(·) debe medir la desviación de la solución respecto de los
datos observados y el funcional f2(·) debe medir la presencia de caracteŕısticas no
deseadas en la solución, es decir, f2(·) es el funcional de complejidad comentado
en la sección anterior. Minimizar esta ecuación implica encontrar una solución
que sea compatible con los datos observados y que posea en la menor medida
posible caracteŕısticas no deseadas.

Si se utiliza la norma 2 en ambos funcionales, y se utiliza un operador de
penalización en el funcional f2(·) esta ecuación se puede expresar como:

i′ = arg min
i

‖i(x, y) ? h(x, y)− id(x, y))‖2 + λ2‖p(i(x, y)))‖2

donde p(·) es el operador de penalización, que debe extraer las caracteŕısticas
no deseadas en la solución. Se puede ver [80] que el problema es formalmente
equivalente al ajuste por mı́nimos cuadrados con restricciones. Si tomamos una
aproximación local se puede considerar que tanto la respuesta impulsional h(x, y)
como el operador p(·) son espacialmente invariantes, la solución en una región x0

de un dominio de Fourier por bloques es [85]:

c′(x0, f) =
H∗(x0, f)

|H(x0, f)|2 + λ(x0)2

|P (x0,f)−1|2
cd(x0, f) (5.10)

La ventaja de realizar una aproximación local es que, aun teniendo señales y
degradaciones que no sean globalmente estacionarias, podemos aplicar la aproxi-
mación de invariancia espacial y la adaptar tanto el operador a posibles cambios
en diferentes regiones espaciales como el parámetro de regularización a ruidos
cuya enerǵıa es espacialmente variante.

Para aportar cierta intuición sobre el significado de los parámetros presentes
en el modelo de regularización, vamos a establecer una comparación con el resul-
tado del filtro óptimo de Wiener [85]. En la solución de Wiener, el espectro de la
imagen restaurada es:
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c′(x0, f) =
H∗(x0, f)

|H(x0, f)|2 + Snn(x0,f)
Sioio (x0,f)

cd(x0, f) (5.11)

donde Snn(x0, f) y Sioio(x0, f) son la densidad espectral de potencia del ruido y la
señal respectivamente. Obviamente, las ecuaciones 5.10 y 5.11 son formalmente
equivalentes. Identificando términos se observa que el parámetro λ2 está rela-
cionado con la enerǵıa del ruido y el operador de penalización, con la densidad
espectral de potencia de la señal.

Puesto que se está utilizando una aproximación local (la imagen se divide
en regiones y cada región se restaura por separado) es posible que se produzcan
discontinuidades entre bloques vecinos. Para suavizar las soluciones entre bloques
vecinos se han tomado regiones que presentan solapamiento de forma que la
solución en el solapamiento será la media de las soluciones vecinas.

Elementos relevantes en la restauración mediante regularización

De la ecuación 5.9 podemos concluir que la solución depende de:

1. Elección de los funcionales f1(·) y f2(·).

2. Selección de un operador de penalización en f2(·).

3. Selección de λ ó estimación de Snn(x0, f).

4. Conocimiento de la respuesta impulsional en el dominio espacial o frecuen-
cial (h ó H).

Respecto del primer punto hemos de hacer notar que existen diferentes posi-
bilidades en la literatura. El funcional f2 puede utilizar la norma 1 en lugar de la
norma 2. La motivación es que la norma 1 penaliza menos las discontinuidades
que la norma 2 (cuando se combina la norma 1 con el operador primera derivada
se está ante lo que se denomina como Total Variation Restoration [86, 87]).

También hemos de decir que los puntos 2 y 3 están estrechamente relacionados,
pues la elección de un operador adecuado relajará la exigencia de una buena
estimación de λ. Claramente, un operador que discrimine convenientemente la
señal del ruido restará importancia al grado de conocimiento del ruido.

Por último, es evidente que en una imagen degradada real no va a conocerse
a priori el proceso de suavizado, con lo cual, resulta de la mayor importancia un
método eficaz para la estimación de la respuesta impulsional de la degradación
a partir de la imagen observada (deconvolución ciega). En este trabajo se asume
que la respuesta impulsional de la degradación es conocida.
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En este trabajo nos centraremos en la selección del parámetro de regulariza-
ción y en los operadores de penalización.

5.5. Selección del parámetro de regularización

El criterio de la L-curva [88, 43, 83] está basado en una gráfica del término de
penalización ‖Piλ‖ frente a la norma residual ‖Hiλ − id‖ para diferentes valores
de λ. La curva resultante tiene una parte vertical y una parte horizontal y una
esquina que separa estas dos regiones y de ah́ı su nombre.

La parte horizontal corresponde a soluciones iλ que son suaves y la parte
vertical corresponde a soluciones que son muy ruidosas. Por lo tanto la esquina
de la L-curva que separa la parte vertical y la horizontal debe corresponder a un
buen balance entre minimizar el error de regularización y el error de perturbación
en la solución. Hay que decir que este método está basado en una aproximación
heuŕıstica y no hay resultados sobre su convergencia.

La definición de esquina de la L-curva propuesta en [43] es el punto de la
L-curva en escala logaŕıtmica con máxima curvatura. Si ρ = log ‖Hiλ− id‖ y η =
log ‖Piλ‖ entonces la curvatura como una función del parámetro de regularización
viene dada por:

K(λ) =
ρ′η′′ − ρ′′η′

((ρ′)2 + (η′)2)
3
2

(5.12)

Utilizando las funciones contenidas en la Regularization Toolbox desarrolladas
por P. C. Hansen2 para restaurar una imagen se obtiene una solución en la que
hay mucha variabilidad entre los bloques ( coexisten en la solución bloques con
ruido y bloques demasiado suaves) tal y como se puede observar en el resultado
mostrado en la figura 5.6.a.

5.5.1. Propuesta de modificación del criterio de la L-curva

Con el fin de evitar esta variabilidad en la solución, se ha realizado una mo-
dificación del criterio para la obtención de la esquina de la L-curva. El método
consiste en realizar una interpolación para obtener una curva con más puntos,
obtener el ángulo que forma la recta tangente en cada punto interpolado y tomar
como esquina de la L-curva el punto en el que se produce mayor variación en el
ángulo. El proceso es descrito en la figura 5.7.

Con este nuevo método las soluciones para cada bloque no tienen tanta va-
riabilidad tal y como se puede ver en la figura 5.6.b.

2 Disponible en la dirección http://www.imm.dtu.dk/pch/Regutools/index.html

http://www.imm.dtu.dk/pch/Regutools/index.html
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a) b)

Fig. 5.6: a) Soluciones obtenidas para una imagen degradada con un filtro pasa baja con
frecuencia de corte fc = 8 cpd y ruido blanco gaussiano de varianza σ2 = 50. a)
Solución obtenida utilizando las funciones de la Regularization Toolbox y utili-
zando un operador de penalización basado en la segunda derivada. b)Solución
obtenida utilizando el criterio modificado de obtención del parámetro de regu-
larización.

5.6. Operadores de penalización y caracteŕısticas de la señal

Como ya se ha comentado se debe elegir un operador para regularizar. Una
vez se dispone del operador y de un método de selección del parámetro de re-
gularización es posible obtener la solución utilizando la ecuación 5.10. En esta
sección se revisarán algunos operadores de penalización clásicos y se propondrá el
operador adaptativo basado en la respuesta no lineal del sistema visual humano
y se comparará con otras aproximaciones espacialmente adaptativas basadas en
el ajuste de modelos autorregresivos. Se mostrarán todas las soluciones obteni-
das para dos bloques degradados lo cual motivará la búsqueda de medidas para
evaluar los diferentes operadores.

5.6.1. Operadores de penalización clásicos

Uno de los operadores de penalización no adaptativo más utilizado es el basado
en la segunda derivada [80, 79, 89] que denotaremos como L2. La caracteŕıstica
no deseada que mide este operador es la presencia en la solución de componentes
de alta frecuencia. Esto es lógico (compatible con modelos sencillos de estad́ıstica
de las imágenes naturales) ya que el espectro de las imágenes naturales decae con
la frecuencia según 1

f [90, 26, 23] por lo tanto hay que limitar la presencia de
altas frecuencias en la solución. El problema de de L2 es que no está formulado
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a) b)

c) d)

Fig. 5.7: a) Puntos donde se ha obtenido la L-curva. b) Curva con mayor densidad de
puntos utilizando interpolación cúbica. c) Variación del ángulo de la recta tan-
gente. c) Punto de la L-curva que proporciona el parámetro de regularización
óptimo correspondiente a la variación máxima del ángulo.

en Fourier, es fijo y no se podŕıa controlar por ejemplo la distancia a la que se
está viendo la imagen (que modifica lo que se considera altas o bajas frecuencias).

El sistema visual humano actua como un filtro de frecuencias espaciales, el ojo
se comporta como un filtro pasa-baja que no puede percibir frecuencias espaciales
más allá de un determinado ĺımite. El sistema visual percibe mejor las frecuencias
espaciales intermedias que las bajas y las altas frecuencias [11]. Por lo tanto es
posible utilizar la inversa de la CSF como operador de penalización [85]. De esta
forma también se consigue penalizar las altas frecuencias pero con un filtro que
está definido en unidades con significado f́ısico (ciclos por grado) en lugar del
operador L2 definido directamente en el dominio de la imagen.

Los modelos autorregresivos, AR, se pueden utilizar para definir operadores



5.7. Operador de penalización propuesto 71

adaptativos y han sido utilizados en el contexto de la restauración [80]. En un
modelo autorregresivo, el valor de la señal en un punto, s(i, j), se obtiene como
una combinación lineal de los valores de la señal en una vecindad del punto,
N (i, j), más un término de error

s(i, j) =
∑

(l,m)∈N (i,j)

a(l,m)s(l,m) + e(i, j)

En imágenes tiene sentido utilizar este tipo de modelos ya que las imágenes
naturales presentan alta correlación entre puntos vecinos, por lo tanto es posible
predecir el valor de un punto a partir del valor de los puntos vecinos. La figura 5
de la Trabajo E muestra la forma de las vecindades consideradas (una vecindad
con 4 coeficientes, AR4, una vecindad con 8 coeficientes, AR8, y una vecindad
con 12 coeficientes, AR12).

Una vez seleccionado el modelo AR, los coeficientes se ajustan de forma in-
dependiente para cada bloque mediante mı́nimos cuadrados, adaptando de esta
forma el operador a las caracteŕısticas locales. El operador, que hemos definido
como la inversa de la densidad espectral de potencia, se obtiene a partir de los
coeficientes AR [91]

P (w1, w2) =
σ2

|1 +
∑

n1

∑
n2

a(n1, n2)e−jw1n1e−jw2n2 |2

Es interesante resaltar que si se ajustan los coeficientes de un modelo auto-
rregresivo de orden 4 con la estructura mostrada en la figura 5 de la Traba-
jo E, utilizando como conjunto de entrenamiento imágenes naturales extráıdas
por ejemplo de la base de imágenes de van Hateren [55], se obtiene un operador
de penalización que es casi idéntico al operador basado en la segunda derivada,
tal y como se muestra en la figura 5.8.

5.7. Operador de penalización propuesto

Como ya se comentó en el caṕıtulo anterior, la hipótesis de la codificación
eficiente establece que el sistema visual humano está ajustado a la estad́ıstica de
las imágenes naturales, obteniendo las caracteŕısticas relevantes de la señal. Si
disponemos de un modelo de respuesta podŕıamos definir un operador de pena-
lización como la inversa de la respuesta, ya que no penalizaŕıamos la presencia
de caracteŕısticas que el sistema visual considera relevantes (véase la figura de la
Trabajo E para una ilustración de este hecho para un bloque particular).

De este modo, si R(cd(xo, f)) representa la respuesta ante un bloque de la
imagen degradada, el operador vendŕıa dado por
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Fig. 5.8: a) Operador (en Fourier) resultante del ajuste de un modelo AR4 utilizando un
conjunto de imágenes naturales. b) Operador L2 (en Fourier). Como se puede
observar, el operador resultante del ajuste del modelo AR4 es muy similar a L2.

P (xo, f) =
1

R(cd(xo, f))

En este trabajo se ha utilizado la respuesta no lineal con interacción entre
coeficientes presentada en la sección 2.5. Esquemas estad́ısticos recientes explotan
también la existencia de relaciones entre los coeficientes del dominio wavelet [92].

5.7.1. Ventajas del operador perceptual

Las figuras 5.9- 5.14 muestran todas las soluciones que se obtienen cuando se
vaŕıa el parámetro de regularización al utilizar diferentes operadores de penaliza-
ción, sobre una imagen degradada utilizando un filtro basa baja con frecuencia
de corte fc = 22 cpd y ruido blanco gaussiano de varianza σ2 = 200.

Como se puede observar en estas figuras, el rango de soluciones aceptables
depende del operador utilizado. La figura 5.15 muestra la distancia entre las
soluciones y el bloque original en función del parámetro de regularización. Como
se puede observar, en ambos casos el operador que proporciona un rango de
soluciones con menor error es el basado en la respuesta no lineal del SVH, y por
lo tanto la selección del parámetro de regularización no es tan cŕıtica como con
los otros operadores.

Esta observación motiva la búsqueda de medidas que indiquen por un lado la
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sensibilidad de la solución en función del parámetro de regularización al utilizar un
determinado operador de penalización y la robustez de los diferentes operadores
de penalización frente a la degradación.

5.7.2. Sensibilidad

Como se ha mostrado en el apartado anterior, la sensibilidad de la solución
respecto al parámetro de regularización depende de la capacidad del operador
de capturar las propiedades de la señal: la solución es más sensible si pequeñas
variaciones en el parámetro de regularización dan lugar a cambios considerables
en la calidad de la solución.

Cuando se utiliza un operador concreto, P , se obtiene una determinada so-
lución, îP (λ), para cada valor de λ. Un método particular para la selección del
parámetro de regularización, como por ejemplo la L-curva proporciona un valor
particular λL, que da lugar a una solución particular îP (λL). Asumiendo que la
imagen original, io, es conocida, y que se está utilizando una determinada medida
de distorsión d(·, ·), el valor óptimo (no disponible en una situación real ya que
implica el conocimiento de io) de λ vendŕıa dado por

λopt = arg min
λ

DP (λ)

donde DP (λ) = d(io, îP (λ)). La sensibilidad de la solución respecto de λ cuando
se utiliza un determinado operador P , puede ser definida como el incremento de
distorsión debido a la selección de λL en lugar del valor óptimo λopt, es decir

S(P ) =
∆DP

∆λ
=
|DP (λopt)−DP (λL)|

|λopt − λL|

El significado de esta medida de sensibilidad se ilustra en la figura 5.16

En la figura 7 de la Trabajo E se muestran los resultados obtenidos para
la imagen Barbara utilizando los diferentes operadores de penalización y utili-
zando como medida de distorsión el MSE. Como se puede observar esta medida
refleja correctamente los resultados mostrados en el apartado anterior, es decir,
el operador perceptual tiene una sensibilidad menor que el operador AR12 y el
operador L2.

5.7.3. Robustez

Deseamos que la medida de robustez de un operador refleje la habilidad de un
operador adaptativo de preservar los mismos componentes de la señal degradada
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Fig. 5.9: Análisis de los resultados para un bloque utilizando un operador de penalización
basado en la segunda derivada. En la primer fila se muestra el bloque original,
el bloque degradado, el modulo de la respuesta en frecuencia del operador de
penalización, la L-curva y posición en la curva correspondiente al parámetro
de regularización óptimo y finalmente el bloque restaurado. El resto de las fi-
las muestra la solución para cada valor del parámetro de regularización. Este
operador es igual para todos los bloques independientemente de su contenido.
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Fig. 5.10: Análisis de los resultados para un bloque utilizando un operador de penali-
zación basado en un modelo autorregresivo de orden 12. En la primer fila se
muestra el bloque original, el bloque degradado, el modulo de la respuesta
en frecuencia del operador de penalización, la L-curva y posición en la curva
correspondiente al parámetro de regularización óptimo y finalmente el blo-
que restaurado. El resto de las filas muestra la solución para cada valor del
parámetro de regularización. Como se puede observar, el operador resultante
no penaliza la presencia de las rayas oblicuas.
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Fig. 5.11: Análisis de los resultados para un bloque utilizando un operador de penaliza-
ción basado en en el modelo no lineal de respuesta del sistema visual humano.
En la primer fila se muestra el bloque original, el bloque degradado, el mo-
dulo de la respuesta en frecuencia del operador de penalización, la L-curva y
posición en la curva correspondiente al parámetro de regularización óptimo
y finalmente el bloque restaurado. El resto de las filas muestra la solución
para cada valor del parámetro de regularización. Como se puede observar, el
operador resultante no penaliza la presencia de las rayas oblicuas.
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Fig. 5.12: Análisis de los resultados para un bloque utilizando un operador de penaliza-
ción basado en la segunda derivada. En la primer fila se muestra el bloque origi-
nal, el bloque degradado, el modulo de la respuesta en frecuencia del operador
de penalización, la L-curva y posición en la curva correspondiente al parámetro
de regularización óptimo y finalmente el bloque restaurado. El resto de las filas
muestra la solución para cada valor del parámetro de regularización.
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Fig. 5.13: Análisis de los resultados para un bloque utilizando un operador de penali-
zación basado en un modelo autorregresivo de orden 12. En la primer fila se
muestra el bloque original, el bloque degradado, el modulo de la respuesta
en frecuencia del operador de penalización, la L-curva y posición en la curva
correspondiente al parámetro de regularización óptimo y finalmente el blo-
que restaurado. El resto de las filas muestra la solución para cada valor del
parámetro de regularización.
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Fig. 5.14: Análisis de los resultados para un bloque utilizando un operador de penaliza-
ción basado en en el modelo no lineal de respuesta del sistema visual humano.
En la primer fila se muestra el bloque original, el bloque degradado, el mo-
dulo de la respuesta en frecuencia del operador de penalización, la L-curva y
posición en la curva correspondiente al parámetro de regularización óptimo y
finalmente el bloque restaurado. El resto de las filas muestra la solución para
cada valor del parámetro de regularización.
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operador propuesto, ĺınea discontinua: con el operador basado en el modelo
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que seŕıan preservados con un operador ideal obtenido a partir de la señal original
(sin degradar).

Si se dispone de la imagen original, io, el operador adaptativo Po estimado
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utilizando esta imagen se puede comparar con el operador adaptativo P obtenido
a partir de la imagen degradada. El MSE entre los dos operadores puede ser uti-
lizado para medir la similitud entre estos dos operadores. Por lo tanto, definimos
la robustez de un operador adaptativo como

R(P ) = MSE(P, Po)

En la figura 8 de la Trabajo E se muestran los resultados obtenidos para la
imagen Barbara utilizando los diferentes operadores de penalización adaptativos.
Puesto que el operador perceptual propuesto captura mejor la complejidad de la
señal, es más robusto frente a la presencia de la degradación.

5.7.4. Restauración de imágenes

Ruido estacionario

Las tablas I,II y III y las figuras 10,11 y 12 de la Trabajo E muestran los
resultados obtenidos con los diferentes operadores en la restauración de imágenes
en las que se ha simulado la degradación. El rango de las degradaciones gene-
radas va desde casi exclusivamente emborronamiento hasta casi exclusivamente
eliminación de ruido.

La tabla IV y las figuras 13, 14 y 15 de la Trabajo E muestran los resul-
tados obtenidos en eliminación de ruido con imágenes tomadas bajo diferentes
condiciones de iluminación con una cámara SONY DSC P8. En este caso compa-
ramos los resultados obtenidos utilizando el operador propuesto con los resultados
obtenidos utilizando un algoritmo estándar de eliminación de ruido [93].

Ruido de enerǵıa espacialmente variante

En este apartado se presentan resultados (que no están incluidos en las pu-
blicaciones) de eliminación de ruido cuya enerǵıa es espacialmente variante. La
figura 5.17.a muestra la imagen degradada resultante de añadir el ruido que se
muestra en la figura 5.17.c a la imagen Barbara. El ruido tiene una varianza en el
rango σ2 ∈ [0, 300] de izquierda a derecha. La figura 5.17.b muestra la imagen res-
taurada utilizando el operador perceptual adaptativo y la figura 5.17.d muestra
la resta entre la imagen restaurada y la degradada, esta resta debeŕıa coincidir
con el ruido. La figura 5.17.e muestra la varianza del ruido real en función de la
columna y la figura 5.17.f muestra cual es la varianza del ruido estimado. Hay que
resaltar que el hecho de que el método se adapte a ruidos de enerǵıa espacialmen-
te variante viene determinado por la estimación en cada bloque del parámetro de
regularización.
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Fig. 5.17: a) Imagen degradada. b) Imagen restaurada utilizando el operador perceptual.
c) Varianza del ruido aplicado. d) Varianza del ruido estimado (resultado de
realizar la resta entre la imagen degradada y la imagen restaurada).



6. CONCLUSIONES Y TRABAJO FUTURO

La hipótesis de la codificación eficiente establece que debe existir una relación
entre la estad́ıstica de los est́ımulos y la organización de los sistemas sensoriales
biológicos. En esta Tesis hemos mostrado resultados adicionales (y más generales)
en favor de esta hipótesis, y hemos aplicado las no linealidades de la respuesta
resultante como alternativa a modelos estad́ısticos expĺıcitos en dos aplicaciones
de procesado de imágenes: estimación del movimiento en secuencias de imágenes
y restauración de imágenes degradadas.

En cuanto a la relación entre la respuesta de los sensores de V1 y la estad́ıstica
de las imágenes naturales, durante la última década se hab́ıa logrado reproducir la
forma de los campos receptivos de V1 y ciertas propiedades de las no linealidades
asumiendo una forma funcional concreta (la normalización divisiva). En esta Tesis
hemos mostrado que las propiedades más importantes de la parte no lineal de
dicha respuesta (saturación y enmascaramiento cruzado) emergen directamente
de los datos sin necesidad de asumir ninguna forma funcional. Para ello hemos
propuesto una nueva solución para el ICA no lineal basado en una aproximación
diferencial, en la que a partir de ICAs lineales locales se llega a una representación
global no lineal.

Los esquemas estándar de codificación de video están basados en un módulo
de compensación de movimiento y en un módulo de cuantización del error de
predicción. La literatura anterior hab́ıa propuesto la introducción de información
perceptual en los dos módulos, pero no se hab́ıa estudiado sistemáticamente el
efecto de estas mejoras ni en la calidad subjetiva de la señal decodificada, ni
en la utilidad del flujo óptico para tareas de más alto nivel. En esta Tesis se ha
mostrado que las mejoras en el cuantizador, basadas en la introducción del modelo
no lineal de percepción, son más importantes en cuanto a la calidad de la secuencia
reconstruida que las mejoras debidas a una óptima distribución de bits entre la
estimación de movimiento y la cuantización del error. No obstante, se ha mostrado
que el criterio de refinamiento del flujo óptico basado en la entroṕıa perceptual
produce una estimación del movimiento más robusta ya que produce mejores
segmentaciones cuando se utiliza como entrada a un algoritmo de estimación de
VOPs.

En la restauración de imágenes degradadas en el contexto de la teoŕıa de la
regularización, el operador de penalización debe contener información sobre las
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caracteŕısticas rechazables de la solución. En la literatura se hab́ıan propuesto
diferentes operadores basados en las caracteŕısticas espectrales de las imágenes
naturales. En esta Tesis se han definido operadores de penalización basados en
el modelo de percepción no lineal con interacción entre coeficientes y se han
comparado con operadores adaptativos basados en modelos autorregresivos. Se
ha mostrado que la consideración de la interacción entre coeficientes tiene con-
secuencias positivas: los operadores son más robustos, las soluciones son menos
sensibles al parámetro de regularización y se comportan mejor en un amplio rango
de situaciones (desde situaciones cercanas al desemborronamiento hasta situacio-
nes cercanas a la eliminación de ruido). En la eliminación de ruido en imágenes
con degradaciones reales se ha mostrado que los operadores propuestos distinguen
mejor entre el ruido y las estructuras relevantes de la imagen (que son penalizadas
por un filtro de Wiener). Estos resultados sugieren que estos operadores, que no
requieren conocimiento estad́ıstico a priori sobre la imagen, pueden ser utilizados
como alternativa a los operadores que se basan en la estimación del espectro de
la imagen.

Como trabajo futuro es posible la aplicación del ICA no lineal sobre est́ımulos
de mayor dimensionalidad, de esta forma se tendŕıa mayor resolución frecuencial
con el fin de comprobar si se puede dar cuenta del efecto de la frecuencia en el
enmascaramiento cruzado. En cuanto a la restauración los resultados se pueden
extender utilizando una norma cercana a la unidad en el funcional de penalización
junto con los operadores propuestos ya que esta norma no impide la presencia
de bordes en la solución. Esto seŕıa una generalización de los trabajos de Total
Variation, en los que se utiliza un operador primera derivada. En cuanto a las
aplicaciones de compresión de imágenes estamos trabajando en la introducción
de modelos no lineales en dos tipos de esquemas de codificación: los basados en
transformadas wavelet, y otros más novedosos que utilizan máquinas de vectores
soporte.
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V1 non-linear properties emerge from local linear ICA

1 Introduction

The different specific formulations of Barlow’s idea about the match between perception and

the statistics of natural signals (Barlow, 1961; Barlow, 2001) have explained a variety of percep-

tion facts (Simoncelli and Olshausen, 2001; Simoncelli, 2003). In its original formulation (Barlow,

1961), Barlow suggested that the goal of low-level perception mechanisms is obtaining a set of

statistically independent responses. Recently (Barlow, 2001), he generalized the relevance of sta-

tistics in perception to include more abstract (bayesian) representations of the information about

the environment. Nowadays there is a fruitful debate about the generality of the original efficient

encoding hypothesis (Barlow, 2001; Simoncelli, 2003).

However, despite the (eventually) restricted applicability of the original efficient encoding for-

mulation, it had remarkable success in explaining the particular shape of linear V1 receptive

fields (Olshausen and Field, 1996). Moreover, in (Schwartz and Simoncelli, 2001) the same idea

has been used to obtain the parameters of a particular functional form of the non-linearities found

in V1: the divisive normalization (Heeger, 1992).

In this work we show that applying a particular (local-to-global) non-linear ICA, that assumes

no specific functional form for the non-linearity, the masking-like non-linearities are reproduced as

well. Then, the statistical role of the non-linearities would be adapting the global representation

of the previous linear stage (global linear ICA) to the local features of the signal around each

observed (masking) stimulus. This result is an additional indication that the original efficient

encoding formulation of Barlow ideas may explain not only the linear behavior of V1, but also its

non-linearities. The difference of the result presented here with regard to previous implementations

of the efficient encoding idea (Schwartz and Simoncelli, 2001) is that no explicit functional form

is assumed for the non-linearity, thus revealing more clearly that it emerges from the particular

PDF of natural images.

The structure of the paper is as follows. In Section 2, we review the relations between local

linear ICA representations and the more general non-linear ICA representations (Hyvärinen et al.,

2001; Lin, 1999; Karhunen et al., 2000; Jutten and Karhunen, 2003), the particular local-to-global

non-linear ICA used in this paper is derived from these relations. In Section 3, we apply the above
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concepts to the current V1 model. In this way, we derive an integral expression for the non-linear

part of the current V1 model. This expression assumes no particular functional form for the

non-linearity. In Section 4, we show that when using the above expression with natural images,

different masking behaviors are reproduced. Finally, in Section 5 we present the conclusions of the

work.

2 Global linear ICA, local linear ICA and non-linear ICA

The basic data model used in (global) linear ICA assumes that the n-dimensional samples of

the signal, the column vectors x, come from a mixture of m independent sources, column vectors

r, given by the (global) mixing matrix, Ag (Hyvärinen et al., 2001):

x = Ag · r =
m∑

j=1

Agjrj (1)

The column vectors in the mixing matrix, Agj , j = 1, · · · ,m, are the basis vectors of ICA.

Assuming that the mixing matrix of the model is unknown, the independent components are

found by determining a linear inverse mapping (separating matrix), Wg, so that the m-vector

r = Wg · x (2)

is an estimate of the independent component vector. A number of different algorithms have been

proposed to compute Wg (Hyvärinen et al., 2001). For simplicity the number of independent

components, m, is usually assumed to be equal to the dimension of the data, so the mixing matrix

is simply the inverse of the separating matrix, Ag = Wg
−1.

In spite of its usefulness, the basic data model assumed in eq. 1 is often too simple to describe

real-world data. First, the standard model is linear, while generally we need a suitable non-linear

model to adequately represent the data. Second, the ICA model in eq. 1 is global, i.e. it tries to

describe all the data using the same global features (ICA basis vectors, Agj). However, natural

data often have different local features in different parts of its global PDF. This is why non-

linear ICA methods (Hyvärinen et al., 2001; Jutten and Karhunen, 2003) and local linear ICA

methods (Hyvärinen et al., 2001; Karhunen et al., 2000) have been developed.

General non-linear ICA techniques (Hyvärinen et al., 2001; Jutten and Karhunen, 2003) assume

that the data vectors, x, depend non-linearly on some statistically independent components, r,

x = F (r) (3)
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and then, again, the problem is obtaining the inverse mapping,

r = F−1(x) (4)

that estimates the independent components. The problems with this generic formulation are, (1)

it is computationally expensive, and (2) it is highly non-unique (Jutten and Karhunen, 2003): i.e.

multiple inverse mappings may be obtained that fulfill the condition of giving rise to vectors r

with independent components.

Local linear methods (Hyvärinen et al., 2001; Karhunen et al., 2000; Kambhatla and Leen,

1997) start from finding clusters in the global PDF, and then, a different local linear model is

applied to the data in each cluster. The clustering part of these techniques is the way to break

the (difficult) global non-linear problem into a set of (easier) local subproblems where the linear

approach is valid enough.

However, a different approach is possible to relate the global and the local description of the

data. As stated in (Lin, 1999; Karhunen et al., 2000), if the non-linear mapping in eq. 3 is smooth,

then, a local (differential) approach can be taken, considering the Taylor expansion of F up to

first order. In this case, the mixing non-linearity of the model at the point r′ (or equivalently, at

the point x′ = F (r′)), could be locally approximated by a local linear mixing matrix, A(x′),

dx′ = ∇F (r′) · dr′ = A(x′) · dr′ (5)

Accordingly, the inverse (separating) mapping, would be locally approximated by,

dr′ = ∇F−1(x′) · dx′ = W(x′) · dx′ (6)

In this case, the local features A(x′) could be derived from the (local) W(x′), applying to local

neighborhoods the same techniques that are used in the global case, as done in the linear local

approaches that use pre-clustering (Kambhatla and Leen, 1997; Karhunen et al., 2000).

In this paper we consider the latter (differential) way to relate the local linear analysis of the

signal to the global non-linear analysis. In this case, the global representation can be obtained by

integrating the local increments,

r = r0 +
∫ x

x0

∇F−1(x′) · dx′ = r0 +
∫ x

x0

W(x′) · dx′ (7)

where the local separating matrix at each point is computed using standard linear ICA techniques

(e.g. the symmetric fixed-point algorithm (Hyvärinen et al., 2001; Hyvärinen, 1999)) in a neigh-

borhood of the point x′. While in (Karhunen et al., 2000), the local expansions are defined by the
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set of data vectors belonging to each cluster, in our case, they are defined by the way we choose

the neighborhood. In particular, our local neighborhoods are formed by the K closer neighbors in

Euclidean sense.

The particular local-to-global non-linear ICA representation given by eq. 7 is useful only if

(1) the final components of r are more independent than the global ICA components, and (2)

the result of the integral is independent of the integration path, so no particular path has to be

specified. In the appendices A and B, we show that this is the case in the particular problem of

interest: the PDF of natural images.

3 V1 non-linearities and local-to-global non-linear ICA

The current model of V1 sensors involves a linear stage and a non-linear stage (Schwartz and

Simoncelli, 2001; Watson and Solomon, 1997).

First, the input images, x, are analyzed by a set of unit-norm linear sensors:

c = Wgu · x (8)

Then, a non-trivial non-linearity is applied to the outputs of the linear stage:

r = R(c) (9)

The whole set of transforms (with the corresponding inverses) can be summarized as follows:

x
Wgu

((
hh
Agu

c
R

((
hh
R−1

r (10)

The challenge of statistically based vision models is to derive the experimental behavior of

these transforms from the efficient encoding hypothesis together with the statistical properties

of natural images. As stated in the introduction, the receptive fields of the sensors of the first

linear stage resemble the global linear ICA basis functions of natural images (Olshausen and Field,

1996). Accordingly, we used the notation Wgu and Agu for these (global) transforms. However,

we added the subscript u to stress the difference with regard to standard (global) ICA techniques

that give rise to basis functions of different norm (Hyvärinen, 1999). In this case,

Wgu = D
1
2
g ·Wg (11)

Agu = Ag ·D
− 1

2
g (12)
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where the diagonal matrix D
1
2
g contains the norms of the (global) vectors in Ag. Note that the

application of this diagonal matrix doesn’t modify the independence properties of the original

global transform.

As stated in Section 2, in general, global linear ICA techniques do not give rise to truly inde-

pendent coefficients. Assuming the original formulation of Barlow ideas, the role of the non-linear

transform, R, would be removing the remaining relations between the coefficients of the vector

c. Following this hypothesis, Schwartz and Simoncelli (Schwartz and Simoncelli, 2001) fitted the

parameters of a particular model for the non-linearity (the divisive normalization (Heeger, 1992))

to obtain independent responses in the vector r. By doing so, they reproduced the experimental

masking-like non-linearities.

In this paper we follow the same general idea (obtain the non-linearity, R, by looking for

independent components in r), but assuming no particular functional form in R and using the

local-to-global ICA described in Section 2.

To this end, we take a differential approach to locally approximate the non-linear response, R,

by its Jacobian3. Then, given a masking stimulus, x′, the increment in the response of the sensors

given a variation of the stimulus in the pixel domain is:

dr′ = ∇R(c′) · dc′ = ∇R(Wgu · x′) ·Wgu · dx′ (13)

so the (global) response to any stimulus, x, is just:

r = r0 +
∫ x

x0

∇R(Wgu · x′) ·Wgu · dx′ (14)

Assuming that the role of the cascade of linear and non-linear transforms in eq. 10 is obtaining

independent components in the coefficients of the response vector r, the local behavior of the

non-linearity could be obtained identifying eqs. 6 and 13. From this identification, we get,

∇R(Wgu · x′) = W(x′) ·Agu (15)

that applied into eq. 14, gives rise to eq. 7. Eq. 15 states that the role of the V1 non-linearities is

representing each input image (each masking stimulus x′) into the local linear representation that

captures the local features of the natural images around it.
3Preliminar results of the differential approach used in this paper were presented in the GRC meeting (Malo

et al., 2004).
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4 Perception facts, implementation details and simulation results

In this section we apply eq. 15 and its consequence (eq. 7) to a set of natural images. The

results obtained show that the response of the sensors constructed in this way reproduces the basic

behavior of V1 sensors as revealed by threshold and suprathreshold psychophysics (Daugman, 1980;

Watson, 1983; Harvey and Doan, 1990; Legge and Foley, 1980; Legge, 1981; Foley, 1994; Watson

and Solomon, 1997).

4.1 Perception facts to be (statistically) reproduced

• Linear result:

– Set of linear frequency analyzers: The linear receptive fields of the V1 sensors are

narrow band-pass functions that analyze the frequency content of the images in a log-

polar wavelet-like way (Daugman, 1980; Watson, 1983; Harvey and Doan, 1990).

• Non-linear results:

– Auto-masking : Contrast incremental thresholds of sensors tuned to specific frequency

bands increase with the amplitude (or contrast) of the stimulus (Legge and Foley, 1980;

Legge, 1981). This is equivalent to say that (1) the sensitivity of the mechanisms de-

creases with the contrast of the optimal stimulus, or (2) the response of the mechanisms

when excited with their optimal stimulus is a saturating non-linearity.

– Cross-masking I, General behavior : The sensitivity of a particular sensor to its optimal

stimulus changes (decreases) when this stimulus is superimposed on a high contrast

background of different frequency content (cross-masking) (Foley, 1994; Watson and

Solomon, 1997). This effect increases with the contrast of the background.

– Cross-masking II, Fine details, relative influence between frequencies: Moreover, the

above effect (or perceptual interaction between frequencies) decreases as the distance

between the frequencies (in modulus or orientation) increases (Watson and Solomon,

1997).

In this work, our aim is limited to the non-linear effects because the linear effects were previously

explained by others using a number of concurrent statistical arguments (e.g., Field (Field, 1987),
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Olshausen (Olshausen and Field, 1996) or Atick (Atick, 1992)). For instance, as stated above, the

reproduction of the linear receptive fields is not a merit of the proposed procedure, but a result of

the assumed initial global ICA stage (Olshausen and Field, 1996).

4.2 Implementation details

In order to reduce the complexity of the simulations and to make the visualization easier, we

restrict ourselves to low-dimensional (6D) examples. In all cases the samples in the pixel domain

were taken from a 1D subspace (a line) of the spatial domain. Of course, this prevent us to analyze

orientation effects because to do so, you at least need 4 (2 × 2) or 9 (3 × 3) two-dimensionally

taken samples. The problem of doing so is that in those (low dimensionality) two-dimensionally

taken examples, the number of different moduli for the spatial frequency is very small, so the

cross-masking results will be more difficult to analyze. This is why we restrict ourselves here to

one-dimensionally taken examples.

Of course all these problems should disappear using substantially bigger image blocks (say 8×8

or 12 × 12). We preferred not to do that because of computational expenses. However, it has to

be stressed that the computational problem we face here is not as fundamental as the classical

course-of-dimensionality problem you find in multidimensional PDF estimation. Here the problem

is not that serious and alternative solutions (local-PCA based) are available (Kambhatla and Leen,

1997).

Specifically, the problem here is the numerical (Runge-Kutta) integration of eq. 7. There the

bottleneck is the speed of the algorithm to compute W. We are using the Matlab implementation

of FastICA (Hyvärinen, 1999), which converges slowly for high-dimensional vectors. However,

this (small) computational problem could be solved by using local-PCA methods (Kambhatla and

Leen, 1997) in the proposed local-to-global framework. Preliminary 6D experiments with local

PCA show that the results slightly differ from the local ICA results. Therefore, for consistency

with the first (global linear) part, we also use (local linear) ICA to reproduce the non-linearity

instead of choosing the (much faster!) local PCA.

However, note that the above considerations do not restrict the generality of the proposed

approach. The extension of the procedure to higher dimensions may introduce more noise in the

local linear functions but this is not a fundamental problem either because it can be easily solved

by considering more images in the training set. The aim of this work is reporting the general
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local-to-global framework and its encouraging results for statistically based vision: the particular

lower bounds in the amount of data to be considered in order to make the method efficient and

robust in highly multidimensional situations are a matter for future research.

The examples shown in the sections below were carried out using 2 · 106, 6× 1, image samples

randomly taken from a well known natural image database (van Hateren and van der Schaaf,

1998). The original images of the database were scaled to lie in the range [0, 255]. The local

neighborhoods to compute the local ICAs were formed by the 5 · 104 closer samples around each

point.

4.3 Simulation results

4.3.1 Data and global transform

First we show the kind of raw data we used in this set of experiments and the basis functions of

the global linear transform, Wgu and Agu, obtained using ICA as proposed by Olshausen and

Field (Olshausen and Field, 1996).

Figure 1.a shows a projection (first two components) of a subset of the data in the spatial

domain representation. It is clear that xi coefficients are highly redundant. Figure 2 shows

the different basis functions (the columns of Agu) in the spatial domain, and their frequency

content. These functions were computed using the standard symmetric fixed-point ICA algo-

rithm (Hyvärinen et al., 2001; Hyvärinen, 1999).

This set of linear sensors would correspond to the set of V1 linear frequency analyzers (the
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Figure 1: Samples of the natural data in, a) the spatial domain, and b) the global linear ICA domain.
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Figure 2: Basis functions of the global ICA transform in the spatial domain, xi, and their frequency content,

Xf . The functions in Agu were sorted according to the variance of the coefficients in the transformed domain,

which is equivalent to sort them according to the norm of the basis functions in Ag.

experimental linear result) quoted above (Olshausen and Field, 1996). Figure 1.b clearly shows

that the responses of the above linear sensors, ci, are highly more independent than the original

coefficients xi.

4.3.2 Reproducing auto-masking

The non-linear properties of a sensor are (psychophysically) revealed by measuring contrast in-

cremental thresholds of patterns that ideally isolate the response of the sensor. In this kind of

experiments, the observer has to detect the presence of an incremental stimulus, ∆x, shown on

top of a background (or masking stimulus) x0.

In order to analyze the response of a particular sensor, i, optimal incremental stimuli should

be ideally designed to isolate its response. Therefore, they should lie in the direction that modify

a single coefficient of the response vector. In these experiments, the contrast of the incremental

stimulus in the optimal direction is increased until the distortion is just noticeable. The contrast of

this just noticeable optimal incremental stimulus, ∆x(i)(x0), is referred to as contrast incremental

threshold of the sensor i adapted to the masking stimulus x0. Mathematically, ∆x(i)(x0), is the

stimulus that modifies the response by ∆r(∆x(i)) = τ · δ(i), i.e. ∆rj(∆x(i)) = τ · δj−i.

Auto-masking experiments analyze the response of a sensor i (i.e., explore the incremental

thresholds in the direction ∆x(i)), using masking stimuli, x0, that only excite the same sensor, i.
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In order to reproduce the experimental non-linear effects first we have to obtain the expres-

sion of the optimal incremental stimulus that isolate the response of a single non-linear sensor.

Assuming the definition of the optimal distortion in the direction i, and using eqs. 13 and 15, we

have:

∆x(i)(x0) = Agu · ∇R−1(c0) · τ · δ(i) = τ ·A(x0) · δ(i) (16)

As expected from eq. 15, given a certain masking stimulus, x0, the non-linear sensor, i, is optimally

excited by the column, i, of the local-linear ICA matrix, A(x0).

In order to establish a consistent definition of the non-linear sensors, some fixed criterion has

to be applied to sort (or enumerate) the basis functions of the different local representations. In

our case, first we computed the local basis functions around the origin (see fig. 3) and we sorted

them according to their norm (as in the example of fig. 2). Then, for any other neighborhood, the

local basis were compared to the basis around the origin using the inner product, and they were

named (sorted) accordingly.

The above definition of optimal incremental stimuli is convenient to simulate the auto-masking

results: note that starting from the average image (zero contrast, mean luminance background),

if one progressively changes it according to the local optimal incremental stimulus for a particular

sensor, one obtains constant increments in this single sensor, thus reproducing the ideal conditions

of the auto-masking experiments. Figure 4 shows an illustrative example of the directions (stimuli)

that isolate the response of the 2nd and 4th non-linear sensors starting from the zero-contrast
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Figure 3: Basis functions of the local ICA representation (around the average stimulus) in the spatial

domain, xi, and their frequency content, Xf .
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stimulus (the average image).

First, note how these directions do not exactly coincide with the 2nd and 4th axes of the

linear representation. Second, note how the length of the basis functions (and hence the contrast

incremental thresholds) increase as one moves away from the origin (as the contrast of the stimulus

increases). This is clearer in fig. 5, that shows different masking stimuli isolating the 4th sensor

and the corresponding incremental stimuli in the spatial domain.

In each case, the new masking stimulus is computed modifying the previous one (increasing the
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Figure 4: Directions that isolate the response of sensors 2 (black) and 4 (red). In each point of these

optimal stimuli paths, the 2nd and 4th local basis functions have been plotted in black and red respectively.
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Figure 5: a) Masking stimuli of increasing contrast (gray-to-black) that only excite the 4th sensor. b)

Optimal incremental stimuli ∆x(4)(x0) for the masking stimuli of figure a). Note that as the contrast of

the masking stimulus increases, the contrast of the optimal incremental stimulus (the contrast incremental

threshold), also increases.
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contrast) in the direction that isolates the response of the selected mechanism. The increment in

the response when modifying the stimuli from one point to the next is τ ·δ(i). Then, the Michaelson

contrast, ∆C, of the computed incremental stimulus is the necessary contrast increment to produce

a threshold variation, τ , in the response. We use the (variable) increments in contrast, ∆C, and the

(constant) increments in the response, τ , to derive the non-linear response versus the Michaelson

contrast. Figure 6 shows the response of the 4th sensor in auto-masking conditions computed

following the above procedure. Note that the contrast incremental threshold (the contrast of the

incremental stimuli, ∆C) increase with the contrast of the masking stimulus. The same kind of

saturating non-linear response is obtained for all the AC sensors when excited by their optimal

stimuli (see the auto-masking –solid– curves in figure 8).

These results suggest that the proposed local-to-global ICA sensors reproduce the basic V1

non-linear behavior in auto-masking conditions. In the proposed local-to-global ICA the response

is a saturating non-linearity (the sensitivity of the sensors decrease with contrast) because the

radius of the neighborhood increases to compensate the decrease of the PDF for high contrast

images. The point-wise non-linear result of auto-masking is similar to an optimal distribution of

just noticeable distortions (discrete perceptions or quantization levels) for minimum MSE, which

gives rise to smaller incremental thresholds in high probability regions and viceversa (Lloyd, 1982;

Watson, 1987; Gersho and Gray, 1992; Malo et al., 2000).
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Figure 6: Non-linear response of the 4th sensor in auto-masking conditions. At different Michaelson

contrast levels, C, in the optimal direction different contrast incremental thresholds, ∆C, are needed to

generate the same increment τ .
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4.3.3 Reproducing cross-masking

In this case, we analyze the contrast of the optimal incremental stimuli in the direction i shown

on top of stimuli that excite a different sensor k 6= i. To do so, we start by choosing some

masking stimulus of a certain contrast in one of the directions revealed by the auto-masking

analysis (direction k). Then, we modify the selected masking stimulus in the direction of other

sensor (sensor i). Again, the response curve in this situation is obtained from the (variable)

contrast of the incremental stimuli, ∆C, and the (constant) increments τ .

Figure 7 shows an example of the above procedure: different masking stimuli (of different con-

trast) exciting the 2nd sensor (black dots) were selected as starting points for contrast incremental

thresholds computations in the 4th direction (red lines). In this case, we chose the starting contrast

of the masking stimuli to be 0 (auto-masking), 0.1 (low contrast), 0.2 (medium contrast), and 0.4

(high contrast).
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Figure 7: Directions that isolate the response of the 4th sensor (red lines) for different masking stimuli

exciting the 2nd sensor (black dots).

Note that as the contrast of the masking stimulus (in the 2nd direction) increases, the contrast

incremental thresholds of the 4th sensor also increase (the length of the 4th basis function is

bigger), revealing cross-masking between these two directions. The effect of the non-linearity is

mapping the non-uniform grid (in the c domain) given by the directions that isolate the response

of particular sensors into a uniform cartesian grid (in the r domain).

Figure 8 shows the responses of low, medium and high frequency sensors (2nd, 4th and 6th)

in auto-masking and cross-masking conditions, using different contrasts (namely 0.1, 0.2 and 0.4)
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Figure 8: Non-linear response of the low-frequency (first row), medium-frequency (second row) and high-

frequency (third row) mechanisms (2nd, 4th and 6th sensors), when using different masking stimuli with

different contrast: low contrast (first column), medium contrast (second column) and high contrast (third

column). In each case, the solid line represent the response in auto-masking conditions and it is plotted for

reference purposes. The other curves represent the response of the considered mechanism when a masking

stimulus of low (dashed circles), medium (dash-dot squares) or high frequency (dotted triangles) is present.

for the masking stimuli.

These results show that auto-masking and general cross-masking behavior emerge from natural

data using the proposed algorithm: specifically, the response of all sensors when excited by their

optimal stimulus on a uniform background (auto-masking) is a saturating non-linearity. Then, if

these stimuli are shown on a background of different frequency (exciting some other different sensor)

the sensitivity is reduced and this masking effect increases with the contrast of the background

stimulus. These general results are quite independent of the selected set of natural images.

However, the fine details of cross-masking, namely the relative interaction between frequen-
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cies (Watson and Solomon, 1997), is not clearly obtained in these 6D experiments: for some sets

of images the interactions do decrease as the (frequency) distance between masking stimulus and

sensor increase, but this effect strongly depends on the selected set of images or the considered

sensors. This fact may be due to the low dimensionality of the samples considered in the experi-

ments: this gives rise to basis functions with a strong overlapping in the spatial and the frequency

domain (see fig. 3) in such a way that the effective distance between the all linear sensors is small

so the relative interaction between them is quite similar.

5 Conclusions and further work

In this work we derived a non-parametric expression for the non-linear V1 behavior based

in a local-to-global non-linear ICA. The proposed local framework allows to obtain the global

non-linearities of V1 directly from the statistical properties of natural images without an explicit

expression (such as the divisive normalization). In the proposed scheme, the aim of the local

behavior of the non-linear sensors would be capturing the local features of natural images (local

ICA axes) around each masking stimulus.

The proposed set of sensors reproduce auto-masking and the general trends of cross-masking of

V1 sensors. These results (consistent with those presented by Schwarz and Simoncelli (Schwartz

and Simoncelli, 2001)) are an alternative indication that Barlow’s efficient encoding hypothesis

may explain not only the shape of receptive fields of V1 sensors but also their non-linear behavior.

Further work should extend the proposed procedure to higher dimensions in order to (1) re-

produce orientation effects, and (2) address the fine details of cross-masking (relative influence

between linear sensors). In this case, the non-linar sensors should use local-PCA instead of local

ICA in order make the method computationally affordable.

A Efficiency of local-to-global non-linear ICA for natural images

In this appendix we show how the proposed local linear ICA increases the independence of the

coefficients obtained by a standard global linear ICA technique (Hyvärinen, 1999). This result

is consistent with similar results obtained for the particular non-linearity based on the divisive

normalization model (Schwartz and Simoncelli, 2001; Malo et al., 2005).

We compare the independence of coefficients in the standard global linear ICA domain and in

the proposed local linear ICA domain using two measures, (1) bow-tie relations in the conditional
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PDFs (Schwartz and Simoncelli, 2001; Hyvärinen et al., 2003), and (2) relative mutual informa-

tion (Cover and Tomas, 1991; Malo et al., 2005). The results for the spatial domain representation

are also included for reference purposes. In these experiments, we used 104 6D image samples

randomly chosen from the 2 · 106 data set used above. These vectors were linearly transformed

using the global ICA separating matrix computed from the whole data set. Then, the non-linear

response for these points was computed using eq.7, integrating from the zero contrast stimulus in

a straight line integration path.

Statistical dependence between the coefficients in a representation can be qualitatively revealed

by analyzing the conditional histograms of pairs of samples of the signal in that domain (Schwartz

and Simoncelli, 2001; Hyvärinen et al., 2003). Figure 9 show examples of these conditional his-

tograms for two pairs of coefficients in the spatial, the global linear ICA and in the proposed

domain.
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Figure 9: Examples of conditional probabilities of two pairs of coefficients in the three considered domains:

Spatial domain (first column), Global linear ICA (second column), local linear ICA (third column).
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In the spatial domain case, these results indicate a strong correlation between neighboring

luminance values: the average value of xi changes with the value of its neighbor xj . In the

global linear ICA case, the 2nd order correlation has been removed, note that the average in

ci is independent of the given value of cj . However, the variance (or energy) of global linear

ICA coefficients, ci, still depend on the value of the neighbors cj (Schwartz and Simoncelli, 2001;

Hyvärinen et al., 2003). In the proposed representation, these bow-tie dependencies are almost

removed, thus revealing a weaker statistical dependency between coefficients.

These qualitative results are consistent with quantitative measures based in mutual informa-

tion. The mutual information of a set of variables, c1, · · · , cn, is defined as the Kullback-Leibler

distance between their joint PDF and the product of their marginals, and it can be computed from

the marginal entropies, H(ci), and the joint entropy, H(c1, · · · , cn), of the variables (Cover and

Tomas, 1991):

I(c1, · · · , cn) =
n∑

i=1

H(ci)−H(c1, · · · , cn). (17)

Mutual information is very useful to know how much information (in bits) can the neighbors

tell us about a particular coefficient, and hence, how strong the statistical interactions are in

a particular domain. However, some particular value of mutual information can have different

interpretations in terms of statistical dependency as a function of the entropy of the considered

variables. This is because mutual information is affected by the shape of the marginal PDF (or,

equivalently, the marginal entropy) of the coefficients of the representation. A straightforward use

of mutual information, I, in order to assess the statistical dependency between variables in different

representations will be biased in favor of representations with highly non-uniform marginal PDFs,

i.e., representations where the coefficients have small entropy.

Therefore, it is better to define a relative measure that takes the different marginal entropies

into account (Malo et al., 2005). We compute the relative mutual information as,

Ir(c1, · · · , cn) =
1

(n−1)I(c1, · · · , cn)
1
n

∑n
i=1 H(ci)

. (18)

Note that Ir = 1 when the ci are fully redundant (e.g., identical) and Ir = 0 when they are

independent.

Figure 10 shows the relative mutual information between pairs of coefficients in the three

considered domains as a function of the distance between them. As expected, global linear ICA

achieves a large reduction in relative mutual information with regard to the values in the spatial
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Figure 10: Relative mutual information of pairs of coefficients, (i, j), in the three considered domains as

a function of the distance between coefficients, i − j. Spatial domain (Ir(xi, xj), dash-dot), global ICA

(Ir(ci, cj), dashed), the proposed local linear ICA (Ir(ri, rj), solid).

domain. However the proposed representation achieves an even bigger reduction revealing a weaker

statistical dependence between the local-to-global non-linear ICA coefficients.

These two facts (removing bow-tie dependencies and mutual information reduction) show that

the proposed method increases the independence of the coefficients obtained by a standard global

linear ICA technique.

B Independence of the integration path

In this appendix we show that the integral in eq. 7 is independent of the integration path. The

proof is based in the standard Stokes’ theorem used in classical electrodynamics (Jackson, 1998).

The proposed local linear ICA associates to each point, x0, a set of vectors, W(x0). Thus eq. 7

can be seen as the integration of a vector field. The Stokes’ theorem states that the integration of a

vector field is independent of the integration path if the integral in closed paths vanishes (Jackson,

1998).

The numerical results below show that in our case, integration in several closed paths in

different planes is almost zero. Figure 11 shows two examples of the selected planes defined in the

global ICA representation. For each plane, the behavior of the non-linear response in two closed

integration paths has been explored. The difference between these two integration paths is that

the first one (closer to the origin) goes across low contrast images in highly populated regions while

in the second one the contrast is bigger and we have less image samples per unit of volume. The
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Figure 11: Examples of integration paths in different planes of the image space.

response across these rectangular integration paths can be computed by adding the responses in

each segment of the path, rABCDA = rAB + rBC + rCD + rDA, as illustrated in figure 11.a.

The vectors obtained for each segment in the particular path highlighted in figure 11.a, defined

in the plane (c2, c3), are,

rAB =

2
6666666666664

−0.43

−2.20

−1.10

0.01

−0.18

−0.39

3
7777777777775

rCD =

2
6666666666664

0.59

2.00

1.10

−0.05

0.19

0.33

3
7777777777775

rBC =

2
6666666666664

−0.52

1.40

−1.50

0.33

0.25

−0.69

3
7777777777775

rDA =

2
6666666666664

0.47

−1.40

1.60

−0.07

−0.45

0.56

3
7777777777775

(19)

Here we can see a number of interesting features of the non-linear response: (1) when moving

along the AB direction (reduction of the c2 component) the biggest activity is obtained in the

second sensor rAB2 , (2) however, this is not the only active sensor, revealing cross coefficient inter-

actions in the non-linear responses, (3) when moving in the opposite direction, CD, the response

vector approximately reverses, rCD ≈ −rAB. These trends also hold for the other two segments in

such a way that the final sum approximately cancels.

In order to show that these responses are close to zero we measured the norm of the response
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across the closed path relative to the sum of the norms along the segments:

n =
|rABCDA|

|rAB|+ |rBC |+ |rCD|+ |rDA|
(20)

Table 1 shows the results of this relative norm for the different considered planes and integration

paths.

(c2, c4) (c2, c3) (c3, c4) (c3, c5) (c4, c6)

Low Contr. 0.04 0.05 0.04 0.03 0.10

High Contr. 0.12 0.10 0.09 0.05 0.09

Table 1: Relative norms of the responses in the closed paths

These results show that the norm of the response in closed paths is small (about 4%-10% of

the average response norm). This suggests that the result of the integral 7 is fairly independent

of the integration path, so there is no need to specify the integration path.
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Hyvärinen, A., Hurri, J., and Väyrynen, J. (2003). Bubbles: a unifying framework for low level
statistical properties of natural images sequences. JOSA A, 20(7):1237–1252.

Hyvärinen, A., Karhunen, J., and Oja, E. (2001). Independent Component Analysis. John Wiley
& Sons, New York.

Jackson, J. D. (1998). Classical Electrodynamics. John Wiley and Sons, NY.

Jutten, C. and Karhunen, J. (2003). Advances in nonlinear blind source separation. Proc. of the
4th Int. Symp. on Independent Component Analysis and Blind Signal Separation (ICA2003),
pages 245–256.

Kambhatla, N. and Leen, T. (1997). Dimension reduction by local PCA. Neural Computation,
(9):1493–1500.

Karhunen, J., Malaroiu, S., and Ilmoniemi, M. (2000). Local linear independent component analy-
sis based on clustering. Intl. J. Neur. Syst., 10(6).

23



Legge, G. (1981). A power law for contrast discrimination. Vision Research, 18:68–91.

Legge, G. and Foley, J. (1980). Contrast masking in human vision. Journal of the Optical Society
of America, 70:1458–1471.

Lin, J. (1999). Factorizing probability density functions: Generalizing ICA. Proc. of the First Intl.
Workshop on ICA and Signal Separation, pages 313–318.

Lloyd, S. (1982). Least squares quantization in PCM. IEEE Transactions on Information Theory,
28(2):127–135.

Malo, J., Epifanio, I., Navarro, R., and Simoncelli, E. (2005). Non-linear image representation for
efficient perceptual coding. To appear in: IEEE Transactions on Image Processing.

Malo, J., Ferri, F., Albert, J., J.Soret, and Artigas, J. (2000). The role of perceptual contrast
non-linearities in image transform coding. Image & Vision Computing, 18(3):233–246.

Malo, J., Gutiérrez, J., and Rovira, J. (2004). Perturbation analysis of the changes in V1 receptive
fields due to context. GRC Sensory Coding and the Natural Environment.

Olshausen, B. A. and Field, D. J. (1996). Emergence of simple-cell receptive field properties by
learning a sparse code for natural images. Nature, 381:607–609.

Schwartz, O. and Simoncelli, E. (2001). Natural signal statistics and sensory gain control. Nature
Neuroscience, 4(8):819–825.

Simoncelli, E. (2003). Vision and the statistics of the visual environment. Current Opinion in
Neurobiology, 13:144–149.

Simoncelli, E. and Olshausen, B. (2001). Natural image statistics and neural representation. Annu.
Rev. Neurosci., 24:1193–1216.

van Hateren, J. and van der Schaaf, A. (1998). Independent component filters of natural images
compared with simple cells in primary visual cortex. Proc.R.Soc.Lond. B, 265:359–366.

Watson, A. (1983). Detection and recognition of simple spatial forms. In Braddick, O. and Sleigh,
A., editors, Physical and Biological Processing of Images, volume 11 of Springer Series on
Information Sciences, pages 100–114, Berlin. Springer Verlag.

Watson, A. (1987). Efficiency of a model human image code. Journal of Optical Society of America
A, 4(12):2401–2417.

Watson, A. and Solomon, J. (1997). A model of visual contrast gain control and pattern masking.
Journal of the Optical Society of America A, 14:2379–2391.

24



120 A. Trabajo 1



B. TRABAJO 2

Importance of quantizer design compared to optimal multigrid motion
estimation in video coding.
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, for separating regions contauung high and low densIties of

particles. It is shown that the area of the region of high density
This general behaVIour may be explamed m terms of the data becomes enlarged as the density of particles in the low density

needed to estimate the six parameters of the affme models. Ideally, region increases -an effect that also occurs if impulse noise

a minimum of three independent vectors are needed to segment a appears. It is found that the siZ£ increase is calculable and can

region. In real situations, more vectors per region will be needed. app~oximately .be cancelled ~y app~cation of a suitable additional

Consequently, the segmentations of large objects are compara- erosIon o~ratlon, thereby IInproVlng the areuracy of the [mal

tively better. However, as the number of motion measurements is representation.

reduced when using sparse flows (with regard to dense flows), their robustness becomes critical. This is why the results based on I'!t~oductlon.: Texture analysIs IS an Impo~t area of. machine

sparse fIXed-size BMA are extremely poor. However, if the varia- ytsIon, and IS relevant n.ot only for segment~g one .re~on of an

ble-size BMA used is robust enough, reliable rough segmentations Image from anoth~r. (as m ~y remote sensmg. applications), but

are still possible. In particular, the increased robustness of the per- also for. charactens~g regI?ns absolutely -as IS necessaf):' when

ceptually weighted flow speeds up the convergence of the segmen- pe~o~g surface ms~tion (for example, when assessmg the

tation algorithm and minimises the segmentation error (Table 1). pamt fInIsh on au~omobiles). Many methods ~ave been employed

Moreover, a closer estimation of the actual number of moving for texture analysIs: These range from the WIdely used grey-level

objects is obtained due to the smoothness of the flow within mov- co-occurrence matnx approach to Law's texture energy approach,

ing regions, which prevents false splittings. and from use of Markov random fields to fractal modelling [1].

In conclusion, despite the fact that optimal (perceptual) varia- ~ne of the l~ast. computation intensive is L~ws' method, which

ble-size BMA [3 -5] does not improve the quality of the recon- mvolves applic.ation of a nm:nber of convolution. fIlters to extract

structed sequence in the context of H.263 [6], the results presented spots, edg~s, lines, wa:ves, npple~ and oth~r mIcrofeatures, and

here show that perceptual weighting makes this flow suitable for then combmes them usmg smoothin~ operations. .

obtaining robust rough segmentations from sparse motion infor- In fact, there are approaches that mvolve even less computation

mation. and which are applicable when the textures are particularly simple

and the shapes of the basic texture elements are not especially crit-
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Perceptual Feedback in Multigrid Motion Estimation
Using an Improved DCT Quantization

Jesús Malo, Juan Gutiérrez, I. Epifanio, Francesc J. Ferri, and José M. Artigas

Abstract—In this paper, a multigrid motion compensation video
coder based on the current human visual system (HVS) contrast
discrimination models is proposed. A novel procedure for the en-
coding of the prediction errors has been used. This procedure re-
stricts the maximum perceptual distortion in each transform co-
efficient. This subjective redundancy removal procedure includes
the amplitude nonlinearities and some temporal features of human
perception. A perceptually weighted control of the adaptive motion
estimation algorithm has also been derived from this model. Per-
ceptual feedback in motion estimation ensures a perceptual bal-
ance between the motion estimation effort and the redundancy re-
moval process. The results show that this feedback induces a scale-
dependent refinement strategy that gives rise to more robust and
meaningful motion estimation, which may facilitate higher level
sequence interpretation. Perceptually meaningful distortion mea-
sures and the reconstructed frames show the subjective improve-
ments of the proposed scheme versus an H.263 scheme with un-
weighted motion estimation and MPEG-like quantization.

Index Terms—Entropy constrained motion estimation, non-
linear human vision model, perceptual quantization, video coding.

I. INTRODUCTION

I N natural video sequences to be judged by human observers,
two kinds of redundancies can be identified: 1)objective re-

dundancies, related to the spatio-temporal correlations among
the video samples and 2)subjective redundancies, which refer
to the data that can be safely discarded without perceptual loss.
The aim of any video coding scheme is to remove both kinds of
redundancy. To achieve this aim, current video coders are based
on motion compensation and two-dimensional (2-D) transform
coding of the residual error [1]–[4]. The original video signal
is split into motion information and prediction errors. These
two lower complexity sub-sources of information are usually
referred to as displacement vector field (DVF) and displaced
frame difference (DFD), respectively.

In the most recent standards, H.263 and MPEG-4 [4], [5],
the fixed-resolution motion estimation algorithm used in H.261
and MPEG-1 has been replaced by an adaptive, variable-size
block matching algorithm (BMA) to obtain improved motion es-
timates [6]. Spatial subjective redundancy is commonly reduced
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through a perceptually weighted quantization of a transform of
the DFD. The bit allocation among the transform coefficients is
based on the spatial frequency response of simple (linear and
threshold) perception models [1]–[3].

In this context, there is a clear tradeoff between the effort
devoted to motion compensation and transform redundancy re-
moval. On the one hand, better motion estimation may lead to
better predictions and should alleviate the task of the quantizer.
On the other hand, better quantization techniques may be able to
remove more redundancy, thereby reducing the predictive power
needed in the motion estimate. Most of the recent work on mo-
tion estimation for video coding has been focused on the adap-
tation of the motion estimate to agiven quantizerto obtain an
good balance between these elements. Since the introduction
of the intuitive (suboptimal) entropy-constrained motion esti-
mation of Dufauxet al. [7], [8] several optimal, variable-size
BMAs have been proposed [9]–[12]. These approaches put for-
ward their intrinsic optimality, but the corresponding visual ef-
fect and the relative importance of the motion improvements
versus the quantizer improvements have not been deeply ex-
plored, mainly because of their subjective nature.

This paper adresses the problem of the tradeoff between
multigrid motion estimation and error quantization in a dif-
ferent way. An improved (nonlinear) perception model inspires
the whole design to obtain a coder that preserves no more
than the subjectively significant information. The role of
the perceptual model in the proposed video coder scheme is
twofold. First, it is used to simulate the redundancy removal in
the human visual system (HVS) through an appropriate per-
ceptually matched quantizer. Second, this perceptual quantizer
is used to control the adaptive motion estimation. This control
introduces a perceptual feedback in the motion estimation
stage. This perceptual feedback limits the motion estimation
effort, avoiding superfluous prediction of details that are
perceptually negligible and will be discarded by the quantizer.
The bandpass shape of the perceptual constraint to the motion
estimation gives a scale-dependent control criterion that may
be useful for discriminating between significant and noisy
motions. Therefore, the benefits of including the properties
of the biological filters in the design may go beyond a better
rate-distortion performance but also improve the meaningful-
ness of the motion estimates. This fact may be important for
next generation coders that build models of the scene from the
low-level information used in the current standards.

In this paper, a novel subjective redundancy removal proce-
dure [13], [14] and a novel perceptually weighted motion esti-
mation algorithm [12] are jointly considered to present a fully
perceptual motion compensated video coder. The aim of the

1057–7149/01$10.00 © 2001 IEEE
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paper is to assess the relative relevance of optimal variable-size
BMAs and quantizer improvements. To this end, the decoded
frames are explicitly compared and analyzed in terms of per-
ceptually meaningful distortion measures [15], [16]. The mean-
ingfulness of the motion information is tested by using it as
input for a well established motion-based segmentation algo-
rithm used in model-based video coding [17], [18].

The paper is organized as follows. In Section II, the current
methods for quantizer design and variable-size BMA for mo-
tion compensation are briefly reviewed. The proposed improve-
ments in the quantizer design, along with their perceptual foun-
dations, are detailed in Section III. In Section IV, the proposed
motion refinement criterion is obtained from the requirement of
a monotonic reduction of the significant (perceptual) entropy of
DFD and DVF. The comparison experiments are presented and
discussed in Section V. Some final remarks are given in Sec-
tion VI.

II. CONVENTIONAL TECHNIQUES FORTRANSFORMQUANTIZER

DESIGN AND MULTIGRID MOTION ESTIMATION

The basic elements of a motion compensated coder are the
optical flow estimation and the prediction error quantization.
The optical flow information is used to reduce the objective
temporal redundancy, while the quantization of the transformed
error signal [usually a 2-D discrete cosine transform (DCT)] re-
duces the remaining (objective and subjective) redundancy to
certain extent [1]–[4].

Signal independent JPEG-like uniform quantizers are em-
ployed in the commonly used standards [1]–[4]. In this case,
bit allocation in the 2-D DCT domain is heuristically based on
the threshold detection properties of the HVS [2], [3], but nei-
ther amplitude nonlinearities [19] nor temporal properties of the
HVS [20]–[22] are taken into account. The effect of these prop-
erties is not negligible [23], [24]. In particular, the nonlinearities
of the HVS may have significant effects on bit allocation and
improve the subjective results of the JPEG-like quantizers [13],
[14], [25], [26].

The conventional design of a generic transform quantizer is
based on the minimization of theaveragequantization error
over a training set [27]. However, the techniques based on av-
erage error minimization have some subjective drawbacks in
image coding applications. The optimal quantizers (in an av-
erage error sense) may underperform on individual blocks or
frames [9] even if the error measure is perceptually weighted
[28]: the accumulation of quantization levels in certain regions
in order to minimize the average perceptual error does not en-
sure good behavior on a particular block of the DFD. This sug-
gests that the subjective problems of the conventional approach
are not only due to the use of perceptually unsuitable metrics, as
usually claimed, but are also due to the use of an inappropriate
average errorcriterion. In addition to this, quantizer designs that
depend on the statistics of the input have to be re-computed as
the input signal changes. These factors favor the use of quan-
tizers based on the threshold frequency response of the HVS
instead of the conventional, average error-based quantizers.

Multigrid motion estimation techniques are based on
matching between variable-size blocks of consecutive frames

of the sequence [6]. The motion estimation starts at a coarse
resolution (large blocks). At a given resolution, the best dis-
placement for each block is computed. The resolution of the
motion estimate is locally increased (a block of the quadtree is
split) according to some refinement criterion. The process ends
when no block of the quadtree can be split further.

The splitting criterion is the most important part of the algo-
rithm because it controls the local refinement of the motion esti-
mate. The splitting criterion has effects on the relative volumes
of DVF and DFD [7]–[12], and may give rise to unstable motion
estimates due to an excesive refinement of the quadtree struc-
ture [12], [29]. The usefulness of the motion information for
higher-level purposes (as in model-based video coding [5], [30],
[31]) highly depends on its robustness (absence of false alarms)
and hence on the splitting criterion. Motion-based segmentation
algorithms [17], [18] require reliable initial motion information,
especially when using sparse (nondense) flows such as those
given by variable-size BMA. Two kinds of splitting criteria have
already been used: 1) the magnitude of the prediction error, e.g.,
energy, mean-square error or mean-absolute error [6], [29], [32],
[33], and 2) the complexity of the prediction error. In this case,
the zeroth-order spatial entropy [7], [8] and the entropy of the
encoded DFD [9]–[12] have been reported. While the magni-
tude-based criteria were proposed without a specific relation to
the encoding of the DFD, the entropy-based criteria make ex-
plicit use of the trade off between DVF and DFD.

Since the first entropy-constrained approach was introduced
[7], [8], great effort has been devoted to obtaining analyt-
ical [9]–[11] or numerical [12] optimal entropy-constrained
quadtree DVF decompositions. These approaches criticize the
(faster) entropy measure of the DFD in the spatial domain of
Dufaux et al. because it does not take into account the effect
of the selective DCT quantizer. This necessarily implies a sub-
optimal bit allocation between DVF and DFD. The literature
[9]–[12] reports the optimality of the proposed methods, but
the practical (subjective) effect of this gain on the reconstructed
sequence is not analyzed. In particular, only perceptually
unweighted SNR or MSE distortion measures are given and no
explicit comparison of the decoded sequences is shown.

III. PERCEPTUALLY UNIFORM DCT QUANTIZATION

Splitting the original signal into two lower complexity signals
(DVF and DFD) does reduce their redundancy to a certain ex-
tent. However, the enabling fact behind very-low-bit-rate coding
is that not all the remaining data are significant to the human ob-
server. This is why more than just the strictly predictable data
can be safely discarded in the DFD quantization.

According to the current models of human contrast pro-
cessing and discrimination [34], [35], the input spatial patterns
are first mapped onto a local frequency domain through a set
of bandpass filters with different relative gains. After that, a
log-like nonlinearity is applied to each transform coefficient
to obtain the response representation. Let us describe this
two-step process as

(1)
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where
vector input image;
matrix filter bank;
vector local frequency transform;
function nonlinearity;
vector response to the input.

The components of the image vector, , repre-
sent the samples of the input luminance at the discrete positions

. is a matrix constituted by the impulse re-
sponses of the bandpass filters. The local frequency transform
is . Each coefficient of the transform ,
represent the output of the filter with . Each
local filter is tuned to a certain frequency. In general [34],
each coefficient of the response will
depend on several transform coefficients. However, at a first
approximation [19], the contributions of with can be
neglected.

The effect of the responsein the transform can be conve-
niently modeled by a nonuniform perceptual quantizer. This
interpretation as a quantizer is based on the limited resolution
of the HVS. If the amplitude of a basis function of the transform

is modified, the induced perception will remain constant until
the just noticeable difference (JND) is reached. In this case, as
in quantization, a continuous range of amplitudes gives rise to a
single perception [36], [37]. This perceptual quantizer has to be
nonuniform because the empirical JNDs are nonuniform [19],
[21], [22], [34]. The similarity between the impulse responses
of the perceptual filters of the transformand the basis func-
tions of the local frequency transforms used in image and video
coding has been used to apply the experimental properties of
the perceptual transform domain to the block DCT transform as
a reasonable approximation [13], [14], [25], [26], [38], [39]. In
this paper, is formulated in the DCT domain through an ex-
plicit design criterion based on a distortion metric that includes
the HVS nonlinearities [15], [16] and some temporal perceptual
features [20]–[22].

A. Maximum Perceptual Error (MPE) Criterion for Quantizer
Design

The natural way of assessing the quality of an encoded pic-
ture (or sequence) involves a one-to-one comparison between
the original and the encoded version. The result of this compar-
ison is related to the ability of the observer to notice the partic-
ular quantization noise in the presence of the original (masking)
pattern. This one-to-one noise detection or assessment is clearly
related to the tasks behind the standard pattern discrimination
models [34], [35], in which an observer has to evaluate the dis-
tortion from a masking stimulus. In contrast, a hypothetical re-
quest of assessing the global performance of a quantizer over
a set of images or sequences would involve a sort of averaging
of each one-to-one comparison. It is unclear how a human ob-
server does this kind of averaging to obtain a global feeling of
performance and the task itself is far from the natural one-to-one
comparison that arises when one looks at a particular picture.

The conventional techniques of transform quantizer design
use average design criteria in such a way that the final quantizer
achieves the minimum average error over the training set (sum
of the one-to-one distortions weighted by their probability) [27].

However, the minimization of an average error measure does not
guarantee a satisfactory subjective performance on individual
comparisons [9]. Even if a perceptual weighting is used, the av-
erage criteria may bias the results. For instance, Macq [28] used
uniform quantizers instead of the optimal Lloyd-Max quantizers
[27], [40], due to the perceptual artifacts caused by the outliers
on individual images.

To prevent large perceptual distortions on individual images
arising from outlier coefficients, the coder should restrict the
maximum perceptual error (MPE)in each coefficient and am-
plitude [13], [14]. This requirement is satisfied by a perceptu-
ally uniform distribution of the available quantization levels in
the transform domain. If the perceptual distance between levels
is constant, the MPE in each component is bounded regardless
of the amplitude of the input.

In this paper, the restriction of the MPE will be used as a
design criterion. This criterion can be seen as a perceptual ver-
sion of the minimum maximum error criterion [9]. This idea
has been implicitly used in still image compression [25], [26] to
achieve a constant error contribution from each frequency com-
ponent on an individual image. It has been shown that bounding
the perceptual distortion in each DCT coefficient may be sub-
jectively more effective than minimizing the average percep-
tual error [13], [14]. Moreover, the MPE quantizers reduce to
the JPEG and MPEG quantizers if a simple (linear) perception
model is considered.

B. Optimal Spatial Quantizers Under the MPE Criterion

The design of a transform quantizer for a given block trans-
form involves finding the optimal number of quantization levels
for each coefficient (bit allocation) and the optimal distribution
of these quantization levels in each case [27].

Let us assume that the squared perceptual distance between
two similar patterns in the transform domainand is
given by a weigthed sum of the distortion in each coefficient

(2)

where is a frequency and amplitude-dependent percep-
tual metric.

In order to prevent large perceptual errors on individual im-
ages coming from outlier coefficient values, the coder should be
designed to bound the MPE for every frequencyand ampli-
tude .

If a given coefficient (at frequency) is represented by
quantization levels distributed according to a density the
maximum Euclidean quantization error at an amplitudewill
be bounded by half the Euclidean distance between two levels

(3)

The MPE for that frequency and amplitude will be related to the
metric and the density of levels:

(4)
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The only density of quantization levels that gives a constant
MPE bound over the amplitude range is the one that varies as
the square root of the metric

(5)

With these optimal densities, the MPE in each coefficientwill
depend on the number of allocated levels and on the integrated
value of the metric

(6)

Fixing the same maximum distortion for each coefficient
and solving for , the optimal number of

quantization levels is obtained

(7)

The general form of the optimal MPE quantizer is given by (5)
and (7) as a function of the perceptual metric. Thus, the behavior
of the MPE quantizer will depend on the accuracy of the se-
lected . Here, a perceptual metric related to the gradient of
the nonlinear response and to the amplitude JNDs has been
considered [15], [16]

JND

CSF (8)

where is the local mean luminance, CSFis thecontrast sen-
sitivity function(the bandpass linear filter which characterizes
the HVS performance for low amplitudes [20], [24], [28], [41]),
and are empirical monotonically increasing functions
of amplitude for each spatial frequency to fit the amplitude JND
data [15]. In particular, we have used the CSF of Nyganet al.
[41]

CSF

(9)

and the following nonlinear functions [15] (frequency
in cycles/degrees)

CSF

CSF
(10)

It is important to note that the metric weight for each coeffi-
cient in (8) has two contributions: one constant term (the CSF)
and one amplitude-dependent term that vanishes for low am-
plitudes. This second term comes from a nonlinear correction
to the linear threshold response described by the CSF. These
two terms in the metric give two interesting particular cases of
the MPE formulation. First, if a simple linear perception model

is assumed, a CSF-based MPEG-like quantizer is obtained. If
the nonlinear correction in (8) is neglected, uniform quantizers
are obtained for each coefficient and becomes proportional
to the CSF, which is one of the recommended options in the
JPEG and MPEG standards [1]–[3]. Second, if both factors of
the metric are taken into account, the algorithm of [13], [14],
[26] is obtained: the quantization step size is input-dependent
and proportional to the JNDs and bit allocation is proportional
to the integral of the inverse of the JNDs. From now on, these
two cases will referred to as linear and nonlinear MPE, respec-
tively.

The CSF-based (linear MPE) quantizer used in MPEG
[1]–[3] and the proposed nonlinear MPE quantizer [13], [14],
[26], represent different degrees of approximation to the actual
quantization process, , eventually carried out by the HVS.
The scheme that takes into account the perceptual amplitude
nonlinearities will presumably be more efficient in removing
the subjective redundancy from the DFD.

Fig. 1 shows the product for the linear (MPEG-
like) and the nonlinear MPE quantizers. This product represents
the number of quantization levels per unit of area in the fre-
quency and amplitude plane. This surface is a useful description
of where a quantizer concentrates the encoding effort [14]. Fig. 2
shows the bit allocation solutions (number of quantization levels
per coefficient ) in the linear and the nonlinear MPE cases.
Note how the amplitude nonlinearities enlarge the bandwidth
of the quantizer in comparison to the CSF-based case. This en-
largement will make a difference when dealing with wide spec-
trum signals like the DFD.

C. Introducing HVS Temporal Properties in the Prediction
Loop

The previous considerations about optimal MPE 2-D
transform quantizers can be extended to three-dimensional
(3-D) spatio-temporal transforms. The HVS motion perception
models extend the 2-D spatial filter bank to nonzero temporal
frequencies [42], [43]. The CSF filter is also defined for
moving gratings [20] and the contrast discrimination curves
for spatio-temporal gratings show roughly the same shape as
the curves for still stimuli [21], [22]. By using the 3-D CSF
and similar nonlinear corrections for high amplitudes, the
expression of (8) could be employed to measure differences
between local moving patterns. In this way, optimal MPE
quantizers could be defined in a spatio-temporal frequency
transform domain. However, the frame-by-frame nature of any
motion compensated scheme makes the implementation of a
3-D transform quantizer in the prediction loop more difficult.

In order to exploit the subjective temporal redundancy re-
moval to some extent, the proposed 2-D MPE quantizer can be
complemented with one-dimensional (1-D) temporal filtering
based on the perceptual bit allocation in the temporal dimen-
sion. This temporal filter can be implemented by a simple fi-
nite impulse response weighting of the incoming error frames.
The temporal frequency response of the proposed 1-D filter
is set proportional to the number of quantization levels that
should be allocated in each temporal frequency frame of a 3-D
MPE optimal quantizer. For each spatio-temporal coefficient

, the optimal number of quantization levels is given
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Fig. 1. Relative number of quantization levels allocated in the frequency and amplitude plane for a) nonlinear MPE and b) linear MPE quantizers. The surfaces
are scaled to have unit integral (the same total number of quantization levels). The distribution of the quantization levels in amplitude for a certain coefficient is just
the corresponding slice of the surface at the desired frequency. The MPE design [(5) and (7)] implies that this surface is proportional to the metricN � � (a ) /
W (a ) so different perception models (different metrics) give rise to a different distribution of quantization levels. Note that the distribution is uniform for
every frequency in the linear MPE (MPEG-like) case and nonuniform (peaked at low amplitides) in the nonlinear MPE case.

Fig. 2. Bit allocation results (relative number of quantization levels per
coefficient) for the linear MPE (MPEG-like case) and for the nonlinear MPE
case. The curves are scaled to have unit integral (the same total number of
quantization levels). In the linear case, the metric is just the square of the CSF
and thenN / CSF as recommended by JPEG and MPEG. A more complex
(nonlinear) model gives rise to a wider quantizer bandpass.

by (7). Integrating over the spatial frequency, the number of
quantization levels for that temporal frequency is

(11)

Fig. 3(a) shows the number of quantization levels for each
spatio-temporal frequency of a 3-D nonlinear MPE quantizer.
This is the 3-D version of the 2-D nonlinear bit allocation of
Fig. 2. Note that (except for a scale factor) the spatial frequency
curve for the zero temporal frequency is just the solid curve of

Fig. 2. Fig. 3(b) shows the temporal frequency response that is
obtained by integrating over the spatial frequencies.

IV. PERCEPTUALFEEDBACK IN THE MOTION ESTIMATION

Any approximation to the actual perceptual quantization
process has an obvious application in the DFD quantizer
design, but it may also have interesting effects on the com-
putation of the DVF if the proper feedback from the DFD
quantization is established in the prediction loop.

If all the details of the DFD are considered to be of equal im-
portance, we would have anunweightedsplitting criterion as in
the difference-based criteria [6], [29], [32], [33] or as in the spa-
tial entropy-based criterion of Dufauxet al. [7], [8]. However,
as the DFD is going to be simplified by some nontrivial quan-
tizer , which represents the selective bottleneck of early per-
ception, not every additional detail predicted by a better motion
compensation will be significant to the quantizer. In this way,
the motion estimation effort has to be focused on the moving
regions that containperceptually significant motion informa-
tion. In order to formalize the concept of perceptually signifi-
cant motion information, the work of Watson [36] and Daugman
[37] on entropy reduction in the HVS should be taken into ac-
count. They assume a model of early contrast processing based
on a pair ( ) and suggest that the entropy of the cortical
scene representation (a measure of the perceptual entropy of the
signal) is just the entropy of the quantized version of the trans-
formed image. Therefore, a measure of the perceptual entropy

of a signal is

T (12)

Using this perceptual entropy measure (which is simply the
entropy of the output of a MPE quantizer), we can propose an
explicit definition of what perceptually significant motion infor-
mation is. Let us motivate the definition as follows. Given a cer-
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Fig. 3. (a) Nonlinear MPE bit allocation results in the 3-D spatio-temporal frequency domain (relative number of quantization levels per 3-D coefficient). The
surface is scaled to have unit integral. (b) Frequency response of the perceptual temporal filter, proportional toN . The solid line corresponds to the theoretical
curve and the dashed line stands for the actual frequency response obtained with the fourth-order FIR filter used in the experiments (see Section V). The coefficients
of the filter in the temporal domain are: 0.0438, 0.1885, 0.4443, 0.1885, and 0.0438.

tain motion description, DVF, with entropy DVF , a predic-
tion of the next frame can be done. Some particular error, DFD,
will be obtained, with a perceptual entropy . If ad-
ditional motion information is available, DVF (more
complex quadtree segmentation and more motion vectors), one
would expect a reduction of the perceptual information of the
remaining DFD, i.e., . Let us define this addi-
tional motion information as perceptually significant only if it
implies a greater reduction in the perceptual entropy of the pre-
diction errors: is perceptually significant if

(13)

Broadly speaking, some additional motion information is per-
ceptually significant if it increments the perceptual information
of the prediction more than its own volume.

If each motion refinement in a variable-size BMA,
DVF DVF DVF , is required to be

perceptually significant, the followingperceptually weighted
splitting criterion arises:a block of the quadtree structure
should be split if

DVF DFD

DVF DFD (14)

where DVF is the entropy of the DPCM coded DVF plus
the information needed to encode the quadtree structure and

DFD is the perceptual entropy of the residual error signal.
Equation (14) has the same form as the criterion proposed by

Dufaux and Moscheni [7], [8], except for the way in which the
entropy of the DFD is computed. In this case, the unweighted
entropy of the DFD in the spatial domain is replaced by the
perceptually weighted entropy measure in the appropriate
encoding domain. The consideration of the entropy of the
quantized DFD (or perceptual entropy) is the main difference
between the suboptimal approach of Dufaux and Moscheni

[7], [8], and the optimal approaches [9]–[12]. The optimal
approaches only differ in the way the problem is stated: While
in [9]–[11] an explicit rate-distortion sum is minimized, in [12]
a fixed distortion is assumed (constant MPE quantizer) and
a monotonically decreasing behavior for the rate is imposed.
These optimal algorithms do not necessarily find the absolute
minimum in the rate-distortion sense but only local minima;
however, as the actual DFD entropy is used, the performance
of the suboptimal result is always improved. It is interesting to
note that the reasoning about the perceptual relevance of the
motion information presented here leads to (14), which takes
into account the quantized DFD entropy, in a natural way. As
long as [9]–[12] use CSF-based quantizers, all these optimal
approaches can also be referred to as perceptually weighted
variable-size BMAs. In what follows, the algorithm of Dufaux
et al. [7], [8] and the algorithm from (14) will be compared
and referred to as unweighted and perceptually weighted
variable-size BMA, respectively.

The perceptual quantizer constraint on the motion estimate
comes from the particular video coding application in which the
actual bit-rate has to be minimized [9]–[12]. However, the ben-
efits of including the properties of the biological filters in the
motion estimation may go beyond the rate-distortion optimiza-
tion. The bandpass shape of human sensitivity (Fig. 2) gives a
scale-dependent measure of the perceptual entropy of the DFD.
As some frequency bands (some scales) have more perceptual
importance than others, the application of the perceptual cri-
terion results in a different splitting behavior in the different
levels of the multigrid structure. Fig. 4 qualitatively shows how a
bandpass criterion may give a scale-dependent splitting result.
In coarse levels of the multigrid (left side figures), the spatial
support of the DFD is large due to the displacement of large
blocks. The uncertainty relationship leads to a
DFD with narrow bandwidth in the case of a large DFD sup-
port. Conversely, in the fine levels of the multigrid (right-side
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Fig. 4. Scale-dependent splitting strategy due to perceptual feedback. The dashed regions in the frequency domain represent the bit allocation of the MPE
quantizer. They determine the frequency band which is considered to compute the perceptual entropy of the signal. For a given energy and resolution level, the
spatial extent and the frequency bandwidth of the DFD (thick solid lines) are related by the uncertainty relation�x � �f = k. The bandwidth of the DFD will
depend on the resolution, giving rise to a different splitting behavior when using a bandpass splitting criterion such as the perceptual entropy.

figures), the DFD is spatially localized, giving rise to a broad-
band error signal. If the complexity measure is more sensitive
to the complexity of the signal in low- and middle-frequency
bands, the splitting criterion will be tolerant in the coarse levels
of the multigrid and will be strict in the high-resolution levels.
The next section will show that this scale-dependent behavior
is useful for discriminating between significant and noisy mo-
tions.

V. EXPERIMENTS AND DISCUSSION

Four experiments on several standard sequences [44] were
carried out at a fixed bit-rate:

• Different quantizers with the same motion estimation.
• Different motion estimations with the same quantizer.
• Relative relevance of the improvements in the motion es-

timation and the quantization.
• Proposed scheme versus previous comparable schemes

(H.263, MPEG-1).
We are interested in two different comparisons: 1) quality of

the reconstructed signal and 2) usefulness of the motion flows
for higher-level purposes. To this end, examples of the recon-
structed frames and subjective distortion measures using a per-
ceptually meaningful metric [15], [16] are given in each case.

Also, a well-known motion-based segmentation algorithm for
high-level video coding [17], [18] has been used with both per-
ceptually weighted and perceptually unweighted BMAs to test
their respective usefulness.

In every experiment, the quantizer was adapted for each group
of pictures to achieve the desired bit-rate (200 kb/s with QCIF
format). In order to highlight the relative differences among the
different approaches considered, only the first frame was intra-
coded and only forward prediction was used in the remaining
frames (i.e., no bidirectional interpolated frames nor additional
intracoded frames were introduced). As a consequence, the re-
sults may seem abnormally distorted at this rate. The DC coef-
ficient of error signals is basically zero [45], so the luminance
information of the original blocks was used to normalize the
amplitudes of the error blocks. These luminance values were
not quantized but DPCM coded from block to block as in the
JPEG standard. The 1-D temporal filter was implemented by a
linear-phase FIR filter using least-squares error minimization in
the frequency response. A simple fourth-order filter was used to
restrict the buffer requirements (see Fig. 3 for the achieved fre-
quency response and the filter coefficients).

A maximum of five resolution levels (blocks from to
) were used in the variable-size BMA quadtrees. Blocks of

size were used in the fixed-size BMA. Then-step displace-
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Fig. 5. Quantization results with a fixed motion estimation algorithm (unweighted variable-size BMA). (a) Original (detail of frame 7 of theRubiksequence). (b)
Two-dimensional linear MPE, uniform MPEG-like quantization. (c) Two-dimensional nonlinear MPE. (d) Two-dimensional nonlinear MPE and temporal filtering.

ment search [8] and integer-pixel accuracy was used in every
resolution level of the BMAs. The usual correlation was used as
a similarity measure.

The definitive proof of the subjective benefits of an algorithm
is a set of psychophysical experiments on the quality of the re-
constructed sequences, but it requires time-consuming experi-
ences involving several observers. An approximate, but more
practical, approach is to use perceptually meaningful distortion
measures. This is not a simple issue [46], [47]. However, basic
facts as the spatial frequency sensitivity make a fundamental dif-
ference between plain Euclidean distortion metrics (e.g MSE or
SNR) and any (even the simplest) perceptually weighted metric.
In the experiments, the perceptual distortions were computed
through (2) using the nonlinear perceptual metric of (8) [15],
[16] on a frame-by-frame basis. This metric incorporates the
basic elements of early achromatic visual processing [46], [47]:
luminance adaptation, spatial frequency channels, frequency de-
pendent filtering, contrast masking, and (quadratic) probability
summation. The squared distortion was computed for each DCT
block in a frame and averaged across the frame. This straighfor-
ward frame-by-frame implementation may neglect some tem-
poral factors, but it still gives a rough approximation to the ob-
servers opinion and is thus useful for confirming the results.

A. Experiment 1: Different Quantizers with the Same Motion
Estimation

The performance of the linear MPE (MPEG-like) quantizer
and the proposed nonlinear MPE quantizers was compared
using the same (perceptually unweighted H.263-like) motion
estimation. Fig. 5 shows a representative example of the kind of
errors obtained with the different quantizers at a fixed bit-rate.
Fig. 6 shows the increase of the perceptual distortion in the
different reconstructions of theRubiksequence.

The consideration of the (2-D or 3-D) nonlinearities in-
troduces a substantial improvement in comparison to the
linear MPE quantizer. The temporal filtering smooths the
reconstructed sequence and reduces to some extent the re-
maining blocking effect and busy artifacts of the 2-D nonlinear
approach. However, despite the eventual visual advantages of
this temporal filtering, the key factor in the improvements of
the proposed quantizers is the consideration of the amplitude
nonlinearities and the corresponding enlargement of the spatial
quantizer bandwidth (Fig. 2). The reconstructed examples and
the computed distortion confirm this point. This enlargement
implies that the quantized signal keeps some significant details
otherwise discarded, avoiding the rapid degradation of the
reconstructed signal.
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Fig. 6. Perceptual distortion measures for the frames of theRubiksequence
using different quantizers with the same (unweighted H.263-like) motion
estimation. All the distortion results presented in the paper are normalized by
the worst distortion obtained at the last frame of theRubik sequence using
an H.261 or MPEG-1 approach. The thick solid line correspond to the linear
MPE quantizer. The thin solid line correspond to the 2-D nonlinear MPE
quantizer and the thin dashed line correspond to the 2-D nonlinear quantizer
with temporal filtering. In this 3-D case, the frame-by-frame implementation
of the perceptual distortion measure may slightly overestimate the visual effect
of the frame blurring introduced by the temporal filter. Despite this fact, the
perceptual distortions reveal that the amplitude nonlinearities substantially
improve the reconstruction results.

A very interesting consequence is that the (2-D or 3-D) non-
linear quantizers keep the distortion bounded over a large group
of frames (compare the behavior of the linear and nonlinear dis-
tortion curves). In this way, the need to introduce bit-consuming
intracoded frames is reduced.

B. Experiment 2: Different Motion Estimations with the Same
Quantizer

The proposed perceptually weighted variable-size BMA and
the unweighted variable-size BMA were compared in this ex-
periment using the same linear MPE (MPEG-like) quantizer.
The results with a fixed-size BMA are also included as
a reference.

The quantitative rationale behind entropy constrained ap-
proaches is saving motion information to improve the DFD
encoding and have a better reconstruction. From this point
of view, the only reason to take into account the perceptual
quantization is an improvement of the reconstructed sequence.
The qualitative rationale to take into account the perceptual
quantization is to include a perceptual criterion to decide when
some motion information is significant. Accordingly, the effects
of the perceptual weight in the motion estimation were tested
in two different ways. First, the effect of the savings in motion
information on the signal quality was analyzed. Second, the
usefulness of the motion information for higher-level purposes
was tested.

The Table I and Fig. 7 analyze the bit allocation performance
of the motion estimation algorithms. Table I shows the per-
centage of the total bit-rate used for the motion flow. Fig. 7
shows the reduction of the bit-rate in theTaxi sequence while

refining the motion estimate with the weighted and unweighted
variable-size BMAs. The consideration of the perceptual quan-
tizer in the motion estimation certainly minimizes the entropy
of the motion flow and the total entropy as claimed in [9]–[12].
The problem with the unweighted criterion is that it is too per-
missive at high-resolution levels. In this way, too many blocks
are split increasing the motion information without decreasing
the information content of the DFD, i.e., perceptually negligible
motion information is being added.

However, do these motion information savings in [9]–[12]
have a significant effect on the reconstructed quality? Fig. 8
shows a representative example of the decoded results using the
same MPEG-like quantizer and the different considered motion
estimations at a fixed bit-rate (frame 7 of theTaxi sequence).
Fig. 9 shows the increase of the perceptual distortion in the
different reconstructions of theTaxi sequence. The distortions
here are relatively lower than in theRubiksequence because the
area of the moving regions (and hence the distorted area) is also
lower. These results show that both variable-size BMAs make
some difference in quality with regard to the fixed-size H.261
BMA due to the savings in DVF information. However, the prac-
tical advantages of the better bit allocation between DVF and
DFD over the suboptimal variable-size BMA are not evident.
The benefits of the better bit allocation in comparison to the sub-
optimal variable-size BMA are so small (Table I and Fig. 7) that
in practice (Figs. 8 and 9), they cannot be exploited by the quan-
tizer to give a better encoded DFD. That is, any adaptive DVF
consumes such a small portion of the total bit-rate that there is
no significant difference in the reconstruction between the dif-
ferent variable-size BMA algorithms.

The scale-independent behavior of the unweighted algorithm
leads to too many splittings at high resolution. This suboptimal
result has no effect in the reconstructed sequence, but it may
give rise to noisy, less meaningful, motion information. In order
to test the meaningfulness of the motion information obtained
with the different algorithms, a well-known motion-based seg-
mentation algorithm [17], [18] was initialized with the different
flows.

The layer identification algorithm [17], [18] starts from an ar-
bitrary initial segmentation, which is refined by estimating the
affine motion model of each region and merging the regions
with similar affine parameters. Given a pair of frames from a
sequence with moving objects, the segmentation algorithm
gives masks, representing the identified objects and the cor-
responding affine models.

In order to assess the relative performance of the flows under
consideration, the following segmentation error measure has
been used. Let be the dissimilarity between each (manually
segmented) object and its corresponding mask ( is the
mask that maximizes for all the obtained masks )

(15)

where stands for the set complement and is the
Chamfer distance, i.e., the distance fromto the boundary
of the object [48]. This distance progressively penalizes
unmatched pixels that are far from the object boundary. The
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Fig. 7. Bit-rate of DVF and DFD while refining the motion estimate. The values are given as a percentage of the total entropy at the lowest resolution level. The
curves represent the average percentage of the bit-rate across the frames and the error bars represent the standard deviation. The different lines indicate different
starting resolutions (initial block sizes): solid64� 64, dashed32� 32, and dotted16� 16. (a) Unweighted spatial entropy splitting criterion. (b) Perceptually
weighted splitting criterion.

TABLE I
PERCENTAGE OF THETOTAL BIT-RATE USED FOR THEMOTION FLOW (DVF)

segmentation error for a frameis the sum of the individual
segmentation errors . It has been empirically found that this
error measure adequately describes the intuitive quality of
the segmentation (Figs. 10 and 11 and their particular errors
illustrate this point).

Several experiments were carried out using the layer iden-
tification algorithm [17], [18] with the three different DVFs:
fixed-size BMA, unweighted variable-size BMA and perceptu-
ally weighted variable-size BMA. Results regarding two stan-
dard sequences,Taxi and Rubik, are considered here because
they represent extreme cases for the segmentation algorithm:
small moving objects with simple translations and one large ob-
ject rotating around an axis, respectively. While in the first se-
quence even simple velocity clustering could solve the problem,
in the second one, regions with very different velocities have to
be merged in a single complex-motion object.

Table II shows the average segmentation error (normalized
by the maximum in each sequence), the number of iterations
and the number of identified regions in each case. Figs. 10 and
11 show examples of the motion flows and the segmentations
achieved in particular frames of the sequences along with the
corresponding segmentation error. The differences in robust-
ness, coherence and meaningfulness between the results of the
different algorithms are apparent in the motion flows (Figs. 10
and 11). The quantitative results of the segmentation confirm
this intuitive impression. The block appearance of the layers is
obviously due to the sparseness of the input flows. The segmen-

tation algorithm is usually initialized with dense flows (one mo-
tion vector per pixel) [17], [18], not with sparse (one motion
vector per block) flows. However, this worst case situation is
appropriate to highlight the usefulness of each flow.

The following trends can be identified from the obtained re-
sults: 1) the segmentation is better when the blocks are fairly
small compared to the size of the moving regions (see the vari-
able-size BMA error results forRubik–large object- andTaxi
–small objects–); however, 2) the segmentation is very sensi-
tive to the robustness and coherence of the sparse flow. This
implies that the block size cannot be arbitrarily reduced to im-
prove the segmentation resolution: Despite its higher density, a
more noisy flow from a too small block size BMA is worse.

This general behavior may be explained in terms of the data
needed to estimate the six parameters of the affine models.
Ideally, a minimum of three independent vectors (six data) are
needed to segment a region. In real (noisy) situations, more
vectors per region will be needed. Consequently, the segmen-
tations of large objects are comparatively better. On the other
hand, as the number of motion measurements is reduced when
using sparse flows (compared to dense flows), their robustness
becomes critical. This is why the results based on fixed-size
BMA (sparse and noisy) are extremely poor. However, if
the variable-size BMA used is robust enough, reliable rough
segmentations are still possible. In particular, the increased
robustness of the perceptually weighted flow speeds up the
convergence of the segmentation algorithm and minimizes the
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Fig. 8. Reconstruction results with different motion estimations and a fixed MPEG-like quantization. (a) Original (detail of frame 7 of theTaxi sequence). (b)
Fixed-size BMA. (c) Unweighted variable-size BMA. (d) Weighted variable-size BMA.

Fig. 9. Perceptual distortion measures for the frames of theTaxi sequence
using different motion estimations with the same (MPEG-like) quantizer.
The thick solid line corresponds to the fixed-size BMA. The thin solid line
corresponds to the unweighted variable-size BMA and the thin dashed line
corresponds to the weighted variable-size BMA.

segmentation error (see Table II). Moreover, a closer estimation
of the actual number of moving objects is obtained due to the
smoothness of the flow within moving regions, which prevents
false splittings.

To summarize, despite the fact that a better bit allocation be-
tween DVF and DFD (Table I and Fig. 7) does not improve the
quality of the decoded sequence (Figs. 8 and 9), the segmenta-
tion results (Table II and Figs. 10 and 11) show that perceptual
weighting gives rise to a more meaningful flow: it makes the

sparse flow more suitable for obtaining robust rough segmenta-
tions.

C. Experiment 3: Relative Relevance of the Improvements in
the Motion Estimation and the Quantization

To study the combined effect and the relative advantages of
the proposed improvements, the four possible combinations
of motion estimation and quantization algorithms were com-
pared at a fixed bit-rate. The perceptually weighted and the
unweighted (suboptimal) variable-size BMA were combined
with the the 2-D linear (MPEG-like) and the 2-D nonlinear
MPE quantizers. Fig. 12 shows an example of a reconstructed
frame using the four different approaches considered. Fig. 13
shows the corresponding distortion for each frame of the
Rubik sequence. These reconstruction examples and error
results confirm what expected from the separate analysis of
the previous sections: The quality improvement due to the use
of the appropriate entropy measure in the motion estimation is
negligible compared to the benefits of a better quantization.

In this case, the simple increase in the quantizer bandpass that
comes from considering the visual nonlinearities (Fig. 2) may
explain the enhancement. Due to the noisy (high-frequency) na-
ture of the error signal, wide band quantizers may be better
than narrower band (CSF-based) quantizers. In fact, the benefits
of this enhanced quantizer are more apparent on video frames
(Figs. 5 and 12) than in still images [13], [14]. The interesting
constant distortion result reported in Section V-A (Fig. 6) is
also reproduced here: While the perceptual distortion increases
quickly when using the linear quantizer, it remains constant with
the nonlinear MPE quantizer regardless the motion estimation
algorithm.
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Fig. 10. DVFs and motion-based segmentation results (Taxi, frame 9). (a) Original frame. (b) Fixed-size BMA flow. (c) Unweighted variable-size BMA flow.
(d) Perceptually weighted variable-size BMA flow. (e) Ideal segmentation. (f) Segmentation with fixed-size BMA (� = 1:02). (g) Segmentation with unweighted
variable-size BMA, (� = 0:49). (h) Segmentation with perceptually weighted variable-size BMA, (� = 0:35).

Fig. 11. DVFs and motion-based segmentation results (Rubik, frame 3). (a) Original frame. (b) Fixed-size BMA flow. (c) Unweighted variable-size BMA flow.
(d) Perceptually weighted variable-size BMA flow. (e) Ideal segmentation. (f) Segmentation with fixed-size BMA (� = 0:98). (g) Segmentation with unweighted
variable-size BMA, (� = 0:51). (h) Segmentation with perceptually weighted variable-size BMA, (� = 0:25).

TABLE II
SEGMENTATION ERRORS, NUMBER OF ITERATIONS AND IDENTIFIED REGIONS
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Fig. 12. Decoded results using different combinations of quantizers and motion estimations. (a) Unweighted variable-size BMA and 2-D linear MPE,
MPEG-like, quantization. (b) Unweighted variable-size BMA and 2-D nonlinear MPE quantization. (c) Perceptually weighted variable-size BMA and 2-D linear
MPE, MPEG-like, quantization. (d) Perceptually weighted variable-size BMA and 2-D nonlinear MPE quantization.

D. Experiment 4: The Proposed Scheme Versus Previous
Comparable Schemes

In this section, the considered elements of the motion com-
pensated video coder were combined to simulate and compare
previously reported schemes (MPEG-1 or H.261 and H.263) and
the proposed ones. MPEG-1 and H.261 use a fixed-size BMA
and a linear (CSF-based) MPE quantizer. A regular implementa-
tion of H.263 use an unweighted splitting criterion variable-size
BMA and a linear MPE quantizer. The video coder scheme pro-
posed here use a perceptually weighted variable-size BMA and
a nonlinear MPE quantizer (either 2-D or 3-D).

Examples of the decoded frames at a fixed bit-rate are shown
in Figs. 14 and 15. The perceptual distortion for each frame of
the reconstructed sequences is shown in Fig. 16. Both frames
and distortions confirm the improvements of the proposed
schemes compared to the previous similar schemes in terms of
subjective quality at a fixed bit-rate.

VI. FINAL REMARKS

The current motion compensated video coding standards
include very basic perceptual information (linear threshold
models) only in the quantizer design. In this paper a multigrid
motion compensated video coding scheme based on a more

Fig. 13. Perceptual distortion measures for the frames of theRubiksequence
using different combinations of quantizers and motion estimations. The thick
lines correspond to the approaches using the linear MPE quantizer. The thin
lines correspond to the approaches using the 2-D nonlinear MPE quantizer.
The dashed lines correspond to the approaches using perceptually weighted
variable-size BMA and the solid lines correspond to the approaches using
unweighted variable-size BMA.
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Fig. 14. Reconstruction results with the Rubik sequence using previously reported encoding configurations (a-b) and the proposed 2-D or 3-D alternatives (c-d).

(a) Fixed size BMA for motion estimation and MPEG-like quantization (linear MPE). (b) Unweighted variable-size BMA and MPEG-like quantization (linear
MPE). (c) Perceptually weighted variable-size BMA and 2-D nonlinear MPE quantization. (d) Perceptually weighted variable-size BMA and 2-D nonlinear MPE
quantization and temporal filtering.

accurate HVS contrast discrimination model has been pre-

sented. The model accounts for the nonuniform nature of the

HVS redundancy removal in the frequency domain. Here the

basic idea is to design the entire encoding process to preserve

no more than the subjectively significant information at a

given subjective distortion level. This aim affects not only the

quantizer design, but also the motion estimation.

On the one hand, as a result of a more accurate perception

model and the MPE restriction criterion, an improved nonlinear

quantizer has been proposed. On the other hand, this percep-

tual quantizer is used here to decide if additional motion infor-

mation is perceptually significant. This definition of perceptu-

ally significant motion information gives rise to an appropriate

entropy-constrained BMA (using the actual DFD entropy) in a

natural way. In this way, superfluous effort in the motion de-

scription (predicting details that are going to be discarded by the

quantizer) is avoided and a perceptual feedback is introduced in

the motion estimation refinement.

The reconstructed frames and perceptually meaningful dis-

tortion measures show that the proposed schemes improve the

results of previous comparable schemes such as H.263 with un-

weighted motion refinement and MPEG-like quantization. In

particular, nonlinear MPE quantizers lead to better subjective

quality than the linear MPE (CSF-based, MPEG-like) quan-

tizers at the same bit-rates because they more accurately pre-

serve the relevant information of the DFDs. A very interesting

consequence is that the (2-D or 3-D) nonlinear quantizers keep

the distortion bounded over a large group of frames, so the need

to introduce bit-consuming intracoded frames can be reduced.

According to the perceptual distortion results at a fixed bit-rate,

the benefits of a better bit allocation between DVF and DFD

(the benefits of the perceptual weight in motion estimation) are

negligible compared to the benefits of perceptually more ac-

curate quantizers. The significant improvement due to this en-

hancement of the quantizer suggests that quantizer design may

be more important than optimal motion estimation from the

rate-distortion point of view.

However, a side effect of the perceptual control of the mo-

tion estimation is a scale-dependent refinement strategy that

gives rise to more robust and meaningful motion flows com-

pared to unweighted refinement criteria. This is confirmed by

the segmentation results that show how the perceptual weighting
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Fig. 15. Reconstruction results with theTaxi sequence using previously reported encoding configurations (a-b) and the proposed 2-D or 3-D alternatives (c-d).
(a) Fixed size BMA for motion estimation and MPEG-like quantization (linear MPE). (b) Unweighted variable-size BMA and MPEG-like quantization (linear
MPE). (c) Perceptually weighted variable-size BMA and 2-D nonlinear MPE quantization. (d) Perceptually weighted variable-size BMA and 2-D nonlinear MPE
quantization and temporal filtering.

Fig. 16. Perceptual distortion measures for the frames of the (a)Rubikand (b)Taxisequence using previous and the proposed schemes. The thick lines correspond
to the previous apporaches and thin lines correspond to the proposed schemes. Solid thick line corresponds to fixed-size BMA and linear MPE quantizer(H.261,
MPEG1). Dashed thick line corresponds to unweighted variable-size BMA and linear MPE quantizer (H.263). The solid thin line corresponds to perceptually
weighted variable-size BMA and 2-D nonlinear MPE and the dashed thin line corresponds to perceptually weighted variable-size BMA and 3-D nonlinear MPE.
As in Fig. 6, the frame-by-frame implementation of the perceptual distortion measure may slightly overestimate the visual effect of the frame blurring introduced
by the temporal filter.
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makes a sparse flow suitable to obtain rough segmentations of
the moving objects. These results suggest that the perceptual
quantizer should not to be taken into account in the motion
estimation due to rate-distortion reasons, but to obtain more
meaningful flows that may be of interest for higher-level video
coding.

Systematic psychophysical testing instead of the simple
frame-by-frame perceptual measure may be necessary to
measure accurately the relevance of the temporal features of the
proposed 1-D 2-D quantizer design. Nevertheless, the results
presented suggest that when amplitude nonlinearities are taken
into account, the consideration of the temporal properties is not
so significant.
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Regularization Operators for Natural Images based
on Non-Linear Perception Models

Juan Gutíerrez(∗), Francesc J. Ferri and Jesús Malo

Abstract— Image restoration requires some a priori knowl-
edge of the solution. Some of the conventional regularization
techniques are based on the estimation of the power spectrum
density. Simple statistical models for spectral estimation just
take into account second order relations between the pixels of
the image. However, natural images exhibit additional features,
such as particular relationships between local Fourier or wavelet
transform coefficients. Biological visual systems have evolved to
capture these relations.

We propose the use of this biological behavior to build
regularization operators as an alternative to simple statistical
models. The results suggest that if the penalty operator takes
these additional features in natural images into account, it will
be more robust and the choice of the regularization parameter
is less critical.

Index Terms— Regularization, image restoration, early vision
models, natural image statistics.

I. I NTRODUCTION

I MAGES are produced to record or display useful infor-
mation regarding some phenomenon of interest. When the

process of image formation and recording is not perfect, only
a degraded version,id(x), of the original image,io(x), is
available. The whole distortion process is usually modelled
by means of a linear operator acting upon the original image,
plus additive noise:

id(x) = h(x, x′)⊗ io(x′) + n(x) (1)

The purpose of image restoration is to estimate the original
image from the distorted and noisy one. This is a non-
trivial problem because even if the operator is known, a naive
inversion will amplify the noise [1].

Multiple techniques of different nature have been proposed
to solve this problem. Most of them require (and critically
depend on) some image model or somea priori assumptions
about the image or the noise [2], [3], [1]. The most exploited
feature of natural images for building an image model is the
specific low-pass behavior of the power spectrum [4], [5]. This
feature can be easily described in the spatial domain by an
autocorrelation function or the coefficients of an autoregressive
(AR) model [1], [6]. In more recent approaches, the image
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model includes additional features. In particular, certain re-
lationships between neighboring coefficients in a transformed
domain are considered [7], [8].

In the context of regularization techniques, the restored
image is a trade-off between closeness to the observed data
and the absence of someunwanted featuresin the solution [9].
The problem is again to use an appropriate image model to
design the regularization operator so as to preserve thesuitable
featuresin the solution.

In this work we put forward and analyze a class of penalty
operators [10] for image regularization which are not based on
a model of the image or the noise, but on the current model
of low-level human visual perception [11], [12]. In this way,
there is no need to make anya priori statistical assumptions.

The use of perception models to design regularization
operators relies on the Barlow hypothesis [13], in which he
argued that biological vision systems have evolved for an
optimal processing of natural images. A number of results
support this hypothesis. First, it has been shown that the early
processing mechanisms in the visual cortex perform a linear
wavelet-like transform using a set of filters similar to those
obtained by applyingIndependent Component Analysis(ICA)
to a set of natural images [14]. Second, biological vision
systems exhibit non-linear interactions between the responses
of the linear wavelet-like stage. In these non-linearities each
coefficient is normalized by a combination of neighboring co-
efficients [11], [12], [15]. It has been shown that this behavior
gives rise to signals with increased independence (see [15],
[16], or [17]. By maximizing independence, biological visual
systems capture the most salient features of natural images
and, in a way, discriminate between useful (suitable) and
negligible (unwanted) information.

From this ecological point of view, current models of early
vision implicitly include the generic statistical properties of
natural images (as for instance their rough spectral properties
and the relationships between the coefficients in a local fre-
quency domain [15], [17]). Therefore, it makes sense to use the
perceptual response in the regularization context for restoration
purposes, because it can tell us what features should be present
in the solution and what features should be removed from it.

The use of simple human vision properties in regularization
is not new [1], [2]. However, these approaches used simpler
(linear) models and, of greater importance, the rationale was
very application-oriented (similar to the one which is popular
in coding literature [18], [19]): as the images are addressed to
human viewers, features which are not subjectively relevant
should be penalized.

0000–0000/00$00.00c© 2004 IEEE
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Apart from using of a more advanced model, the main
idea of this work is different: we want to stress the fact
that the information about natural images implicitly included
in the human visual response can be used as a successful
alternative to explicit image models in the penalty operator
design. Moreover, if the penalty operator takes into account
these additional features in natural images, it may be more
robust and the choice of the regularization parameter is less
critical. It is important to stress that the statistical benefits of
using this advanced perceptual model are not limited to its
application in restoration: see [17] for an application in image
coding.

This paper is organized as follows: in Section II we re-
view the regularization framework. In Section III we stress
that the 1

f spectrum shape is not the only common feature
shared by natural images. In particular, we show that the
coefficients of local Fourier representations are related. These
relationships are equivalent to those recently reported in other
local frequency domains [7], [8], [15], [17], [20], [21], [22].
In Section IV we propose the use of the current non-linear
early vision response to define regularization operators. We
show that this response implicitly takes into account both band
limitation and the additional features illustrated in Section III.
Our experimental results appear in Section V, followed by our
concluding remarks.

II. REGULARIZATION AND IMAGE FEATURES

In the Tikhonov regularization framework [9] the image
estimate,i′, is the one that simultaneously minimizes both the
departure from the observed data,f1(h(x, x′)⊗ i(x′), id(x)),
as well as a penalty functional,f2(p(x, x′) ⊗ i(x)), which
measures the presence of someunwanted featurein the
solution:

i′(x) = arg min
i(x)

f1(h(x, x′)⊗ i(x′), id(x))

+ λ2f2(p(x, x′)⊗ i(x′)) (2)

where p(x, x′) is a linear operator that extracts the features
that should be minimized in the solution, andλ, referred to as
the regularization parameter, establishes the trade-off between
both terms. If Euclidean distance is used to measure these
departures,f1 andf2, we have [9],

i′(x) = arg min
i(x)

(
|h(x, x′)⊗ i(x′)− id(x)|2

+ λ2|p(x, x′)⊗ i(x′)|2
)

(3)

Many different choices exist forf1, f2 and the penalty
operatorp(x, x′). Common choices for the measures arelp-
norms [23], usuallyl1 and l2-norms. In particular, the effect
of a small exponent (p < 2) in f2 relatively decreases the
penalization of large variations in luminance, thus allowing
the presence of sharp discontinuities in the solution [24]. On
the other hand, the penalty operator is usually taken as a

fixed high-pass filter (e.g. first or second derivative) or can be
adaptively computed [1]. In this work we propose an adaptive
operator and analyze its behavior in the particular case of
Eq. 3.

Assuming a local approach in Eq. 3,h and p may be
considered shift invariant, and hence⊗ is a convolution,
therefore the solution in a regionx0 of a block-Fourier domain
is [2]:

I ′(x0, f) =
H∗(x0, f)

|H(x0, f)|2 + λ(x0)2

|P (x0,f)−1|2
Id(x0, f) (4)

The meaning of the regularization operator in the Fourier
domain,P (x, f), in terms of a simple image model, can be
inferred by analogy from the result using the optimal Wiener
filter [2]:

I ′(x0, f) =
H∗(x0, f)

|H(x0, f)|2 + |N(x0,f)|2
|Io(x0,f)|2

Id(x0, f) (5)

In the Wiener solution the inverse operatorH∗/|H|2 is
modified using information about the power spectrum of the
original signal and the noise (which are not available in
general). Eq. 5 suggests that the penalty operator,P , and
the parameter,λ, should be related to the power spectrum
density of the signal and the energy of the noise respectively.
Therefore, the conventional operator design is usually based
on a model of the autocorrelation of the image [6], [1]. The
smoothness assumption (limited band signal) gives rise to
high-pass penalty operators, so, in this case theunwanted
feature is the energy in the high frequency region.

A critical issue in the regularization framework is the choice
of the regularization parameter,λ. This problem gets worse
if the operator is not specifically matched to the signal.
For instance, when a generic high-pass operator is used, the
appropriate restoration of high frequency components in the
signal becomes verysensitiveto λ. However, the importance
of the regularization parameter may be reduced if the operator
not only includes second-order relations but also some other
features which are common in natural images.

III. A DDITIONAL FEATURES IN NATURAL IMAGES BEYOND
1
f SPECTRUM

Natural images present a strong correlation between the lu-
minance of pixels in the spatial domain. This is the reason for
assuming Gaussian models for natural images [25], [26], [20].
Under the Gaussian assumption, a simple second order ap-
proach fully describes the signal. This simple characterization
has been successfully exploited in applications where remov-
ing the statistical dependence of the samples is required [27],
[28]. Principal Component Analysis (PCA) on a set of natural
images gives rise to Fourier-like eigenvectors, i.e., oscillating
functions extending all over the spatial domain. Moreover, the
energy (the square of the eigenvalues) is concentrated in the
low-frequency PCA components [25], [26], [20]. Specifically,
natural images exhibit a1fγ power spectrum [4]. This justifies
the use of high-pass regularization operators (such as first and
second derivatives of the signal [1]) in image restoration.
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However, natural images are not that simple. In order to
consider higher order interactions, ICA techniques [29], [30]
have been developed as an alternative to PCA. When applied
to natural images, wavelet-like representations emerge, i.e.,
spatially localized oscillating functions. Nevertheless, when
representing images in these local frequency domains, not
all higher order interactions are taken into account [7], [15],
[17], [20], [21], [22]. Specifically, intriguing relationships
among the coefficients of these linear frequency transforms
still remain. Linear transforms cannot remove all the statistical
dependence because natural images do not come from a
linear combination of signals from independent sources (e.g.
due to occlusion). Modelling these statistical relations led to
improvements in image coding applications [21], [31].

Instead of modelling these relations explicitly, in this work
we are going to take them into account by using a non-
linear perceptual model [11], [12]. The use of these perception
models rather than the explicit statistical modelling of the
relations in a local Fourier domain has been successfully
applied in image coding applications (see [32], [33], or [17]).

In this section we describe a way to show these relations in
the particular local frequency domain which will be used to
define the regularization operators. This is intended to clarify
how the perceptual response reviewed in next section takes
these relationships into account.

We have computed the cross-correlation between the ab-
solute value of the 32×32 block-Fourier coefficients of the
widely-used natural images database [34]. As the local Fourier
spectrum of natural images is not stationary, a direct compari-
son between coefficients at very different frequencies is biased.
As stated above, natural images exhibit a1

fγ power spectrum,
meaning that, the comparison of a high frequency coefficient
with a low frequency coefficient is biased by the high energy
of the latter. Therefore, instead of a direct comparison, we first
divide each coefficient by1f (assuming thatγ ≈ 2 [5]). In that
way, a unit mean process is obtained and a fair computation
of the cross-correlation can be done.

Figure 1 shows an estimate of the cross-correlation for two
particular coefficients. Obviously, for any given coefficient the
cross-correlation is maximum for itself and its symmetrical.
When compared to other coefficients, the cross-correlation
decreases as the distance in frequency increases. The rela-
tionships illustrated in this example are consistent with those
reported in other local frequency transform domains (see [7],
[8], [15], [20], [21], [22], or [17]).

In summary, natural images have a low-pass spectrum (as
assumed by conventional statistical models used for regulariza-
tion), but they also exhibit the particular behavior illustrated by
these relationships in a local frequency domain. This additional
feature of natural images should not be neglected.

IV. PERCEPTUALREGULARIZATION OPERATORS

The standard model of human low-level image analysis [11],
[12], [15] has two basic stages in which the input image,i(x),
is first transformed into a vector,I(x, f), in a local frequency
domain (using a linear filter bank,T ) and then it is non-linearly
transformed into a response vector,r(x, f),

i
T−→ I

R−→ r

A local (block) Fourier transform will be used here as a
model of the perceptual linear transformT . The response to
each coefficient of the transform,R(I(x0, f)), is given by
a non-linearity in which the energy of each coefficient is
normalized by a linear combination of the neighbors (masking
behavior). This non-linear response is commonly referred to as
divisive normalization[12], [11]. For a particular region,x0,
of a local Fourier transform, the response for each frequency
component is:

r(x0, f) = R(I(x0, f)) =
α(f)|I(x0, f)|2

β(f) + (k(f, f ′)⊗ |I(x0, f ′)|2)
(6)

where the parametersα(f), β(f) andk(f, f ′), are chosen to
fit the psychophysical response of human viewers to periodic
functions [16]. The vector,r, is constituted by the responses of
the set of perceptual mechanisms that analyze the image. Eq. 6
describes the fact that the response of a particular mechanism
tuned to (x0, f), not only depends on the energy of the
linear output,I(x0, f), but is also influenced by its neighbors,
I(x0, f

′), with f ′ 6= f [11], [12], [15]. In particular, the sen-
sitivity of the mechanism tuned to(x0, f) is decreased when
the input image excites high responses in the neighboring
coefficients of the linear stage. The kernel,k(f, f ′), determines
the extent of this neighborhood in frequency and orientation.
It is usually assumed to be Gaussian so that the influence of
closer neighbors is bigger [11], [12], [15]. Figure 2 shows the
frequency dependence of the parameters in Eq. 6 and some
examples of the response for three particular mechanisms. The
effect of the denominator in Eq. 6 is to saturate the response
for high energy inputs in the local frequency region determined
by k: such input stimulimaskthe response of the considered
mechanism. Note that the overall behavior of the response is
mediated by the band-pass filter,α(f), which is similar to the
classicalContrast Sensitivity Function(CSF) [35].

As stated in the introduction, the responses in Eq. 6 cap-
ture the most salient independent features of natural images
and discriminate between useful and negligible information
from the perceptual point of view. Therefore, the perceptual
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Fig. 1. Empirical interaction of two particular coefficients of the local Fourier
Transform with their neighbors. The absolute value of the frequency of these
two coefficients is|f | = 10.8 and|f | = 24.4 cycles/degree (cpd). A sampling
frequency of 64 cpd is assumed.
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Fig. 2. Parameters of the vision model and non-linear response functions.
The values in figure 2.d assume that the Fourier coefficients (denoted bya)
are expressed in contrast (amplitude over mean luminance). The responses
of figure 2.d show the basic sigmoid behavior of Eq.6, but they are just
particular examples for isolated sinusoids. In general these response curves
will depend on the neighbor coefficients. Note that the parameters are slightly
different from those reported in [17] because we are using here a local Fourier
transform instead of a local DCT and a slightly different model. However, the
final behavior (figure 2.d) is the same.

responses for a particular region of the observed data may
tell us what features should be present in the solution and
what features can be removed from it. This can be seen as
a perceptual spectral estimation adapted to the most com-
mon features present in natural images. According to this
perception-based heuristic, we may use the response Eq. 6
to estimate the (perceptually relevant) spectrum in Eq. 5. We
therefore propose to define the regularization operator,P , of
Eq. 4 as inversely proportional to the response. Thus, each
restored region in the local frequency domain,I ′(x0, f), will
be obtained as,

I ′(x0, f) =
H∗(x0, f)

|H(x0, f)|2 + λ2

|R(Id(x0,f))|2
Id(x0, f) (7)

Previous simpler perceptual approaches based on the linear
CSF model [2] can be seen as a particular case of the more
general class of operators presented here.

The perception model just described includes the behavior
exhibited by natural images, as illustrated in Section III.
Note that the Gaussian kernels in Figure 2.c follow the trend
shown in Figure 1: the interaction neighborhood increases
with frequency. Therefore, the response implicitly includes two
facts: rough low-pass behavior through the functionα(f), and
the particular relationships between the energy of neighboring
coefficients through the kernelsk(f, f ′).

From the point of view of the Barlow hypothesis, the goal of
the divisive normalization is to make those parts of the signal

that cannot be predicted from the neighborhood more explicit.
In addition, it has been reported that this energy normalization
acts as a sort of divisive DPCM [16]: the energy in each
transform coefficient,I(f), is predicted from the energy of
the coefficients in the Gaussian neighborhood,k(f, f ′). This
is how the saliency of the relevant coefficients of the linear
transform is increased in the response [15], [16].

This predictive behavior is what makes normalization inter-
esting for regularization operator design. Using the analogy
between Eqs. 5 and 7, we see that the role of the response
model is the extraction of the relevant features of the image to
estimate the spectrum of the original signal from its degraded
version. Relevant features are those that cannot be predicted
from the neighborhood. Wide-band noise introduces two non-
natural features: a noticeable change in the shape of the
spectrum and increased predictability in the frequency domain.
This is true if the bandwidth of the noise is bigger than the
kernels in Eq. 6. In this case the energy of the noise can be
predicted from the energy of the neighbors. This represents
a potential limitation of the proposed operators because they
would consider a high energy noise of too narrow a bandwidth
as a relevant feature.

As in this framework an adaptive penalty operator has to
be obtained from degraded images, the operator should be
robust to noise.Robustnessin this work is understood as the
ability to preserve the same components of the signal that
would be preserved with an ideal operator obtained from
the original signal. The predictive behavior of the divisive
normalization may be useful to achieve robustness. If an image
is degraded by adding wide-band noise, the contribution of the
noise to each transform coefficient can be predicted from the
neighboring coefficients. In this way, the proposed operator
will detect the relevant components despite the noise.

A real example of the ability of the response,r, to capture
relevant features in the presence of noise is shown in Figure 3.
Figure 3.a shows a block taken from the image Barbara with
a texture (a salient feature at a particular frequency). The
same block blurred and corrupted with white noise is shown
in Figure 3.b. Figures 3.c and 3.d show the corresponding
regularization operators using the proposed method together
with the standard second-derivative operator. As discussed
above, the relevant feature at frequencyf ≈ 18 cpd is
preserved despite the noise, while a second-derivative operator
penalizes this feature.

V. RESULTS AND DISCUSSION

In this section the properties of the proposed operator will be
compared to other penalty operators taking three aspects into
account: a) the sensitivity of the solution toλ, b) the robustness
of the operators and, c) their performance in the restoration
task using a variety of synthetic degradations. Finally, we
also analyze the performance of the proposed method with
naturally degraded images.

Five standard images have been used for the experiments:
Barbara, Lena, Einstein, boats and peppers. We assume that
these 256 × 256 images have a physical extent of4 × 4
degrees, i.e. the sampling frequency is 64 cpd. The proposed
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Fig. 3. Perceptual penalty operators (solid curves) in (c,d) obtained from
a particular block without noise (a) and with noise (b), compared with the
operator based on the second derivative (dashed curves). Notice how, with the
proposed approach, the relevant feature (texture of 18 cpd) is not penalized.

regularization operator has been tested in all images with
different degradations. The images were blurred using known
linear shift invariant low-pass filters with normalized cutoff
frequencies of 0.1, 0.5 and 0.85 (3.2, 16 and 27.2 cpd) and
were corrupted with additive white Gaussian noise of different
variances (fromσ2

n = 5 to σ2
n = 400). These restoration

problems range from almost pure deblurring (very low cutoff
frequency and low energy noise) to almost pure denoising
(high cutoff frequency and high energy noise). Figure 4 shows
illustrative examples of these degradations using the standard
image Barbara.

The different restoration methods have been applied to 50
realizations of the above mentioned corruption processes over
each original image. In the experiments, the regularization
parameter,λ, has been obtained using the standard L-curve
method [36] for each block of the local Fourier Transform.
In all cases, the borders of neighboring16 × 16 blocks have
been overlapped to reduce the blocking artifacts common to
all methods.

Euclidean distortion measures may not take into account
subjective aspects related to the empirical Mean Opinion
Score given by an average human observer [37]. Therefore, a
perceptually meaningful metric (Square Root Integral (SQRI)
measure [38]) was also used along with the standard Peak
Signal-to-Noise Ratio (PSNR). However, the same trends
revealed by PSNR were obtained SQRI, as can be seen
by subjective inspection of the images (which is the really
important issue).

In this work we will compare the proposed operator with
other operators based on spectral estimation, so that they

a) b)

c) d)

Fig. 4. Zoom of original and representative degraded images. a) Original
Barbara image, b) Distorted image (almost deblurring problem):fc = 3.2
cpd,σ2

n = 15, c) Distorted image:fc = 16 cpd,σ2
n = 100, and d) Distorted

image (almost denoising problem):fc = 27.2 cpd, σ2
n = 200.

can be used in Eq. 4. In particular, we considered three
AR models [1], [6] of increasing neighborhoods as shown
in Figure 5. The coefficients of these AR models have been
locally fitted to capture the non-stationarity of the signal. From
those coefficients a local estimation of the power spectrum is
obtained [39], to be used in Eq. 4.

Additionally, two classical spatially invariant operators are
included for reference purposes: the second derivative and
the CSF-based operator reported in [40]. On the one hand,
the second derivative operator captures the generic1

f spectral
behavior of natural images. In fact, when AR models are
trained on data sets which are large enough, operators which
are quite similar to the second derivative are obtained. On
the other hand, the CSF-based operator represents a simple
example of the use of perceptual information in regularization.

a(−1, 0)

•

a(1, 0)

a(0,−1) a(0, 1)

a(−1,−1) a(−1, 0) a(−1, 1)

a(0,−1) • a(0, 1)

a(1, 0)a(1,−1) a(1, 1)

a(−2,−2) a(−2,−1) a(−2, 0) a(−2, 1) a(−2, 2)

a(−1,−2) a(−1,−1 a(−1, 0) a(−1, 1) a(−1, 2)

a(0,−2) a(0,−1 •

Fig. 5. Neighborhoods of the particular 2D autoregressive models used here:
AR(4) (left), AR(8) (center), and AR(12) (right). The dotted pixel is linearly
predicted from the corresponding neighborhood weighted bya(m, n).
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A. Sensitivity to the regularization parameter

As discussed in Section II, the sensitivity of the solution
to the regularization parameter depends on the ability of
the operator to capture the properties of the signal. Roughly
speaking, a solution is more sensitive if small variations in the
regularization parameter lead to big changes in the quality of
the solution.

Given a particular operator,P , a solution, îP (λ), can be
computed for each value ofλ. A particularλ selection method,
such as the L-curve [36], obtains a particular valueλL, which
leads to a particular solution̂iP (λL). Assuming that the
original image,io, is available, and given a distortion measure
d(·, ·), the optimal value ofλ could be computed as,

λopt = arg min
λ

DP (λ)

whereDP (λ) = d(io, îP (λ)). The sensitivity of the solution
to λ when a particular operatorP is used, can be defined as
the change in the image distortion with regard to the departure
from the optimalλopt. That is,

S(P ) =
∆DP

∆λ
=
|DP (λopt)−DP (λL)|

|λopt − λL|
The meaning of this sensitivity measure is illustrated in

Figure 6.

λ

D
P

(λ
)

λopt

DP (λopt)

λL

DP (λL)

∆λ

∆DP

Fig. 6. Distortion of the set of solutionŝiP (λ) for a particular operatorP .
The solution ranges from noise (λ <<) to over-smoothed images (λ >>).
Representative points have been highlighted. Note that this sensitivity is
related to the concavity of this curve which depends onP .

The particular sensitivity values considering different oper-
ators have been measured at each block of the Barbara image
using both Mean Square Error (MSE) and SQRI. A standard
boxplot (omitting outliers for clarity) of the corresponding
results for the MSE case is shown in Figure 7. Similar results
are obtained when SQRI is used. The proposed operator and
the CSF lead to smaller and less scattered sensitivity values. As
a consequence, using perceptual operators makes the choice
of λ less critical.

B. Robustness of the operators

As discussed in Section IV, robustness in this work is
understood as the ability of an adaptive operator to preserve the

L2 CSF AR(4) AR(8) AR(12) Percep.
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Fig. 7. Sensitivity of the different operators using image Barbara.

same components of the signal that would be preserved with
an ideal operator obtained from the original signal. Thus, this
property only applies to adaptive operators.

If the original image,io, is available, any adaptive operator
P estimated from the degraded image can be compared to
the same operatorPo obtained from the original one. The
corresponding MSE between the operators can be used to
assess their similarity. Consequently, we define the robustness
of a particular adaptive operator as,

R(P ) = MSE(P, Po)

The robustness of the different adaptive operators consid-
ered for the Barbara image is shown as a boxplot in Figure 8.
As the proposed operator captures the complexity of the signal
better, it is more robust to the presence of degradations.

Percep. AR(12) AR(8) AR(4)

0

0.01

0.02

0.03

0.04

0.05

0.06

0.07

0.08

0.09

0.1

d
(P

(I
d
),

P
(I

o
))

Operator

Fig. 8. Robustness of the different adaptive operators.

C. Restoration results

Two different sets of restoration tasks have been considered
to assess the performance of the proposed method: first dif-
ferent synthetic degradations, and second naturally degraded
images.

Figures 10-12 show representative restored images corre-
sponding to the set of operators considered in this work applied
to the synthetic degraded images. These images correspond
to the restoration of the degraded Barbara images shown in
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Figure 4. Tables I-III show the distortion results for all the
experiments carried out. These results are the average over the
five considered images. Figure 9 shows the details of one of
the distorted images used to compute the averages in Tables I-
III. As can be seen, the variances in the results due to the
50 realizations of the degradation are small. Similar plots are
obtained for the remaining images and degradations.

 L2 CSF AR(4) AR(8) AR(12) PER  
25

25.5

26

26.5

27

27.5

28

28.5

29

P
S

N
R

Operator

Fig. 9. Example of the results of a particular restoration experiment. Average
distortions and standard deviations over 50 realizations of the degradation for
a particular image (Barbara) and a particular combination of cutoff frequency
(16 cpd) and variance of the noise (σ2

n = 75)

From these results, it is obvious that the performance of spa-
tially invariant approaches (sub-figuresa andb in Figures 10-
12) is worse than the performance of the adaptive ones (sub-
figuresc-f in Figures 10-12). In particular, spatially invariant
approaches give rise to over-smoothed areas in all cases.
Similar results are obtained when other stationary models for
the autocorrelation are used (e.g. autoregressive models trained
with a wide image data set).

As expected, adaptive approaches are superior to stationary
ones. If the complexity of the model is increased, AR(4)
to AR(8), the power spectrum is more accurately estimated.
Consequently, a better adaptation to each block is obtained and
the performance improves (Table I-III). This trend is broken
if the complexity of the AR model keeps increasing, because
over-fitting occurs. This effect is particularly noticeable when
the energy of the noise is high (Table III and Figure 12, where
the AR(12) model is learning the noise).

On the other hand, the proposed approach constitutes a
trade-off between the overall noise and the preservation of spe-
cific details, as can be observed in sub-figuref in Figures 10-
12. The artifacts obtained with this kind of penalty operators
are different from those obtained using the autoregressive
methods. Our approach removes wide band noise because it is
predictable (in the local Fourier domain) from the neighbors.
This means that this wide band noise is not considered
to be a relevant feature. However, unpredictable features in
the transform domain, as for instance salient textures, are
preserved as discussed in Section IV.

The differences in performance are less noticeable in the
first experiment (almost a deblurring problem, see Table I
and Figure 10). In this case, the low energy of the noise
makes the problem easier and all the adaptive methods perform

TABLE I

PSNRFOR DIFFERENT OPERATORS AND NOISE LEVELS FOR5 IMAGES

FOR A BLURRING WITH A CUTOFF FREQUENCY OF3.2 CPD.

σ2
n = 5 σ2

n = 10 σ2
n = 15

L2 28.55 28.74 28.55
CSF 29.25 28.49 28.04
AR(4) 30.26 29.62 29.08
AR(8) 30.66 29.76 29.23
AR(12) 30.44 29.50 29.02
PER 30.71 29.75 29.20

TABLE II

PSNRFOR DIFFERENT OPERATORS AND NOISE LEVELS FOR5 IMAGES

FOR A BLURRING WITH A CUTOFF FREQUENCY OF16 CPD.

σ2
n = 25 σ2

n = 50 σ2
n = 75 σ2

n = 100
L2 30.60 29.49 28.82 28.33
CSF 30.04 29.33 28.76 28.25
AR(4) 30.53 29.66 29.04 28.51
AR(8) 30.78 29.78 29.19 28.67
AR(12) 31.09 29.98 29.23 28.63
PER 31.15 30.43 29.87 29.34

similarly. However, when the energy of the noise is increased,
the differences are more noticeable, as can be seen in the last
experiment (almost a denoising problem, see Table III and
Figure 12). The proposed operator works better than the other
operators considered in a wider range of degradations, which is
consistent with the sensitivity and robustness results described
above.

Finally, the proposed method is applied to the restoration
of naturally degraded images. The pictures were taken using
a SONY DSC P8 digital camera. In this experiment, all the
images were on focus, so that the degradation comes from
eventual poor illumination conditions (unknown photon noise),
and from the artifacts due to the (unknown) processing in the
acquisition and storage of the images (eg. demosaicing, com-
pression, etc.). Therefore, in this case, the proposed method is
compared to a standard denoising method [41]1.

In realistic conditions the original image is not available in
general, so the computation of quantitative distortions is not
straightforward. In order to give indicative distortion measures,
we took two versions of each image: the first one was taken
in good illumination conditions, and the second one was
taken reducing the numerical aperture or the exposure time
so that the integrated irradiance at the CCD was reduced.
The histogram of the second image was linearly corrected

1We used the Matlab implementation of Lee’s algorithm in the function
wiener2.m

TABLE III

PSNRFOR DIFFERENT OPERATORS AND NOISE LEVELS FOR5 IMAGES

FOR A BLURRING WITH A CUTOFF FREQUENCY OF27.2CPD.

σ2
n = 100 σ2

n = 200 σ2
n = 300 σ2

n = 400
L2 29.37 28.00 27.05 26.19
CSF 29.14 28.40 27.77 27.20
AR(4) 29.62 28.14 27.00 26.20
AR(8) 30.26 28.92 27.98 27.04
AR(12) 27.16 23.98 22.59 21.40
PER 30.67 29.77 29.23 28.364
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a) b) c)

d) e) f)

Fig. 10. Restoration results for the degraded image in figure 4.b (fc = 3.2 and σ2
n = 15). a) Second-derivative based result, b) CSF-based result, c)

Image restored using adaptive AR(4), d) Image restored using adaptive AR(8), e) Image restored using adaptive AR(12), f) Image restored using the proposed
method.

to reproduce the mean and variance (average luminance and
contrast) of the first one. In this way the second image is a
naturally distorted version of the first image. We will refer
to the first one asreference imageand to the second one as
naturally degraded image.

Figures 13-15 show representative results of the above
distortion procedure in a range of illuminations and the corre-
sponding results obtained using Wiener denosing [41] and the
proposed method. Subplots e and f in these figures show the
difference between the restored and the degraded images. This
difference represents the part of the degraded image identified
as noise by each method. It is worth noting that while the
standard algorithm removes features that may be relevant
(letters, edges and structures of the objects), the proposed
algorithm preserves these structures focusing in removing the
noise.

The above qualitative results are consistent with the dis-
tortion measures given in table IV. As can be seen, both
restoration techniques improve the estimated PSNR, and the
proposed method provides a better result using this measure.
However, it has to be stressed that these measures are just
an approximation to the true PSNR because they have been

TABLE IV

ESTIMATED PSNRFOR THE NATURALLY DEGRADED IMAGES.

Device Stones Building
Degraded 20.80 28.14 23.39
Wiener 25.33 28.45 23.96
PER 25.64 29.07 24.08

computed using a reference image which is not the (unknown)
original.

VI. CONCLUSIONS AND FURTHER WORK

In this paper, the information about natural images im-
plicitly included in the current model of early human vision
(approximate 1

f behavior and relations between coefficients
in a local frequency transform domain) has been used to
define regularization operators for restoration purposes. This
class of operators shows several advantages with regard to the
adaptive operators considered based on AR models: they are
less sensitive to the regularization parameter, more robust to
the degradation and give rise to less noticeable artifacts than
the other methods.Besides, in naturally degraded images they
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a) b) c)

d) e) f)

Fig. 11. Restoration results for the degraded image in figure 4.c (fc = 16 and σ2
n = 100). a) Second-derivative based result, b) CSF-based result, c)

Image restored using adaptive AR(4), d) Image restored using adaptive AR(8), e) Image restored using adaptive AR(12), f) Image restored using the proposed
method.

preserve the relevant structure of objects when compared with
a standard Wiener denoising.

These results suggest that the proposed method, which does
not require statisticala priori assumptions on the image, can
be used as a successful alternative to operators based on
explicit models of the spectrum of the image.

The proposed operator has been used in al2 norm penalty
functional. An interesting extension of this work could explore
the behavior of the proposed operator with more general
norms. For instance, using thel1 norm with the proposed
operator would improve edge preservation, as already reported
using stationary operators such as the first derivative [24].
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Fig. 13. Restoration results for a naturally degraded image (Device). a) Reference image (exposure time 1/6 sec, aperture N=5.2), b) Naturally degraded
image (exposure time 1/25 sec, aperture N=5.2) , c) Restored image using Wiener denoising, d) Restored image using the proposed method, e) Information
removed by the Wiener method, f) Information removed by the proposed method.

a) c) e)

b) d) f)

Fig. 14. Restoration results for a naturally degraded image (Stones). a) Reference image (exposure time 1/200 sec, aperture N=9), b) Naturally degraded
image (exposure time 1/800 sec, aperture N=9) , c) Restored image using Wiener denoising, d) Restored image using the proposed method, e) Information
removed by the Wiener method, f) Information removed by the proposed method.
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a) c) e)

b) d) f)

Fig. 15. Restoration results for a naturally degraded image (Building). a) Reference image (exposure time 1/1250 sec, aperture N=10), b) Naturally degraded
image (exposure time 1/2000 sec, aperture N=10) , c) Restored image using Wiener denoising, d) Restored image using the proposed method, e) Information
removed by the Wiener method, f) Information removed by the proposed method.
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